INTRODUÇÃO
Em florestais plantadas para a determinação do espaçamento ótimo de plantio, os ensaios experimentais devem conter um número suficiente de indivíduos mensuráveis, implicando em grandes áreas para suas instalações. Dessa forma a instalação de experimentos tradicionais com repetição, aleatorização dos tratamentos, controle local e bordadura, têm restringido o número de espaçamentos testados nos ensaios de campo (STAPE, 1995).
Visando superar tais restrições, foram propostos na década de 60 alguns delineamentos alternativos, entre eles, os delineamentos sistemáticos de Nelder (1962). Esses delineamentos, inicialmente utilizados na área agrícola, foram usados na área florestal para estudos preliminares (FREEMAN, 1964; BLEASDALE, 1966; PANETSOS, 1980; HUXLEY, 1985; IMADA et al., 1997). Além de permitir avaliar um maior número de espaçamentos possíveis, os delineamentos sistemáticos também se destacam pela sua compacidade, necessitando de pequenas áreas experimentais que facilitam o manejo e abrangência.

No entanto, o arranjo sistemático (não casualizado) das plantas, não permite o uso das análises convencionais por ferir o princípio básico da casualização na alocação dos tratamentos. A falta da casualização não garante a independência dos erros associados a cada unidade experimental, tornando as unidades experimentais correlacionadas. A análise usual de experimentos se baseia nos princípios de aleatorização para justificar as inferências estatísticas. Na ausência de aleatorização, não há como evitar que as condições ambientais induzam dependência entre as unidades mensuradas. 

O objetivo é verificar o comportamento entre modelos e métodos de estimação de parâmetros que consideram a presença da informação espacial na análise de dados experimentais na busca por mais eficiência na análise de dados que apresentem dependência espacial, através de um estudo de simulação. 
MATERIAL E MÉTODOS

Descrição dos dados
Esse estudo foi baseado em dados de um experimento de espaçamento de Eucalyptus dunnii em delineamento sistemático tipo leque, conforme o modelo proposto por Nelder (1962) e denotado por 1a. A Figura 1 mostra o croqui do experimento que foi instalado com 10 tratamentos (arcos) e 36 repetições (raios) contando com bordadura interna com raio de 5,30m e com uma bordadura externa com raio de 43,60m. Em cada tratamento foi associada uma distância radial, área por planta e densidade conforme o Tabela 1, de forma a manter uma retangularidade, isto é garantindo distâncias constantes entre plantas no raio e nos arcos (STAPE, 1995).

(FIGURA 1)

(TABELA 1)

Foram realizadas avaliações aos 26, 42, 48, 60, 71 meses de idade, coletando-se dados individuais referentes a CAP (circunferência à altura do peito, 1,30m em relação ao solo) e altura total das plantas úteis, sendo utilizados os dados da última avaliação. Para o cálculo do volume, utilizou-se o seguinte modelo de equação volumétrica:


[image: image41.jpg]


           (1)
em que, V é volume individual da árvore (m3); DAP (diâmetro à altura do peito) = CAP/ (cm) e H é a altura (m).

Estudo de simulação


Os dados da simulação foram gerados a partir do modelo geoestatístico (MG) que descreve a dependência espacial através de um componente de erro aleatório e espacialmente correlacionado. O modelo geoestatístico assume que os dados y = y1,...,yn seguem o modelo linear Gaussiano dado por:
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em que, Yi é o valor observado na posição xi, xi é a posição espacial da i-ésima parcela, µ(xi) é determinada a partir de um modelo de regressão linear dado por:
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(3)

onde, fk(.) são os valores observados de variáveis explanatórias. O termo S(xi) denota o valor na posição 
[image: image5.wmf]i
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 de um processo estacionário gaussiano, com média zero, variância ² e função de correlação (u;) com argumento dado pela distância u de separação entre observações e parametrizada por  que descreve o grau de associação espacial. Decorre então que para um conjunto finito de observações S~ NMV(0, ²R()), em que R() é a matriz de covariância n x n com (i,j)-ésimo elemento, (u), sendo u=||xi-xj|| a distância euclidiana entre xi e xj. O termo i denota variáveis aleatórias, independentes e normalmente distribuídas com média zero e variância ². Matricialmente esse modelo é expresso por:


[image: image6.wmf]ε

+

S(x)

+

F

=

Y

b



(4)

Tem-se então que, para o modelo assumido um vetor de variáveis observáveis Y de tamanho n possui distribuição normal multivariada, isto é, Y~ NMV(F(,² R()+²In), em que In é uma matriz identidade de dimensão n.
A geração dos dados seguiu uma distribuição normal de probabilidades, e foi utilizada a função de correlação Matérn, com k=1,5 (DIGGLE e RIBEIRO JR., 2007):
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em que 
[image: image8.wmf]ρ(u)

é a correlação entre pares de pontos separados pela distância u,  é o parâmetro de alcance do modelo, k é o parâmetro que determina a suavidade do processo S(x), (k) é a função Gama e Kk é a função Bessel modificada de terceira tipo de ordem k. 


Dessa forma, para o modelo (4) foram fixados os efeitos de tratamentos e média de acordo com os dados reais. Incorporou-se três níveis de dependência espacial (( = 5, 3 e 1) entre parcelas com diferentes níveis da razão entre as variâncias dos erros independentes e dependentes ((²/(² = 0,05 e 0,3). Para cada valor de ( com razão de (²/(², foram gerados 1000 amostras.

A cada conjunto de dados simulados, compararam-se o modelo linear gaussiano (MLG) e o modelo geoestatístico (MG) junto os métodos de estimação dos parâmetros: mínimos quadrados generalizados (MQG), máxima verossimilhança (ML) e máxima verossimilhança restrita (REML).
Modelo Linear Gaussiano

O modelo linear gaussiano pode ser expresso da seguinte forma matricial:
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em que,  Y = (y(x1),...,y(xn)) é o vetor dos valores da variável resposta, F é a matriz delineamento, ( é o vetor das médias; ( é o vetor dos erros independentes e normalmente distribuídos. 


As estimativas das médias dos tratamentos são dadas por:


[image: image10.wmf]y

F

F

F

¢

¢

=

-

1

)

(

ˆ

a

        (7)
em que F é a matriz do delineamento. E a variância é dada por: 
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onde 
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 o vetor de resíduos.

Mínimos Quadrados Generalizados

Neste método de estimação, os parâmetros de correlação, (², (², (, são estimados por um semivariograma e as médias dos tratamentos pela teoria dos mínimos quadrados generalizados, a qual utiliza uma matriz de covariância constituída dos valores do semivariograma. As estimativas dos parâmetros desse semivariograma, 
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 são obtidas pelo método de mínimos quadrados n-ponderados (McBratney e Webster, 1986), através da minimização da equação:
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em que, u são as distâncias, freqüentemente denominada lag,, definidas pelos elementos dos conjuntos M(u); N(u) corresponde ao número de pares de parcelas que estão separadas por uma distância u, ou seja, número de elementos em M(u); 
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 é o valor da semivariância obtida a partir do semivariograma empírico para as parcelas que estão separadas à distância u e 
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 corresponde ao valor das semivariâncias esperadas a partir do semivariograma teórico para as parcelas que estão separadas pela distância u.

 
Construída a matriz de covariância (R(()) através das estimativas dos parâmetros de correlação, as médias dos tratamentos são estimadas pela teoria de mínimos quadrados generalizados como apresentado na equação:
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em que, F é a matriz de delineamento, R(()-1  é a inversa generalizada da matriz dos valores do semivariograma entre todos os possíveis pares de locações contendo os dados de y. A estimativa da variância das estimativas da média são dadas por:
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Máxima Verossimilhança
Com o desenvolvimento de recursos computacionais o método de máxima verossimilhança (ML) tem sido uma técnica de estimação utilizada com maior freqüência, pois tem propriedades da teoria das grandes amostras, tornando seu resultado mais atrativo. A grande importância do método de máxima verossimilhança consiste nas boas propriedades assintóticas dos estimadores, que são consistentes e assintoticamente eficientes (DIGGLE e RIBEIRO JR., 2007). 
Considerando o modelo apresentado em (2) com estrutura de covariância da família Matérn, e assumindo que y=(y1, ..., yn) segue uma distribuição multivariada Gaussiana, tem-se que a função de verossimilhança é expressa por:
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(12)

em que y é o vetor de observações experimentais; F é a matriz do delineamento, 
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é o vetor de parâmetros desconhecidos associados aos efeitos fixos;  são os parâmetros da matriz de covariância, G()=² R()+²In ,com = (²,²,).
A função de verossimilhança é uma função dos parâmetros desconhecidos, portanto, a estimação de máxima verossimilhança consiste em encontrar os valores 
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 com máxima plausibilidade de terem produzido os valores observados y, através da maximização do logaritmo da função de verossimilhança dado por:
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Por conveniência computacional, extrai-se um fator escalar a partir de G()=² R()+²In = ²{(² +  R()} = ²V  , onde (²=()=²/². Obtendo-se L((, (´, (², com (´= (²/ dado por:
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Diferenciando-se parcialmente 
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 em relação a ( e (² e igualando-se as derivadas a zero obtém-se:
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As estimativas de (´ são obtidas substituindo-se 
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 e 
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 no logaritmo de função de verossimilhança apresentado na equação (14). 
Máxima Verossimilhança Restrita

Uma variação da Máxima Verossimilhança é a Máxima Verossimilhança Restrita (REML). Esse método de estimação foi introduzido por PATTERSON e THOMPSON (1971) em delineamentos experimentais. O método REML supõe normalidade dos dados, é iterativo e fornece sempre estimativas não negativas dos componentes de variância, como o método ML. No entanto, considera a perda de graus de liberdade devido aos efeitos fixos, fornecendo estimadores não viesados e de variância mínima. A principal diferença entre os métodos ML e REML é que o ML usa a função de verossimilhança de Y ou o logaritmo desta função, enquanto o REML adota a função de verossimilhança de Y*, um vetor de combinações lineares das observações (com esperança nula) que representa efetivamente as observações ajustadas para os efeitos fixos (PERRI e IEMMA, 1999).
Os estimadores de REML para os dados Y~ NMV(Xµ,² R()+²In) consistem na aplicação da ML aos dados utilizando combinações lineares  Y*=PY. Este estimador pode ser calculado maximizando a seguinte expressão:
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onde 
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Os valores de 
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 que maximizam a equação (17) são calculados da mesma forma da estimação de máxima verossimilhança.
Intervalo de Confiança e Intervalo de Cobertura

Para resumir os dados das simulações, comparar os modelos e métodos de estimação foi construído intervalos de confiança com um nível de confiança de 95%.  Para o modelo linear gaussiano, o intervalo de confiança foi expresso por:
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em que, 
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 é o valor estimado ao j-ésimo contraste e 
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 é o t de Student tabelado a um nível ( de significância.


O intervalo de confiança para os métodos de estimação de parâmetros do modelo geoestatístico foi dado por:
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em que 
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 é o z normal tabelado a um nível ( de significância.

A partir dos intervalos de confiança foram gerados os intervalos de cobertura, que consiste na porcentagem dos intervalos de confiança gerados na simulação que conterem o verdadeiro valor da estimativa da média do tratamento 
[image: image40.wmf]j
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 com j=1,...,10. O intervalo de cobertura foi calculado para cada média separadamente a um nível de significância de 5% .
Nesse estudo, as análises foram realizadas utilizando o pacote geoR (RIBEIRO JR. e DIGGLE, 2001), do  projeto R de computação estatística (R DEVELOPMENT CORE TEAM, 2005).
3. RESULTADOS E DISCUSSÃO

Os intervalos de cobertura para as simulações com diferentes níveis de dependência espacial estão apresentados na Tabela 2, 3, e 4.
(TABELA 2)

(TABELA 3)

(TABELA 4)

De forma geral, os intervalos de cobertura não variaram com diferentes níveis da razão entre as variâncias dos erros independentes e dependentes ((²/(² = 0,05 e 0,3) dentro do mesmo nível de dependência espacial. 
Quanto ao desempenho dos modelos, MLG e MG, mesmo com baixa dependência espacial o MG mostrou-se consistentemente melhor do que a MLG.   Com o aumento do nível de dependência espacial os intervalos de cobertura foram inferiores para o modelo MLG.

Comparando os diferentes métodos de estimação para MG, os métodos de estimação baseados na verossimilhança (ML e REML) foram mais eficientes do que o MQG. Sendo que, para esses dois aspectos avaliados a superioridade é mais evidente com o aumento do nível de dependência espacial. 
Independente dos níveis de dependência espacial entre parcelas com diferentes níveis da razão entre as variâncias a REML foi superior a ML.  Segundo DIGGLE e RIBEIRO JR., 2007 o método de estimação de REML é considerado melhor do que o ML por ser menos tendencioso para pequenas amostras.
4. CONCLUSÃO


O estudo de simulação com objetivo de avaliar o efeito causado por diferentes níveis de dependência espacial permitiu verificar que os modelos espaciais ganham em qualidade de estimação em relação ao modelo tradicional e os métodos de estimação baseados na máxima verossimilhança foram mais eficientes. 
Deve-se ressaltar que esse estudo consistiu em comparar diferentes modelos (espacial e tradicional) e métodos de estimação na busca por mais eficiência na análise de dados que apresentem dependência espacial. Entretanto, este processo não substitui a recomendação da aleatorização, quando esta é possível, e sim fornece uma alternativa de análise para condições experimentais que impõe restrições aos procedimentos de aleatorização.
Tabela 2 – Intervalos de cobertura das estimativas das médias de tratamentos, resultantes da simulação com baixa ((=1) dependência espacial com dois níveis de (²/(².
	(²/(²=0,05
	ICB(1)
	ICB(2)
	ICB(3)
	ICB(4)
	ICB(5)
	ICB(6)
	ICB(7)
	ICB(8)
	ICB(9)
	ICB(10)

	MLG1
	0,6870
	0,7270
	0,7730
	0,8310
	0,8490
	0,871
	0,8960
	0,9330
	0,9370
	0,9420

	MG– MQG2
	0,8420
	0,8610
	0,8770
	0,9090
	0,9180
	0,9260
	0,9360
	0,9640
	0,9610
	0,9600

	MG – ML3
	0,9440
	0,9380
	0,9240
	0,9420
	0,9290
	0,9350
	0,9210
	0,9480
	0,9440
	0,9420

	MG– REML4
	0,9520
	0,9520
	0,9390
	0,9520
	0,9400
	0,9440
	0,9360
	0,9560
	0,9500
	0,9490

	(²/(²=0,3
	ICB(1)
	ICB(2)
	ICB(3)
	ICB(4)
	ICB(5)
	ICB(6)
	ICB(7)
	ICB(8)
	ICB(9)
	ICB(10)

	MLG1
	0,6850
	0,7290
	0,7730
	0,8310
	0,8500
	0,872
	0,8930
	0,9350
	0,9370
	0,9420

	MG– MQG2
	0,8340
	0,8560
	0,8740
	0,9020
	0,9160
	0,9210
	0,9320
	0,9640
	0,9590
	0,9590

	MG – ML3
	0,9440
	0,9370
	0,9260
	0,9420
	0,9320
	0,9350
	0,9210
	0,9490
	0,9420
	0,9420

	MG– REML 4
	0,9510
	0,9510
	0,9390
	0,9520
	0,9400
	0,9450
	0,9330
	0,9590
	0,9500
	0,9500


1 Modelo linear gaussiano; 2 Modelo geoestatístico com parâmetros estimados por mínimos quadrados generalizados; 3 Modelo geoestatístico com parâmetros estimados por máxima verossimilhança e 4 Modelo geoestatístico com parâmetros estimados por máxima verossimilhança restrita.

Tabela 3 – Intervalos de cobertura das estimativas das médias de tratamentos, resultantes da simulação com média ((=3) dependência espacial com dois níveis de (²/(².

	(²/(²=0,05
	ICB(1)
	ICB(2)
	ICB(3)
	ICB(4)
	ICB(5)
	ICB(6)
	ICB(7)
	ICB(8)
	ICB(9)
	ICB(10)

	MLG 1
	0,3970
	0,4400
	0,4990
	0,5540
	0,5840
	0,6130
	0,6560
	0,7170
	0,7530
	0,7680

	MG– MQG2
	0,8080
	0,8120
	0,8130
	0,8330
	0,8410
	0,8360
	0,8410
	0,8570
	0,8670
	0,8630

	MG – ML3
	0,9370
	0,9290
	0,9240
	0,9300
	0,9360
	0,9300
	0,9120
	0,9170
	0,9290
	0,9150

	MG– REML 4
	0,9520
	0,9450
	0,9460
	0,9420
	0,9500
	0,9430
	0,9260
	0,9320
	0,9450
	0,9370

	(²/(²=0,3
	ICB(1)
	ICB(2)
	ICB(3)
	ICB(4)
	ICB(5)
	ICB(6)
	ICB(7)
	ICB(8)
	ICB(9)
	ICB(10)

	MLG 1
	0,3990
	0,4390
	0,5000
	0,5560
	0,5840
	0,6140
	0,6560
	0,7170
	0,7530
	0,7680

	MG– MQG2
	0,8060
	0,8130
	0,8140
	0,8360
	0,8400
	0,8360
	0,8410
	0,8590
	0,8750
	0,8630

	MG – ML3
	0,9320
	0,9280
	0,9240
	0,9320
	0,9360
	0,9290
	0,9100
	0,9180
	0,9290
	0,9150

	MG– REML 4
	0,9500
	0,9420
	0,9450
	0,9400
	0,9490
	0,9420
	0,9260
	0,9310
	0,9450
	0,9360


1 Modelo linear gaussiano; 2 Modelo geoestatístico com parâmetros estimados por mínimos quadrados generalizados; 3 Modelo geoestatístico com parâmetros estimados por máxima verossimilhança e 4 Modelo geoestatístico com parâmetros estimados por máxima verossimilhança restrita.

Tabela 4 – Intervalos de cobertura das estimativas das médias de tratamentos, resultantes da simulação com alta ((=5) dependência espacial com dois níveis de (²/(².

	(²/(²=0,05
	ICB(1)
	ICB(2)
	ICB(3)
	ICB(4)
	ICB(5)
	ICB(6)
	ICB(7)
	ICB(8)
	ICB(9)
	ICB(10)

	MLG 1
	0,2940
	0,3160
	0,3470
	0,3760
	0,4250
	0,479
	0,5080
	0,5470
	0,5830
	0,6080

	MG– MQG2
	0,8240
	0,8120
	0,8150
	0,8040
	0,8240
	0,8210
	0,8170
	0,8210
	0,8190
	0,8110

	MG – ML3
	0,9220
	0,9180
	0,9220
	0,9250
	0,9230
	0,9200
	0,9070
	0,8990
	0,9030
	0,8870

	MG– REML 4
	0,9490
	0,9430
	0,9390
	0,9410
	0,9400
	0,9410
	0,9330
	0,9280
	0,9290
	0,9170

	(²/(²=0,3
	ICB(1)
	ICB(2)
	ICB(3)
	ICB(4)
	ICB(5)
	ICB(6)
	ICB(7)
	ICB(8)
	ICB(9)
	ICB(10)

	MLG 1
	0,2960
	0,3160
	0,3470
	0,3780
	0,4250
	0,478
	0,5110
	0,5460
	0,5820
	0,6080

	MG– MQG2
	0,8240
	0,8080
	0,8140
	0,8040
	0,8250
	0,8190
	0,8150
	0,8190
	0,8200
	0,8110

	MG – ML3
	0,9160
	0,9150
	0,9190
	0,9200
	0,9190
	0,9170
	0,9080
	0,9000
	0,8920
	0,8810

	MG– REML 4
	0,9440
	0,9350
	0,9410
	0,9390
	0,9420
	0,9370
	0,9290
	0,9210
	0,9220
	0,9140


1 Modelo linear gaussiano; 2 Modelo geoestatístico com parâmetros estimados por mínimos quadrados generalizados; 3 Modelo geoestatístico com parâmetros estimados por máxima verossimilhança e 4 Modelo geoestatístico com parâmetros estimados por máxima verossimilhança restrita.
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Figura 1 - Croqui de instalação do experimento sistemático leque com 10 tratamentos e 36 repetições com Eucalyptus dunnii

Figure 1 – Fan systematic design installation outline with 10 treatments and 36 repetitions

                  with Eucalyptus dunni.
Tabela 1 - Valores da distância radial, área por planta e densidade de plantas para 10 tratamentos (espaçamentos) no delineamento sistemático tipo leque
Table 1 - Radial distance values, area per plant and plant density for 10 treatments (spacings) in the fan systematic design.
	Tratamentos
	Distância Radial (m)
	Área (m2 planta -1)
	Densidade (plantas há-1)

	1
	6,42
	1,40
	7143

	2
	7,78
	2,05
	4878

	3
	9,42
	3,01
	3322

	4
	11,41
	4,41
	2268

	5
	13,82
	6,47
	1546

	6
	16,74
	9,50
	1053

	7
	20,27
	13,93
	718

	8
	24,55
	20,43
	489

	9
	29,73
	29,97
	334

	10
	36,00
	43,95
	228


LEGENDA


- plantas úteis;  –bordadura; 1:36 - número dos raios; = 10º. r0 = 5,30 m, r1 = 6,42 m, r2 = 7,78 m, r3 = 9,42 m, r4 = 11,41 m,        r5 = 13,82 m, r6= 16,74 m, r7=20,27 m, r8 = 24,55 m, r9 = 29,73, r10=36,00 m, r11 = 43,60 m, calculado pela por: rn =r0.an, em que a=1,21 e r0 = 5,30 m a distância radial do primeiro raio.











_1272030047.unknown

_1283447793.unknown

_1283448109.unknown

_1283448742.unknown

_1283448772.unknown

_1283450225.unknown

_1283450480.unknown

_1283449004.unknown

_1283449574.unknown

_1283448803.unknown

_1283448746.unknown

_1283448542.unknown

_1283448561.unknown

_1283448329.unknown

_1283447820.unknown

_1283447828.unknown

_1283447808.unknown

_1283442940.unknown

_1283444312.unknown

_1283447755.unknown

_1283447763.unknown

_1283447712.unknown

_1283443505.unknown

_1283436325.unknown

_1283442843.unknown

_1283436302.unknown

_1234789662.unknown

_1256064708.unknown

_1256067225.unknown

_1271959972.unknown

_1271961458.unknown

_1271949988.unknown

_1256064718.unknown

_1234789838.unknown

_1256064685.unknown

_1234789674.unknown

_1234788706.unknown

_1234788710.unknown

_1223878931.unknown

_1223879736.unknown

