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Dissertação de Mestrado

11 de abril de 2008

Rodrigo Pinto Moreira (PUC-Rio) Smooth Transition Logistic Regression-Tree (STLR-Tree) 11 de abril de 2008 1 / 73



Sumário

1 Motivação e Objetivo

2 Conceitos importantes de CART

3 Conceitos importantes de Regressão Loǵıstica
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Motivação e Objetivo

Na busca por uma melhor explicação do comportamento complexo
dos modelos de regressão e das séries temporais, a utilização da
modelagem não-linear vem crescendo ao longo dos anos amparada
pelo advento da informática, a modernização dos pacotes estat́ısticos
e pelo simples fato de fornecerem um maior conhecimento sobre o
fenômeno em estudo do que os modelos lineares.

Adaptar o modelo STR-Tree, o qual é a combinação de um modelo
Smooth Transition Regression (STR) com Classification and
Regression Tree (CART), a fim de utilizá-lo em Classificação, fazendo
a estimação de seus parâmetros lineares como em uma Regressão
Loǵıstica.
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dos modelos de regressão e das séries temporais, a utilização da
modelagem não-linear vem crescendo ao longo dos anos amparada
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a estimação de seus parâmetros lineares como em uma Regressão
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Classification and Regression Trees (CART)

Fácil entendimento;

Particionam de forma recursiva o espaço das covariáveis, X;

Estrutura é representada e ajustada em um gráfico que cresce de um
nó inicial (ou nó ráız),em direção aos nós terminais (ou folhas)
passando pelos nós intermediários (ou nós geradores, criadores);

Cada nó gerador na posição j dá origem a dois novos nós nas posições
2j + 1 e 2j + 2.
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Formulação Matemática

Seja xi = (x1i , x2i , ..., xqi )
′ ∈ X ⊆ Rq o vetor que contém q variáveis

explicativas (covariáveis ou preditores) para uma resposta univariada
cont́ınua, yi ∈ R, i = 1, ..., n. Suponha que a relação entre yi e xi segue
o modelo de regressão

yi = f (xi ) + εi

Um modelo de árvore de regressão com K folhas é um modelo de
particionamento recursivo do espaço das covariáveis, X, que aproxima f (·)
por uma função geral não-linear, H(xi ;ψ) de xi e definida pelo vetor de
parâmetros ψ ∈ Rr onde r é o número total de parâmetros do modelo.
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Formulação Matemática

H(xi ;ψ) é uma função constante por partes definida por K subregiões
kj(θj), i = 1, ...,K de K ⊂ Rq. A determinação dessas subregiões é feita
pelo vetor de parâmetros não-lineares θj , j = 1, ...,K onde

f (xi ) ≈ H(xi ;ψ) =
K∑

j=1

βj Ij(xi ;θj) (1)

em que

Ij(xi ;θj) =

{
1 , se xi ∈ kj(θj)
0 , se xi /∈ kj(θj)

;

e o vetor de parâmetros é ψ = (β1, ..., βK ,θ
′
1, ...,θ

′
K )′.
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Exemplo Numérico

Cada nó gerador tem uma variável de transição xsj i ∈ xi associada, onde
sj ∈ S = {1, 2, ...,m}.
J ı́ndices dos nós geradores e T ı́ndices dos nós terminais.

Exemplo (d = 1) e K = 2 nós terminais:

yi = β1I0(xi ; s0, c0) + β2[1− I0(xi ; s0, c0)] + εi

onde

I0(xi ; s0, c0) =

{
1 , se xs0i ≤ c0

0 , se xs0i > c0

e s0 ∈ S = 1, 2, ...,m.
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Exemplo Numérico

Esse exemplo numérico ilustra como é feita a divisão no espaço das
covariáveis, X ⊆ R2 a partir da estrutura do modelo.

Figura: Estrutura do modelo
Figura: Divisão do espaço das
covariáveis
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Exemplo Numérico

Tabela com as sentenças lógicas e o correspondente valor da variável
dependente estimada, ŷ

Divisões de X ŷ
se x1 ≥ 11 6

se x1 < 11 e x2 < 5, 3 1,8
se x1 < 9 e x2 ≥ 5, 3 1,2

se 9 < x1 < 11 e x2 ≥ 5, 3 0,4

Tabela: Divisão do espaço das covariáveis - Sentenças lógicas
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Algoritmo de Crescimento

Basicamente busca-se, a partir do nó ráız, xs0 e c0 que minimizam a soma
dos erros quadráticos:

SQArv1 =
n∑

i=1

{yi − β1I0(xi ; s0, c0)− β2[1− I0(xi ; s0, c0)]}2

A estimação dos parâmetros β1 e β2 é dada por

β̂MQ
1 =

∑n
i=1 yi I0(xi ; s0, c0)∑n
i=1 I0(xi ; s0, c0)

β̂2
MQ

=

∑n
i=1 yi [1− I0(xi ; s0, c0)]∑n
i=1[1− I0(xi ; s0, c0)]
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4 Métodos de Classificação
Generalized Additive Models (GAM)
k-Nearest Neighbor (k-NN)
Análise Discriminante

5 Smooth Transition Logistic Regression-Tree (STLR-Tree)

6 Aplicação
E-mail/Spam
Doenças Card́ıacas na África do Sul (DCAS)
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MLG

A Regressão Loǵıstica é um caso particular de Modelos Lineares
Generalizados (MLG), os quais permitem o trabalho de modelagem
adimitindo que a variável dependente (Yi ) siga uma distribuição que
pertença à faḿılia exponencial, além da Normal (Gaussiana). Podendo ser
uma Binomial, Poisson, Gamma, dentre outras.

yi =

p∑
j=1

xjiβj + εi , i = 1, ..., n

yi = E(Yi |xi ) + εi
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Componentes de um MLG

O modelo pode ser dividido em três partes:

Componente aleatória: componente da variável aleatória Yi ,
i = 1, ...n, admitindo que a mesma tenha distribuição pertencente à
faḿılia exponencial;

Preditor linear: representado por η e denominado por

ηi =

p∑
j=1

xjiβj , i = 1, ..., n

Função de ligação: função monotônica diferenciável que liga o
preditor linear a parte aleatória, ou seja, g(µi ) = ηi , i = 1, ...n
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Ligações Canônicas

Temos dispońıveis outras funções de ligação clássicas como, por exemplo,
para o caso de uma distribuição Binomial, em que µ ∈ (0, 1)

1 Logito: g(µi ) = log
(

µ
1−µ

)
2 Probito: g(µi ) = Φ−1(µ)

onde Φ(·) é uma função de distribuição acumulada Normal padrão

3 Complemento Log-log: g(µi ) = log[− log(1− µ)]
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Regressão Loǵıstica

Diferentemente do caso linear Gaussiano aqui yi = π(xi ) + εi , onde εi
assume apenas dois valores dependendo daquele assumido por yi .

Se yi = 1 então εi = 1− π(xi ) com probabilidade π(xi );

Caso yi = 0, εi = −π(xi ) com probabilidade 1− π(xi ).

E[Yi |xi ] = µi =

p∑
j=1

xjiβj , i = 1, ..., n

Após a estimação dos β´s podemos encontrar os valores de µ̂1, ..., µ̂n

escrevendo assim o modelo estimado da seguinte maneira

µ̂i =

p∑
j=1

xji β̂j , i = 1, ..., n
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Regressão Loǵıstica

Teremos que definir a probabilidade de interesse, ou probabilidade de
sucesso, P(Yi = 1) = πi e a probabilidade de fracasso P(Yi = 0) = 1− πi .
Para investigar a relação entre a probabilidade de sucesso πi e o vetor de
covariáveis escrevemos o modelo

E(Yi |xi ) = πi =

p∑
j=1

xjiβj , i = 1, ..., n

Entretanto tal igualdade não pode ser aceita dado que −∞ < n <∞ e
0 < π < 1.

g(πi ) = ηi

g(πi ) =

p∑
j=1

xjiβj , i = 1, ..., n
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Regressão Loǵıstica

Optamos pela logito (ou função loǵıstica)

log

[
P(Yi = 1|xi )

P(Yi = 0|xi )

]
= log

(
πi

1− πi

)
=

p∑
j=1

xjiβj , i = 1, ..., n

Isolando a probabilidade resposta πi

πi

1− πi
= e

∑p
j=1 xjiβj , i = 1, ..., n

Após algumas contas

πi =
eηi

1 + eηi
, i = 1, ..., n

Rodrigo Pinto Moreira (PUC-Rio) Smooth Transition Logistic Regression-Tree (STLR-Tree)11 de abril de 2008 19 / 73



Especificação do modelo

Se olharmos apenas para o caso em que π é um escalar temos a função de
Máxima Verossimilhança para y1, ..., yn seguindo uma distribuição
Bernoulli (π) dada por

L(β) =
n∏

i=1

πyi (1− π)1−yi = π
∑n

i=1 yi (1− π)n−
∑n

i=1 , 0 ≤ π ≤ 1.

A expressão do log da função acima, também chamada
log-verossimilhança é

log L(β) = l(β) =
n∑

i=1

yi log(π) +

(
n −

n∑
i=1

yi

)
log(1− π), 0 ≤ π ≤ 1.
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Especificação do modelo

Para uma Regressão Loǵıstica π depende de outras covariáveis, x1, ..., xn,
assim subtituindo o escalar π pela função π(xi ) temos

L(β) =
n∏

i=1

π(xi )
yi [1− π(xi )]1−yi = π(xi )

∑n
i=1 yi [1− π(xi )]n−

∑n
i=1

l(β) =
n∑

i=1

yi log[π(xi )] +

(
n −

n∑
i=1

yi

)
log[1− π(xi )]

=
n∑

i=1

yi log[π(xi )] + n log[1− π(xi )]−
n∑

i=1

yi log[1− π(xi )]

=
n∑

i=1

yi log

[
π(xi )

1− π(xi )

]
+ n log[1− π(xi )].
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Especificação do modelo

sabemos que

log

[
π(xi )

1− π(xi )

]
= β′xi

assim

π(xi ) =
eβ
′xi

1 + eβ′xi

1− π(xi ) =
1

1 + eβ′xi

então

l(β) =
n∑

i=1

[
yiβ
′xi − log(1 + eβ

′xi )
]
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Especificação do modelo

Função Desvio (Deviance)

D = −2
n∑

i=1

[
yi log

(
yi

π̂i

)
+ (mi − yi ) log

(
mi − π̂i

mi − yi

)]
,

onde 0 ≤ yi ≤ mi e, no caso, mi = 1,∀t

D = −2
n∑

i=1

[
yi log

(
yi

π̂i

)
+ (1− yi ) log

(
1− π̂i

1− yi

)]

D = − 2
n∑

i=1

[yi log(yi ) + (1− yi ) log(1− yi )−

− yi log

(
π̂i

1− π̂i

)
− log(1− π̂i )

]
como y assume apenas os valores 0 e 1 temos que

yi log(yi ) = (1− yi ) log(1− yi ) = 0
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Especificação do modelo

A seleção dos regressores pode ser feita utilizando-se Stepwise, ou através
dos critérios de informação, AIC (Akaike Information Criterion) e BIC
(Bayesian Information Criterion).

AIC = −2
l(β)

n
+ 2

p

n

BIC = −2
l(β)

n
+ p

log(n)

n

onde p é o número de parâmetros, n a quantidade de observações e l(β) é
o log da função de verossimilhança
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Estimação

Máxima Verossimilhança

Derivando a primeira vez l(β) em relação ao parâmetro β (Função Escore)
e igualando a zero teremos

∂l(β)

∂β
=

n∑
i=1

[
yixi −

eβ
′xi xi

(1 + eβ′xi )

]

=
n∑

i=1

xi [yi − π(xi )]

Na forma matricial

∂l(β)

∂β
= X′(y − π).
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Estimação

O algoritmo também requer a segunda derivada (ou Hessiano)

∂2l(β)

∂β∂β′
= −

n∑
i=1

[
(1 + eβ

′xi )eβ
′xi xix

′
i − eβ

′xi x′ie
β′xi x′i

(1 + eβ′xi)2

]

= −
n∑

i=1

xix
′
iπ(xi )[1− π(xi )].

Matricialmente

∂2l(β)

∂β∂β′
= −X′WX.
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Estimação

A Informação de Fisher para β é conhecida pela expressão

I (β) = −E

[
∂2l(β)

∂β∂β′

]
.

Agora, com esses elementos, falta apenas determinar um valor inicial para
β, chamaremos de β(m), e assim dar ińıcio ao algoritmo de
Newton-Raphson, que expande-se a Função Escore, U(β) em torno do
valor inicial de forma que

U(β) ∼= U(β(m)) +
∂

∂β′
U(β(m))(β(m+1) − β(m)), m = 0, 1, ...
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Estimação

Iterativamente obtem-se

β(m+1) = β(m) +

[
− ∂

∂β′
U(β(m))

]−1

U(β(m)), m = 0, 1, ...

A matriz − ∂
∂β′U(β(m)) deve ser positiva definida, e como não se pode

garantir tal hipótese, substitui-se a mesma pelo seu valor esperado

E

[
− ∂

∂β′
U(β(m))

]−1

= I−1(β(m))

e assim, continuando o processo iterativo

β(m+1) = β(m) + I−1(β(m))U(β(m)), m = 0, 1, ...
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Estimação

Trabalhando mais uma vez com a forma matricial em que y é o vetor
(n × 1) de valores yi , X a matriz (n × (p + 1)) de valores xi , π o vetor
(n × 1) das probabilidades ajustadas com o i-ésimo elemento igual a
π(xi ;β

(m)) e W a matriz diagonal (n × n) de pesos com o i-ésimo
elemento igual a π(xi ;β

(m))(1− π(xi ;β
(m))) tem-se

β(m+1) = β(m) + (X′WX)−1X′(y − π)

= (X′WX)−1X′W[Xβ(m) + W−1(y − π)]

= (X′WX)−1X′Wz

onde z = Xβ(m) + W−1(y − π)
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Avaliação do ajuste

Tabela de Classificação: Para esta análise deve-se estipular um ponto
de corte, c∗, geralmente usa-se o valor 0,5. Este será comparado aos
valores estimados do modelo de regressão loǵıstica, π̂(xi ), e desta
forma obtém-se os valores de ŷi da seguinte maneira:

se π̂(xi ) > c∗ então ŷi = 1
se π̂(xi ) ≤ c∗ então ŷi = 0.
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Avaliação do ajuste

Abaixo encontra-se uma tabela de classificação e desta tiramos algumas
medidas relevantes para avaliar o ajuste:

Figura: Tabela de Classificação

Taxa de acerto total:
(

A+D
A+B+C+D

)
× 100%

Taxa de acertos para 0:
(

A
A+B

)
× 100%

Taxa de acertos para 1:
(

D
C+D

)
× 100%
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GAM

A classe dos GAM´s tem como fundamento a substituição da forma linear∑
βjxj pela soma de funções suavizadas das variáveis explicativas,∑
fj(xj).

Regressão Loǵıstica Aditiva

Com a substituição dos termos lineares da regressão loǵıstica pelas funções
suavizadas, a expressão do modelo toma a forma

log

[
π(x)

1− π(x)

]
= f0 + f1(x1) + f2(x2) + ...+ fp(xp)

Um suavizador usual e que será utilizado nas aplicações feitas nesse
trabalho é o Cubic Smoother Splines, que faz a busca pela f (x) que
minimize a Soma dos Quadrados dos Reśıduos Penalizada, denotada por

PRSS(f , λ) =
n∑

i=1

[yi − f (xi )]2 + λ

∫ b

a
f ′′(t)2dt, a ≤ x1 ≤ ... ≤ b

onde λ é o parâmetro de suavização que deve ser escolhido.
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GAM

A estimação é feita por Máxima Verossimilhança Penalizada. Tal método
segue o mesmo prinćıpio apresentado anteriormente onde deve-se
maximizar a log-verossimilhança, guardadas as devidas alterações com a
inclusão do termo penalizador como segue

l(f ;λ) =
n∑

i=1

[yi log π(xi ) + (1− yi ) log(1− π(xi ))]− 1

2
λ

∫
[f ′′(t)]2dt

=
n∑

i=1

[yi f (xi )− log(1 + ef (xi ))]− 1

2
λ

∫
[f ′′(t)]2dt

onde π(x) = P(Y = 1|X = x).
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k-NN

Dado um ponto x0 no espaço n-dimensional, que deva ser classificado,
encontra-se k pontos pertencentes a amostra de treinamento (x(i),
i = 1, ..., k) mais próximos em distância (geralmente distância Euclidiana)
do novo ponto. Assim, este tem sua classificação feita de acordo com a
maioria das classificações existentes de seus k vizinhos com a finalidade de
formar Ŷ que é definido como

Ŷ (x(i)) =
1

k

∑
x0∈Nk (x(i))

y0,

onde Nk(x(i)) é a vizinhança de x(i) definida pelos k pontos amostrais
próximos de x0
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k-NN

Figura: Exemplo: k-Nearest Neighbor
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Análise Discriminante

A Análise Discriminante é uma metodologia que permite classificar duas
ou mais populações e com esta separação prévia poder alocar um novo
objeto a uma das classes existentes. Para tal é calculada uma função, que
é a combinação linear das covariáveis, denominada função discriminante.
Os principais pressupostos desta função são: a variável dependente deve
seguir uma distribuição Normal multivariada e as matrizes de covariância
(Σ) sejam iguais.
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Formulação Matemática

Seja zi ⊆ xi tal que xi ∈ X ⊆ Rq e zi ∈ Rp onde p ≤ q. Considere
z̃i = (1, zi )

′. Um modelo paramétrico M definido pela função
HJT(xi ;ψ) : Rq+1 → R, indexado pelo vetor de parâmetros ψ ∈ Ψ, um
subconjunto compacto do espaço Euclidiano, é chamado modelo Smooth
Transition Regression Tree (STR-Tree) se

yi = HJT(xi ;ψ) =
∑
k∈T

β′k z̃iBJk
(xi ;θk) + εi

onde

BJk
(xi ;θk) =

∏
j∈J

G (xsj ,i ; γj , cj)
nk,j (1+nk,j )

2
[
1− G (xsj ,i ; γj , cj)

](1−nk,j )(1+nk,j ) .
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Formulação Matemática

G(xi ; γ, c) =
1

1 + e−γ(xi−c)

Vamos considerar agora um STR-Tree em uma árvore completamente
crescida, ou cheio, com profundidade d , K = 2d , nós terminais (folhas)
definido como

yi =
K∑

k=1

(αK+k−2 + βK+k−2zi )Bk(xi ;θk) + εi .

O vetor de parâmetros
ψ = (αK−1, ..., α2K−2, βK−1, ..., β2K−2,θ

′
1, ...,θ

′
K )′ ∈ Rr possui

r = (p + 1)K + 2N elementos onde N é o número ne nós intermediários.
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Exemplo

Figura: Exemplo Árvore

yi = {(α3 + β3zi )G (xi ; γ1, c1) + (α4 + β4zi )

[1− G (xi ; γ1, c1)]}G (xi ; γ0, c0) +

+{(α5 + β5zi )G (xi ; γ2, c2) +

+(α6 + β6zi )[1− G (xi ; γ2, c2)]}
[1− G (xi ; γ0, c0)] + εi

Rodrigo Pinto Moreira (PUC-Rio) Smooth Transition Logistic Regression-Tree (STLR-Tree)11 de abril de 2008 42 / 73



Exemplo

yi = (α3 + β3zi )G (xi ; γ0, c0)G (xi ; γ1, c1) +

+(α4 + β4zi )G (xi ; γ0, c0)[1− G (xi ; γ1, c1)]

+(α5 + β5zi )[1− G (xi ; γ0, c0)]G (xi ; γ2, c2)

+(α6 + β6zi )[1− G (xi ; γ0, c0)][1− G (xi ; γ2, c2)] + εi

Com isso podemos deduzir que

B1(xi ;θ1) = G (xi ; γ0, c0)G (xi ; γ1, c1)

B2(xi ;θ2) = G (xi ; γ0, c0)[1− G (xi ; γ1, c1)]

B3(x3;θ3) = [1− G (xi ; γ0, c0)]G (xi ; γ2, c2)

B4(x4;θ4) = [1− G (xi ; γ0, c0)][1− G (xi ; γ2, c2)]
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Especificação do modelo

Assim

yi = (α3 + β3)ziB1(xi ;θ1) + (α4 + β4)ziB2(xi ;θ2)

+(α5 + β5)ziB3(x3;θ3) + (α6 + β6)ziB4(x4;θ4) + εi

yi =
4∑

k=1

(αK+k−2 + βK+k−2zi )Bk(xi ;θk) + εi .

Levando em consideração que nossa variável dependente seja dicotômica,
podemos escrever o modelo na forma de uma Regressão Loǵıstica,
utilizando como função de ligação a logito, denominado STLR-Tree, como
se segue

log

[
π(zi )

1− π(zi )

]
=

K∑
k=1

(αK+k−2 + βK+k−2zi )Bk(xi ;θk),
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Especificação do Modelo

π(zi ) =
e
∑K

k=1(αK+k−2+βK+k−2zi )Bk (xi ;θk )

1 + e
∑K

k=1(αK+k−2+βK+k−2zi )Bk (xi ;θk )
. (2)

Por fim, temos a função de log-verossimilhança do STLR-Tree.

l(β) =
n∑

i=1

[
yi

K∑
k=1

(αK+k−2 + βK+k−2zi )Bk(xi ;θk)−

− log
(

1 + e
∑K

k=1(αK+k−2+βK+k−2zi )Bk (xi ;θk )
)]
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Especificação do Modelo

Escolha das variáveis relevantes

No caso o STLR-Tree será restrito para variáveis cont́ınuas independentes.
Para a escolha dos elementos de zi destacam-se três métodos:

1 por critérios de informação, AIC e BIC, os quais já foram descritos,
sendo o melhor modelo aquele que minimiza tais critérios;

2 aproximação polinomial do modelo;

3 outra opção é dada através de técnicas não paramétricas, porém esta
classe é computacionalmente dispendiosa, principalmente para um
grande número de observações.
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Especificação do Modelo

Escolha do nó a ser dividido

Estamos testando a linearidade do modelo, que nada mais é do que
assumi-lo como

log

[
π(zi )

1− π(zi )

]
=

K∑
k=1

(αK+k−2 + βK+k−2zi ),

excluindo-se a parte não-linear Bk(xi ;θk).
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Especificação do Modelo

Mais uma vez para o exemplo em que temos d = 1,K = 2 e N = 1 e
fazendo uma reparametrização para podemos deixar o modelo em uma
forma reduzida

log

[
π(zi )

1− π(zi )

]
= φ0 + λ0G (xi ; γ0, c0),

onde φ0 = α2 + β2zi e λ0 = [α1 − α2 + β1zi − β2zi ]G (xi ; γ0, c0)
Deve-se testar a hipótese de significância da primeira divisão{

H0 : γ0 = 0
H1 : γ0 > 0
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Especificação do Modelo

Porém, sob H0 temos que enfrentar um problema de especificação do
modelo, pois os parâmetros γ e c podem assumir diferentes valores sem
alterar a função de verossimilhança.

Solução: Expansão de Taylor de terceira ordem em torno de γ = 0 e
assim, após manipulações algébricas, podemos reescrever o modelo
como

log

[
π(zi )

1− π(zi )

]
= α0 + α1zixs0t + α2zix

2
s0t + α3zix

3
s0t ,

Assim podemos reescrever a hipótese de nulidade dos parâmetros,
H0 : αi = 0, i = 1, 2 e 3
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Especificação do Modelo

A seqüência de teste de Razão de Verossimilhança comparando o modelo
sob H0 contra o modelo sob H1 é realizada através da estat́ıstica de teste
abaixo. Como há equivalência entre a soma dos quadrados dos reśıduos de
uma regressão linear Gaussiana e a função desvio, podendo assim, esta
última, ser utilizada.

LM =

[
D(y; µ̂0)− D(y; µ̂)

]
/3(p + 1)

D(y; µ̂)/[N − 3(p + 1)− (p + 1)]
a→ F3(p+1),N−4(p+1).
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Especificação do Modelo

Escolha das variáveis de transição

Aplicar os testes de RV para cada uma das variáveis explicativas e
selecionar a variável xs0t que gere o menor p-valor, sob um ńıvel de
significância α. Sabe-se que s0 ∈ S = {1, 2, ...,m} é o conjunto dos ı́ndices
dos elementos em xi .
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Estimação

Máxima Verossimilhança

Fixando os parâmetros não-lineares, γ e c , o vetor de parâmetros, β, é
estimado por Máxima Verossimilhança, que necessita da utilização do
processo iterativo de Newton-Raphson.

β(m+1) = [B(θ)′W(m)B(θ)]−1B(θ)′W(m)z(m)

onde z = B(θ)β(m) + W−1(y − π) e

B(θ) =

 B1(x1;θ1) ... BK (x1;θK )
...

. . .
...

B1(xN ;θ1) ... BK (xN ;θK )
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Estimação

Após estimados os parâmetros da parte linear, faz-se a estimação de γ e c
também por Máxima Verossimilhança usando as estimativas de β nos
cálculos.
A estimação dos parâmetros lineares e não-lineares seguem basicamente o
seguinte:

1 Encontra-se os valores iniciais dos parâmetros não-lineares, γ e c ,
através de uma busca em grid, ao maximizar a log-verossimilhança
concentrada;

2 Aplica-se os valores encontrados no item anterior e estima-se por
Máxima Verossimilhança os parâmetros lineares, β;

3 As estimativas de β são usadas na estimação de γ e c também por
Máxima Verossimilhança;

4 Alternar os dois passos anteriores.
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Ciclo de modelagem

Criação da Primeira profundidade (a partir de d = 0)

Escolher as variável xs0i que gere o menos p-valor. Dado
s0 ∈ S = {1, 2, ...,m} é feita a estimação do vetor de parâmetros,
ψ = (γ0, c0, β1, β2)′ conforme os métodos de estimação especificados
anteriormente e testa-se as hipóteses

H01 : β1 = 0
H02 : β2 = 0
H03 : β1 − β2 = 0|β1, β2 6= 0
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Ciclo de modelagem

Após a profundidade d=0, o ńıvel de significância igual a α, é penalizado
da seguinte maneira

α(d , n) =
α

nd

a partir dáı, na primeira profundidade (d = 1), são aplicados dois testes
(n = 2) e o ńıvel de significância passa a valer α

2 . A evolução de α de
acordo com a profundidade e o número de testes se dá a partir do nó ráız
como: α, α2 ,

α
3 ,

α
42 ,

α
52 ,

α
63 ,

α
73 ,

α
84 , ...
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Ciclo de modelagem

Criação da Primeira profundidade (a partir de d = 1)

Selecionar o par de combinações entre o ı́ndice da variável de transição em
S = {1, 2, ...,m} e o número do nó em D = {1, 2} que minimize o p-valor.
Sendo assim, estima-se os parâmetros e testa-se a significância da divisão
através das hipóteses

H01 : β2j1+1 = 0
H02 : β2j1+2 = 0
H03 : β2j1+1 − β2j1+2 = 0|β2j1+1, β2j1+2 6= 0.

(3)

Caso os dois nós da primeira profundidade gerem mais dois nós filhotes
teremos na segunda profundidade 4 nós que serão: 2j1 + 1, 2j1 + 2, 2j2 + 1
e 2j2 + 2. Por outro lado, se nenhum dos dois nós gerarem divisões
significativas paramos o crescimento da árvore e fazemos a avaliação do
ajuste.
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Ciclo de modelagem

Criação da k-ésima profundidade

Para cada combinação {jk ; sjk}, de nó e variável de transição, é aplicado o
teste de RV confrontando-os com o modelo apenas linear. As variáveis de
transição pertencem ao conjunto S = {1, 2, ...,m} enquanto que os nós
estão em Dk = {2k − 1, 2k , ..., 2k+1 − 2} e seleciona-se jk ∈ Dk e sjk ∈ S
que gere o menor p-valor. Com isso em mãos estima-se os parâmetros do
modelo.
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Bases

E-mail/Spam: contém dados de 4601 mensagens de e-mail, em que a
variável dependente é igual a 0 se a mensagem foi considerada um
e-mail de fato ou 1 caso tinha sido caracterizada como um spam;

Doenças Card́ıacas na África do Sul (DCAS): possui informações de
462 indiv́ıduos homens com idades entre 15 e 64 anos;

Fraude/Irregularidade no Consumo de Energia Elétrica: a empresa
possui cerca de 452 mil clientes inspecionados em baixa tensão com
perfis de consumo de energia diferentes, distribúıdos em 2 regiões de
estudo (Leste e Oeste). Essas regiões estão subdivididas e foi uma
dessas subdivisões que selecionamos nesse exemplo. Ela possui 2430
clientes que são classificados através de uma variável binária com o
valor 0 para os clientes normais e 1 para os supostos clientes
irregulares.
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E-mail/Spam

Figura: Estrutura do modelo - Spam

Figura: Tabela de Classificação - Spam
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E-mail/Spam

Figura: Comparação das Taxas de Acerto - Spam

Figura: Métodos de Classificação Ordenados por Taxas de Acerto - Spam
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E-mail/Spam

O ajuste a esses dados gerou uma árvore com 2 nós terminais e
profundidade 1, contra um CART com 13 nós terminais e profundidades
igual a 7

Figura: Coeficientes - Spam
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E-mail/Spam

Regime 1 = (−0.39− 3.15our − 10.77over + 9.87remove −
− 5.67internet + 3.11free + 0.04business + 2.4hp +

+ 1.8hpl − 2.88george − 7.04remove − 14.61edu +

+ 3.45char ! + 19.25char $ +

+ 1.53CAPMAX + 0.02CAPTOT )G (george; 0, 50)

Regime 2 = (−0.01 + 11.6our − 7.96over + 12.16remove −
− 1.18internet + 2.31free − 0.96business − 5.6hp +

+ 0.15hpl − 328.59george + 13.06remove − 7.92edu −
+ 18.34char ! + 14.83char $ +

+ 0.01CAPMAX + 0.02CAPTOT )[1− G (george; 0, 50)]
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DCAS

Figura: Estrutura do modelo - DCAS

Figura: Tabela de Classificação - DCAS
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DCAS

Figura: Comparação das Taxas de Acerto - DCAS

Figura: Métodos de Classificação Ordenados por Taxas de Acerto - DCAS
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DCAS

O ajuste a esses dados gerou um modelo com 2 nós terminais e uma
profundidade, contra um CART com 6 nós terminais e profundidades igual
a 3

Figura: Coeficientes - DCAS
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DCAS

Regime 1 = (130.491− 3.583sbp + 2.664tobacco + 6.386ldl −
− 8.911alcohol − 3.926age)G (ldl ; 4.0757, 50)

Regime 2 = (−3.629 + 0.002sbp + 0.081tobacco − 0.004ldl +

+ 0.002alcohol + 0.051age)[1− G (ldl ; 4.0757, 50)]
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Consumo de Energia Elétrica

Figura: Estrutura do modelo - Consumo de Energia

Figura: Tabela de Classificação - Consumo de Energia
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Consumo de Energia Elétrica

Figura: Comparação das Taxas de Acerto - Consumo de Energia

Figura: Métodos de Classificação Ordenados por Taxas de Acerto - Consumo de
Energia
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Consumo de Energia Elétrica

Sua estrutura foi amaior dentre todas as estruturas dos demais exemplos,
tendo 5 nós terminais e profundidade igual a 4. A estrutura do CART tem
4 nós terminais e profundidade 3

Figura: Coeficientes - Consumo de Energia
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Conclusão

Os resultados obtidos pelo STLR-Tree foram bastante satisfatórios,
sendo ele detentor da segunda melhor taxa de acerto total nas
aplicações: Spam e DCAS, perdendo apenas para a classificação
obtida pelo GAM. Ambos provavelmente conseguiram captar uma
relação não-linear entre as variáveis que os demais não fizeram. Na
aplicação Consumo de Energia o modelo ficou atrás apenas atrás de
Redes Neurais e GAM para a mesma taxa. Atentamos para o fato
deste último exemplo ter sido trabalhado e ajustado especificamente
em um estudo sobre Redes Neurais.
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Conclusão

Além disso, o modelo se apresentou bastante parcimonioso nos dois
primeiros exemplos, não passando de dois nós terminais na estrutura
das árvores. Como comparação, temos o CART que se estruturou
com 13 nós terminais para os exemplos da base Spam e 6 nós
terminais para a base DCAS. Já no último exemplo, Consumo de
Energia, o número de nós terminais do STLR-Tree foi maior do que o
CART, 5 e 4 nós respectivamente. Entretanto o primeiro foi bastante
superior em todas as taxas de acertos avaliadas (total, para 1
(sucesso) e para 0 (fracasso)), obtendo um acerto total de 65.56%
contra 59.92%.

Conclúımos com isto, que o modelo se adaptou bem as alterações
realizadas, mostrando-se uma alternativa a ser utilizada para
classificação, devendo ainda ter seu desempenho computacional
melhorado, objetivando minimizar o tempo de duração de suas
aplicações.
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