
Caṕıtulo 1

Introdução

A teoria das probabilidades está relacionada com a noção matemática do conceito intuitivo
de chance ou aleatoriedade o qual, como muitos conceitos, teve sua origem em experiências
práticas. Assim podemos dizer que o cálculo de probabilidades teve sua origem em jogos de
azar. A curiosidade inicial de apostadores levantaram questões respondidas por matemáticos,
as quais produziram um desenvolvimento lento e esporádico da teoria das probabilidades como
disciplina matemática. Isso devido a que os matemáticos na época não tinham interesse no
desenvolvimento de qualquer teoria somente relacionada com combinações, as quais resolviam
a maioria dos problemas em jogos de azar.

Disputas entre jogadores durante a época do Renascimento foram comuns e, em algumas
situações, envolveram famosos matemáticos. Em particular, questionamentos de um jogador
em 1654 levou a uma troca de correspondências entre dois grandes matemáticos à época:
Blaise Pascal1 e Pierre de Fermat2.

Antoine Gombaud3, Chevalier de Mèré, um nobre francês com interesse em questões de
jogos de azar, chamou a atenção de Pascal e Fermat para uma aparente contradição relativa a
um jogo de dados popular. O jogo consistia em atirar um par de dados 24 vezes, o problema
era decidir se deve ou não apostar o dinheiro da ocorrência de “pelo menos um duplo seis
durante os 24 lances”. A regra do jogo aparentemente bem estabelecida de Mèré levou a crer
que a aposta em um duplo seis em 24 arremessos seria rentável, mas seus próprios cálculos
indicavam justamente o oposto.

Este problema e outros colocados por de Mèré levaram a uma troca de correspondência
entre Pascal e Fermat em que os prinćıpios fundamentais da teoria das probabilidades foram
formuladas pela primeira vez. Apesar de alguns problemas especiais sobre jogos de azar
tinham sido resolvidos por alguns matemáticos italianos nos séculos 15 e 16, nenhuma teoria
geral foi desenvolvida antes destas famosas correspondências.

O cientista holandês Christian Huygens4, sabendo destas correspondências e pouco depois,
em 1657, publicou o primeiro livro sobre probabilidade; intitulado “De Ratiociniis no Ludo
Aleae”, era um tratado sobre os problemas associados ao jogo. Devido ao apelo inerente de

1Blaise Pascal (1623 - 1662) foi um f́ısico, matemático, filósofo moralista e teólogo francês.
2Pierre de Fermat (nascido na primeira década do século XVII1 - 1665) foi um matemático e cientista

francês.
3Antoine Gombaud, denominado Chevalier de Mèré (1607 - 1684), foi um nobre e jogador francês
4Christiaan Huygens (1629 - 1695) foi um f́ısico, matemático, astrônomo e horologista neerlandês.
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jogos de azar, a teoria das probabilidades logo se tornou popular, e o assunto se desenvolveu
rapidamente durante o século 18. Os principais contribuintes durante este peŕıodo foram
Jakob Bernoulli5 e Abraham de Moivre6.

Em 1812, Pierre de Laplace7 introduziu uma série de novas ideias e técnicas matemáticas.
Antes dele a teoria das probabilidades esteve apenas preocupada com o desenvolvimento
de uma análise matemática de jogos de azar e Laplace aplica as ideias probabiĺısticas para
muitos problemas cient́ıficos e práticos. A teoria dos erros, a matemática atuarial e a mecânica
estat́ıstica, são exemplos de algumas das importantes aplicações da teoria das probabilidades
desenvolvidas no século l9.

Como a conhecemos atualmente, a teoria matemática das probabilidades é recente, deve-
se aos axiomas de Andrei Kolmogorov8 que participou das principais descobertas cient́ıficas
do século XX nas áreas de probabilidades e estat́ıstica. Autor da principal teoria cient́ıfica
no campo das probabilidades: a teoria da medida, que revolucionou o cálculo de integrais.

Como tantos outros ramos da matemática, o desenvolvimento da teoria das probabilidades
tem sido estimulado pela variedade das suas aplicações. Por outro lado, cada avanço na
teoria alargou o âmbito de sua influência. A estat́ıstica matemática é um importante ramo da
probabilidade aplicada; outras aplicações ocorrem em campos tão diferentes como a genética,
psicologia, economia e engenharia. Muitos cientistas têm contribúıdo para a teoria desde a
época de Laplace, entre os mais importantes são Tchebychev9, Markov10, von Mises11 e claro,
Kolmogorov.

Primeiro estudaremos os conceitos de conjuntos e classes de conjuntos aplicados à teoria
das probabilidades, isso na Seção 1.1. Depois consideramos o conceito clássico de probabi-
lidades, justamente aquela ideia inicial relacionada com jogos de azar, na Seção 1.2 e por
último outros dois conceitos relacionados a este são apresentados no Seção 1.3.

1.1 Conjuntos e classes de conjuntos

Neste livro, sempre que a palavra conjunto é usada presume-se designar um subconjunto de
um dado conjunto Ω salvo indicação em contrário. Em geral, as letras maiúsculas A, B,
C, etc. irão denotar conjuntos e as letras minúsculas u, v, w, x, y, z, etc. representarão
pontos ou elementos de conjuntos. Classes de conjuntos são geralmente indicados por letras
de roteiro A, B, L, etc.. Lidaremos apenas com classes de conjuntos não vazias.

5Jakob Bernoulli (1654 - 1705), foi o primeiro matemático a desenvolver o cálculo infinitesimal.
6Abraham de Moivre (1667 - 1754) foi um matemático francês famoso pela Fórmula de De Moivre, que

relaciona os números complexos com a trigonometria e por seus trabalhos na distribuição normal e na teoria
das probabilidades.

7Pierre Simon Marquis de Laplace (1749 - 1827) foi um matemático, astrônomo e f́ısico francês que
organizou a astronomia matemática.

8Andrei Nikolaevich Kolmogorov (1903 - 1987) foi um matemático soviético.
9Pafnuti Lvovitch Tchebychev (1821 - 1894) foi um matemático russo.

10Andrei Andreyevich Markov (1856 - 1922) foi um matemático russo.
11Richard Edler von Mises (1883 - 1953) foi um matemático e engenheiro mecânico austŕıaco.
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Definição 1.1

Sejam A e B dois conjuntos em Ω. Dizemos que A implica na ocorrência de B ou que A
é um subconjunto de B, em śımbolos escrevemos A ⊂ B, se

A ⊂ B = {w ∈ Ω : se w ∈ A então w ∈ B}·

Como é habitual, os śımbolos ∪ e ∩ serão usadas para identificar a união e interseção de
conjuntos.

Definição 1.2

Sejam A e B dois conjuntos em Ω. Definimos união dos conjuntos A e B como

A ∪B = {w ∈ Ω : w ∈ A ou w ∈ B}·

Definição 1.3

Sejam A e B dois conjuntos em Ω. A interseção destes conjuntos é definida como

A ∩B = {w ∈ Ω : w ∈ A e w ∈ B}·

Caso não existam elementos de Ω que pertençam a A∩B dizemos que A e B são disjuntos
e escrevemos A∩B = ∅, o conjunto ∅ será chamado de conjunto vazio. Isso significa que A e
B não ocorrem simultaneamente. A união dos conjuntos A e B representa o conjunto de que
pelo menos um dos dois conjuntos A ou B ocorrem. Por outro lado, a intersecção de dois
conjuntos A e B representa o conjunto de que ambos A e B ocorrem.

Figura 1.1: A esquerda a situação em que o conjunto A implica na ocorrência de B e a direita
conjuntos disjuntos.

A Figura 1.1 a esquerda mostra graficamente o significado do conceito na Definição 1.1 e a
direita na mesma figura apresentamos uma situação de conjuntos sem intercepto ou disjuntos.
Estes diagramas são conhecidos como Diagramas de Venn12.

12John Venn (1834 - 1923) foi um matemático inglês, estudou e ensinou lógica e teoria das probabilidades.
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Exemplo 1.1

Sejam os conjuntos de números reais

A = {w ∈ R : 0 ≤ w ≤ 1} e B = {w ∈ R : 1/2 < w ≤ 2}·

Então
A ∩B = {w ∈ R : 1/2 < w ≤ 1}

e
A ∪B = {w ∈ R : 0 ≤ w ≤ 2}·

Teorema 1.1

Para quaisquer conjuntos A,B,C,D temos os seguintes resultados:

a) A ∩B ⊆ A ⊆ A ∪B,

b) Se A ⊆ C e B ⊆ D então A ∩B ⊆ C ∩D e A ∪B ⊆ C ∪D,

c) A ⊆ C e B ⊆ C se, e somente se, A ∪B ⊆ C

Demonstração : Demonstraremos a parte a), os outros resultados serão deixados como exer-
ćıcios para o leitor. Seja w ∈ A ∩ B, então w ∈ A e w ∈ B. Em particular, w ∈ A, pela
definição de interseção. Agora, se w ∈ A pela definição de união de conjuntos w ∈ A ∪ B,
isto implica que A ⊆ A ∪B.

Definição 1.4

Os conjuntos A e B são iguais se A ⊆ B e B ⊆ A. Isto é A = B se, e somente se, A ⊆ B
e B ⊆ A.

Uma vez definido o que entendemos por igualdade de conjuntos podemos estabelecer
novas relações e propriedades de conjuntos.

Definição 1.5

Sejam A e B dois conjuntos em Ω. Dizemos que A e B formam uma partição de Ω se
A ∪B = Ω e A ∩B = ∅.

De acordo com esta definição, se os conjuntos A e B formam uma partição então não
podem ter elementos em comum. Por outro lado, uma condição necessária e suficiente para
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que A ∩ B ̸= ∅ é que A e B tenham, pelo menos, um elemento em comum. Dizemos que se
A ∩ B = ∅, os conjuntos A e B não ocorrem simultaneamente. O seguinte teorema resume
as principais propriedades da interseção e união.

Teorema 1.2

As operações ∩ e ∪ são:

a) Refletivas: para todo A, A ∩ A = A = A ∪ A,

b) Associativas: A ∩ (B ∩ C) = (A ∩B) ∩ C e A ∪ (B ∪ C) = (A ∪B) ∪ C,

c) Comutativas: A ∩B = B ∩ A e A ∪B = B ∪ A,

d) Distributivas: A∩(B∪C) = (A∩B)∪(B∩C) e A∪(B∩C) = (A∪B)∩(B∪C).

Demonstração : Exerćıcio.

Um outro conjunto que tem muita aplicabilidade na teoria das probabilidades é definido
a seguir, observe que é uma situação especial de conjuntos que não podem ocorrer simulta-
neamente.

Definição 1.6

Denotaremos por Ac o complemento do conjunto A, em Ω claro, e será definido como

Ac = {w ∈ Ω : w /∈ A}·

Observemos que Ac representa o conjunto de que A não ocorre, assim podemos observar
que ∅c = Ω e ,vice-versa, Ωc = ∅. Aplicando este novo conceito podemos definir a diferença
entre conjuntos como a seguir.

Definição 1.7

A diferença entre A e B é definida como os elementos de A que não estão em B, denotada
por A \B, isto é,

A \B = {w ∈ A : w /∈ B}·

Observe que, caso A = Ω, A \ B = Ω \ B = Bc, também caso B = Ω, então, A \ B =
A \ Ω = ∅.
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Exemplo 1.2

A diferença entre os conjuntos A e B pode ser escrita como A \ B = A ∩ Bc. Provemos
isto,

A ∩Bc = {w ∈ A : w /∈ B} = A \B·

Exemplo 1.3

Sejam A = {x ∈ R : 0 ≤ x ≤ 2} e B = {x ∈ R : 1 < x ≤ 2}, então A \ B = {x ∈ R : 0 ≤
x ≤ 1}.

A operação de diferença não satisfaz as propriedades da união e interseção listadas no
Teorema 1.2. Por exemplo, se A ̸= ∅, (A∪A)\A ̸= A∪ (A\A), isto significa que a colocação
de parêntesis em A∪A \A é importante, o qual não acontece com as operações ∩ e ∪. Uma
outra diferença é que, enquanto as operações de união e interseção são operações comutativas,
a diferença de conjuntos não é.

Teorema 1.3

Para A e B arbitrários, temos que

A ∩B = A \ (A \B)·

Demonstração : Provemos que A \ (A \B) ⊆ A∩B. Seja w ∈ A \ (A \B), então w ̸= (A \B)
e isto significa que w não é um elemento de A ou w é um elemento de B mas, dado que
w ∈ A\ (A\B), w é um elemento de A. Logo w é elemento de A e também w é um elemento
de B, portanto w ∈ A ∩ B. A demonstração da outra desigualdade A ∩ B ⊆ A \ (A \ B) é
um exerćıcio para o leitor.

Estamos considerando relações entre conjuntos e um dos resultados elementais de maior
utilidade é o seguinte, conhecido na literatura como Leis de De Morgan13. Estas leis serão
apresentadas aqui para o caso de dois conjuntos e depois generalizadas para quantidades
enumeráveis de conjuntos.

Teorema 1.4 (Leis de De Morgan)

Sejam A,B ⊆ Ω então:

a) (A ∪B)c = Ac ∩Bc.

b) (A ∩B)c = Ac ∪Bc.

13Augustus De Morgan (1806-1871) foi um matemático e lógico britânico. Formulou as Leis de De Morgan
e foi o primeiro a introduzir o termo e tornar rigorosa a ideia da indução matemática.
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Demonstração : a) Seja w ∈ (A∪B)c, significa que w ∈ Ωmas w /∈ (A∪B). Agora, w /∈ (A∪B)
se, e somente se, w /∈ A e w /∈ B, o qual significa que w ∈ Ac e w ∈ Bc, logo w ∈ Ac ∩Bc e
vice-versa. Para demonstrar b) observemos que Ω \ (Ac ∪Bc) = Ω \ Ac ∩ Ω \Bc, pelo item
a) e Ω \Ac ∩ Ω \Bc = A ∩B. Então (A ∩B)c = Ac ∪Bc.

Uma situação interessante é que qualquer propriedade apresentada como válida para
dois conjuntos, também é válida para uma quantidade finita deles. Assim, por exemplo, se
A1, A2, · · · , An forem subconjuntos de Ω podemos afirmar que

(A1 ∪ A2 ∪ · · · ∪ An)
c = Ac

1 ∩ Ac
2 ∩ · · · ∩ A2

n,

pelo Teorema 1.4, igualmente válida a afirmação para a afirmação do item b).

Definição 1.8

Sejam A e B dois conjuntos, define-se a diferença simétrica de A e B e denota-se por
A△B como

A△B = (A \B) ∪ (B \ A)·

A diferença simétrica é comutativa e associativa, isto é, A△B = B△A e (A△B)△C =
A△(B△C). Ainda temos que

(A△B)△(B△C) = (A△C)·

O conjunto vazio é neutro, e cada conjunto é a sua própria inversa

A△∅ = A

e
A△A = ∅·

Por sua vez a interseção é distributiva sobre a diferença simétrica, já que

A ∩ (B△C) = (A ∩B)△(A ∩ C),

e também temos a unicidade da diferença simétrica, demonstrado no teorema a seguir.

Teorema 1.5

A diferença simétrica de dois conjuntos é única, ou seja, se

A△B = A△C

então B = C.

Demonstração : Segundo a Definição 1.4 devemos provar que B ⊆ C e C ⊆ B. Primeiro
consideremos que B ⊆ C. Sabemos que A△B = (A\B)∪(B\A) = (A\C)∪(C\A) = A△C.
Seja w ∈ A△B, então ou w ∈ (A \B) ou w ∈ (B \A). Caso w ∈ (B \A) então w ∈ (C \A).
Se w ∈ (A \ C) então w ∈ (A \B) e C ⊆ B. A outra situação C ⊆ B é similar.
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1.2 Probabilidade clássica

A teoria da probabilidade teve sua origem em jogos de azar e jogos de azar. Ele deve muito à
curiosidade dos jogadores que atormentavam a vida dos seus amigos no mundo matemático
com todos os tipos de perguntas. Infelizmente esta associação com o jogo contribuiu para
um muito lento crescimento esporádico da teoria da probabilidade como uma disciplina ma-
temática.

1.2.1 Espaço amostral

Definição 1.9

Suponhamos que um experimento seja realizado sob certas condições fixas. Define-se
o espaço amostral como o conjunto de todos os resultados posśıveis do experimento e
denota-se por Ω.

Um espaço amostral é o conjunto de todos os posśıveis resultados de um experimento ou de
todos os resultados considerados posśıveis. Assim, o espaço amostral do lançamento de uma
moeda seria uma coleção de resultados que inclui: cara, coroa, a moeda cair em pé, a moeda
ser despedaçada por uma bala perdida, um pássaro apanhar a moeda em pleno ar e fugir
com ela, a moeda ser acidentalmente engolida pelo experimentador e outros. Excluindo os
resultados muito inverosśımeis, é perfeitamente razoável considerar apenas cara e coroa, de
modo que, no exemplo do lançamento de uma moeda: Ω = {cara, coroa}.
Exemplo 1.4

Jogar um dado equilibrado e observar o número da face superior. Neste caso Ω =
{1, 2, 3, 4, 5, 6}, pois esses serão os únicos resultados posśıveis.

Definição 1.10

Seja Ω o espaço amostral de um experimento. Todo subconjunto A de Ω, A ⊂ Ω será
chamado de evento. Ω será chamado de evento certo e ∅ o evento imposśıvel. Se w ∈ Ω,
o evento {w} será chamado de evento elementar ou simples.

Exemplo 1.5

Medir a pressão arterial sistólica de um indiv́ıduo. A pressão arterial sistólica é o maior
valor verificado durante a aferição de pressão arterial. Exemplo: 120x80; onde 120 refere-
se à pressão arterial sistólica e 80 refere-se à pressão arterial diastólica, ambas medidas em
miĺımetros de mercúrio (mmHg). O espaço amostral seria uma faixa plauśıvel de valores
cont́ınuos, como por exemplo, a faixa de 50 mmHg a 250 mmHg ou Ω = {x ∈ R : x ∈
[50, 250] medido em mmHg}.
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Nem sempre é fácil definir ou identificar o espaço amostral de um experimento, o impor-
tante é que Ω contenha todo resultado posśıvel, por isso vamos supor:

(i) a todo resultado posśıvel de um experimento corresponde um, e somente um, ponto
w ∈ Ω;

(ii) resultados distintos correspondem a pontos distintos em Ω, ou seja, w não pode repre-
sentar mais do que um resultado.

Quando se realiza um experimento há certos eventos que ocorrem e outros que não ocor-
rem. No exemplo 1.8, alguns eventos que ocorrem são: (i) A=“Observa-se um número par”;
(ii) B=“Observa-se o número 2” e (iii) C=“Observa-se um número maior ou igual a 4”.
Notemos que cada um destes eventos pode ser identificado a um subconjunto de Ω, a saber,
A={2,4,6}, B={2} e C={4,5,6}. Podemos então perguntar, a quais eventos vamos atribuir
um valor de probabilidade?

Definição 1.11

Seja Ω o espaço amostral de um experimento e A um evento (A ⊂ Ω). Um evento A, ao
qual atribúımos um valor de probabilidade, será chamado de evento aleatório.

Perguntamos agora, como vamos atribuir probabilidades a eventos? uma primeira res-
posta é definindo probabilidade clássica, quando Ω é finito. Esta definição se baseia no
conceito de resultado equiprovável.

Definição 1.12 (Definição Clássica de Probabilidade)

Seja Ω um espaço amostral finito e A ⊂ Ω. Definimos probabilidade de ocorrência do
evento A como

P (A) =
número de resultados favoráveis a A

número de resultados posśıveis
·

A primeira definição de probabilidade conhecida parece ser devida a DeMoivre em 1718, e
foi claramente explicitada por Laplace no prinćıpio do século XIX. Laplace adotou o esquema
de resultados equiprováveis, isto é, dos resultados igualmente prováveis, comuns às aplicações
até então esboçadas para definir probabilidade de um acontecimento como: a relação entre
o número de casos favoráveis ao acontecimento e o número total de casos posśıveis, supondo
todos os casos igualmente posśıveis.

Admite-se historicamente que a motivação para a definição do conceito de probabilidades
foram baseadas em jogos de azar, dessa forma não causa surpresa o fato de que o conceito
de Laplace seja baseado nas propriedades de tais jogos: possibilidade de classificar a priori
todos os resultados posśıveis num número finito de casos mutuamente exclusivos, simétricos
e igualmente posśıveis. Apesar das cŕıticas que lhe foram dirigidas a interpretação clássica
manteve a sua força até o começo do século XX.



10 CAPÍTULO 1. INTRODUÇÃO

Exemplo 1.6

Uma moeda é lançada duas vezes. O espaço amostral consiste de quatro pontos,

Ω = {(cara, coroa), (cara, cara), (coroa, cara), (coroa, coroa)}·

Sob a suposição de resultados equiprováveis, cada um dos quatro elementos tem como
probabilidade de ocorrência 1/4.

Em problemas de jogos de azar geralmente obtemos espaços amostrais finitos com eventos
equiprováveis e aqui surgiu uma primeira grande cŕıtica: o que são eventos equiprováveis se
estamos definido probabilidade? caso os eventos não sejam equiprováveis, não podemos
definir probabilidade? Outra questão é se somente podemos calcular probabilidades quando
o espaço amostral seja finito.

Nas situações onde as condições para a aplicação da definição clássica de probabilidade
se cumprem o cálculo da probabilidade de qualquer evento se reduz à problemas de conta-
gens. Portanto, estudaremos algumas regras para a contagem do número de permutações e
combinações a seguir,

1.2.2 Combinações e Permutações

Esta seção explicam-se as noções básicas de análise combinatória e se desenvolve o fundo
probabiĺıstica correspondente. Muitos problemas da teoria da probabilidade exigem contar
o número de maneiras que um determinado evento pode ocorrer. For isso, estudamos as
combinações e as permutações. Antes de iniciar a discussão do tema, é útil introduzir uma
técnica geral que nos permitirá resolver uma variedade de problemas de contagens, incluindo
o problema da contagem do número de permutações de n objetos.

Percebemos, da definição de probabilidade clássica que para calcular a probabilidade de
um evento A, temos que dividir o número de pontos de amostragem em A ou casos favoráveis
pelo número total de pontos de amostragem ou casos posśıveis. Isto é facilitado por um uso
sistemático de algumas regras que passamos agora a analisar.

Considere uma experiência que tem lugar em várias fases e é tal que o número de resul-
tados na m-ésima fase é independente dos resultados das etapas anteriores. O número m
pode ser diferente para as diferentes fases. Queremos contar o número de maneiras que todo
o experimento pode ser realizado.

Teorema 1.6

Com m elementos a1, · · · , am e n elementos b1, · · · , bn é posśıvel formar m × n pares da
forma (ai, bk) ou arranjos ordenados, contendo cada par um elemento de cada grupo.

Demonstração : Organizar os pares em uma matriz retangular na forma de uma tabela de
multiplicação com m linhas e n colunas de modo que (ai, bk) fica na intersecção da i-ésima
linha e a k-ésima coluna. Observemos que cada par parece apenas uma única vez e a
afirmação torna-se óbvia.
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Exemplo 1.7

Quantos conjuntos formar se escolhemos um dos quatro naipes e um dos treze valores
posśıveis? Cada carta é definida por seu naipe e seu valor de face, existem então 4×13 = 52
dessas combinações ou cartas.

Em situações mais complexas utilizarmos a generalização deste procedimento de conta-
gem, conhecido como prinćıpio multiplicativo da contagem.

Teorema 1.7 (Prinćıpio Multiplicativo da Contagem)

Dadas as coleções a11, a12, · · · , a1n1 de n1 elementos, a21, a22, · · · , a2n2 de n2 elementos
até a coleção ak1, ak2, · · · , aknk

de nk elementos é posśıvel formar n1 × n2 × · · · × nk

arranjos ordenados da forma (a1j1 , a2j2 , · · · , akjk) contendo um elemento de cada coleção,
1 ≤ ji ≤ ni, i = 1, 2, · · · , k.

Demonstração : Exerćıcio.

Ao utilizar este prinćıpio é fundamental que o número de maneiras de realizar uma de-
terminada etapa não seja influenciado por nenhuma das etapas predecessoras.

Exemplo 1.8

Um número de telefone é formado por uma sequência de 8 d́ıgitos, porém o primeiro deve
ser diferente de 0 e 1. Quantos números de telefone distintos existem? Podemos fazer
este cálculo via contagem segundo o Teorema 1.7, onde selecionamos um d́ıgito de cada
vez. Temos um total de 8 estágios e escolhemos um de 10 elementos em cada estágio, a
menos o primeiro no qual temos somente 8 d́ıgitos.

Então a resposta é
8× 10× · · · × 10︸ ︷︷ ︸

7 vezes

= 8× 107·

Um detalhe na notação, diremos que o número de elementos no conjunto finito A é |A|
ou #A, também chamado de cardinal do conjunto A.

Exemplo 1.9

Um baralho comum consiste de 52 cartas separadas em 4 naipes com 13 cartas de cada
um. Para cada naipe, os valores das cartas são 2, 3, 4, 5, 6, 7, 8, 9, 10, J, Q, K e A. Um
baralho comum é embaralhado. Qual é a probabilidade de que as quatro cartas do topo
tenham:

(a) valores diferentes?

(b) naipes diferentes?

Se consideramos como relevante a ordem entre as quatro cartas do topo, então o espaço
amostral consiste de 52× 51× 50× 49 resultados. Além disso, existem 52× 48× 44× 40
resultados em que as cartas têm valores diferentes e 52× 39× 26× 13 resultados em que
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as cartas têm naipes diferentes. Portanto, assumindo que o embaralhamento significa que
cada resultado no espaço amostral é igualmente provável, temos que as probabilidades
desejadas são

(a)
52× 48× 44× 40

52× 51× 50× 49
≈ 0, 676

(b)
52× 39× 26× 13

52× 51× 50× 49
≈ 0, 105·

Teorema 1.8 (Prinćıpio Aditivo da Contagem)

Se A1, · · · , An são conjuntos dois a dois disjuntos, então∣∣∣∣∣
n∪

k=1

Ak

∣∣∣∣∣ =
n∑

k=1

|Ak|·

Demonstração : Exerćıcio.

Convém recordar uma técnica bastante útil em problemas de contagem: primeiro ignore
uma restrição do problema, contando a mais. Depois, desconte o que foi indevidamente
contado. Mais geral ainda do que o prinćıpio apresentado no Teorema 1.8 é o chamado
prinćıpio da inclusão-exclusão a seguir.

Teorema 1.9 (Prinćıpio da Inclusão-Exclusão)

Se A1, · · · , An são conjuntos quaisquer, então∣∣∣∣∣
n∪

k=1

Ak

∣∣∣∣∣ =
n∑

k=1

|Ak| −
∑
i<j

|Ai ∩ Aj|+
∑
i<j<k

|Ai ∩ Aj ∩ Ak|

+ · · ·+ (−1)n+1|A1 ∩ · · · ∩ An|·

Demonstração : Exerćıcio.

O nome deriva da ideia de que o prinćıpio se baseia em inclusão excessivamente generosa,
seguida de compensação por exclusão. Esse conceito é atribúıdo a Abraham de Moivre num
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trabalho de 1718, mas aparece pela primeira vez em um artigo de Daniel da Silva14 de 1854
e mais tarde em um artigo de J.J. Sylvester15 publicado em 1883. O prinćıpio é um exemplo
do método da peneira amplamente utilizado na teoria dos números e às vezes é chamado de
fórmula da peneira.

Exemplo 1.10

Quantas permutações diferentes existem das letras A,B,C,D,E, F

(a) que têm as letras A,B juntas em qualquer ordem? Para encontrar este número
imaginamos as letras A e B coladas como uma letra só, na ordem AB, o que fornece
5! permutações. Como também existem 5! permutações nas quais a letra B está
imediatamente antes da letra A, obtemos um total de 2 × 5! = 240 permutações
diferentes;

(b) que têm a letra A em primeiro lugar ou a letra F em último? Sejam A o conjunto
das permutações que começam por A e F o conjunto das permutações que terminam
em F. Pelo Prinćıpio da Inclusão-Exclusão, o número de permutações que começam
por A ou terminam em F é

|A ∪ F| = |A|+ |F| − |A ∩ F| = 5! + 5!− 4! = 216;

(c) em que a letra A vem antes da letra B? Existe um total de 6!=720 permutações
posśıveis, e existem tantas com A antes de B quantas com B antes de A, logo a
resposta é 360;

(d) em que a letra E não é a última? Existem 5! permutações em que a letra E é a
última, portanto 6!× 5! = 600 permutações em que E não é a última letra.

O prinćıpio é mais claramente visto no caso de três conjuntos, A, B e C é dado por

|A ∪B ∪ C| = |A|+ |B|+ |C| − |A ∩B| − |A ∩ C| − |B ∩ C|+ |A ∩B ∩ C|· (1.1)

Essa fórmula pode ser verificada contando quantas vezes cada região na figura do diagrama
de Venn está inclúıda no lado direito da fórmula. Nesse caso, ao remover as contribuições
de elementos com excesso de contagem, o número de elementos na interseção mútua dos três
conjuntos foi subtráıdo com muita frequência; portanto, deve ser adicionado novamente para
obter o total correto.

Em um cenário muito abstrato, o prinćıpio de inclusão-exclusão pode ser expresso como
o cálculo do inverso de uma determinada matriz. Esse inverso possui uma estrutura especial,
tornando o prinćıpio uma técnica extremamente valiosa em combinatória e áreas afins da
matemática. Como Gian-Carlo Rota16 colocou:

“Um dos prinćıpios mais úteis da enumeração em probabilidade discreta e te-
oria combinatória é o célebre prinćıpio da inclusão-exclusão. Quando aplicado

14Daniel da Silva (1814 - 1878) foi um metamático português.
15James Joseph Sylvester (1814 - 1897) era um matemático inglês. Foi fundador do American Journal of

Mathematics.
16Gian-Carlo Rota (1932 - 1999) foi um matemático e filósofo ı́talo-americano.
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com habilidade, esse prinćıpio produziu a solução para muitos problemas combi-
natórios´´

No que segue, vamos nos concentrar principalmente em dois tipos de contagem que en-
volvem a seleção de k objetos de uma coleção de n objetos. Se a ordem da seleção importa,
a seleção é chamada de permutação, caso contrário é chamada de combinação.

Definição 1.13

Consideremos um conjunto de n elementos a1, a2, · · · , an ao qual chamaremos de po-
pulação. Qualquer arranjo ordenado ai1 , ai2 , · · · , air de r elementos é chamado de amostra
ordenada de tamanho r. Se os elementos da amostra são selecionados um a um, existem
duas possibilidades:

(a) Amostra com reposição: neste caso, as repetições são permitidas e podemos tirar
amostras de tamanho arbitrário.

(b) Amostra sem reposição: neste caso um elemento, uma vez escolhido não é subs-
titúıdo, pelo que não pode haver repetições. É evidente que o tamanho da amostra
não pode exceder n.

Teorema 1.10

Seja a1, · · · , an uma população de tamanho n. Se amostras ordenadas de tamanho r são
extráıdas desta população, então:

(a) Existem nr diferentes amostras posśıveis com reposição.

(b) Se as amostras são extráıdas sem reposição, existem

(n)r = n× (n− 1) · · · × (n− r + 1)

amostras posśıveis de tamanho r.

Demonstração : Exerćıcio.

Exemplo 1.11

Consideremos uma população de n elementos. Uma amostra de tamanho r é escolhida
aleatoriamente com reposição. Então, a probabilidade de que nenhum elemento apareça
mais de uma vez é

(n)r
nr
·
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Definição 1.14

Seja a1, a2, · · · , an uma população de n elementos. Qualquer arranjo ordenado sem re-
posição ai1 , ai2 , · · · , ain dos n elementos é chamado de permutação.

Al-Khalil (717-786), que foi um matemático e criptografador árabe, escreveu o Livro de
Mensagens Criptográficas. Ele contém o primeiro uso de permutações e combinações, para
listar todas as posśıveis palavras em árabe com e sem vogais (Broemeling, 2011). A regra
para determinar o número de permutações de n objetos era conhecida na cultura indiana
pelo menos por volta de 1150.

Teorema 1.11

Seja a1, a2, · · · , an uma população de n objetos quaisquer. O número de permutações
posśıveis de n objetos é n!.

Demonstração : Utilizando o Teorema 1.7, a primeira coleção é a1, a2, · · · , an, de n elementos.
Uma vez selecionado o elemento ai a segunda coleção seria a1, · · · , ai, ai+1, · · · , an de n− 1
elementos, até a n-ésima coleção, formada por somente um elemento. Portanto, o número
de permutações é n · (n− 1) · · · 2 · 1 = n!.

Exemplo 1.12

Assim, se n bolas devem ser colocadas aleatoriamente em n urnas, a probabilidade de
que cada urna seja ocupada é

n!

nn
·

Definição 1.15

Consideremos a população a1, a2, · · · , an. Qualquer arranjo não ordenado

ai5 , ai1 , · · · , air , · · · , ai2 , · · · , air−1

de r elementos é chamado de amostra não ordenada de tamanho r. Se os elementos da
amostra são selecionados um a um, existem duas possibilidades:

(a) Amostra não ordenada com reposição.

(b) Amostra não ordenada sem reposição.
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Teorema 1.12

Seja a1, · · · , an uma população de tamanho n. Temos então duas formas de calcular o
número de amostras posśıveis:

(a) Se as amostras não ordenadas são extráıdas com reposição, existem
(
n−r−1

r

)
amostras

posśıveis de tamanho r.

(b) Se amostras não ordenadas de tamanho r são extráıdas sem reposição, existem
(
n
r

)
posśıveis diferentes destas amostras.

Demonstração : Exerćıcio.

Várias cŕıticas foram feitas ao conceito clássico de probabilidade. Por exemplo, o que são
casos equiprováveis? na falta de uma definição de casos equiprováveis devemos admitir que
é um conceito primitivo? como reconhecer se os casos são equiprováveis? a sáıda parece ser
aceitar que algum prinćıpio aprioŕıstico suporta tal reconhecimento. Nesses casos é comum
admitir um dois prinćıpios a seguir:

(a) Prinćıpio da indiferença, o qual faz apelo às propriedades de simetria ou de homoge-
neidade da situação experimental. Se o dado é perfeito porque seriam uma das faces
preferidas em detrimento de outras?

(b) Prinćıpio da razão insuficiente: se não há razão para crer que qualquer dos casos é mais
provável do que os outros, pode-se admitir que todos os casos são igualmente prováveis.

É bem sabido que não existem moedas perfeitas, dados perfeitos, gases perfeitos, água
pura que perfeição além do conceito não existe. Consequentemente o conceito clássico é
muitas vezes aplicado em situações idealizadas e não consegue vencer a dificuldades levantadas
quando os casos não são igualmente posśıveis. Finalmente, como calcular probabilidades
quando o número de casos posśıveis não é finito nem sequer enumerável?

Apesar de todas as cŕıticas não resta dúvida que a interpretação clássica é aplicável
sempre que a simetria dos problemas a justifique e, de fato há numerosos casos em que tal
propriedade pode ser aceita. A verdade é que se trata de um modelo probabiĺıstico particular
dentro da teoria axiomática a ser desenvolvida, de grande utilidade quando ajustado a uma
realidade concreta.

1.3 Outras definições de probabilidade

Até agora definimos probabilidade de um evento segundo a definição clássica, supondo sem-
pre resultados equiprováveis. Outros métodos de definir probabilidade são o da frequência
relativa e geométrico.
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1.3.1 Probabilidade frequencial

Em muitas situações práticas, os eventos simples do espaço amostral não são equiprováveis ou
não podemos supor que sejam equiprováveis. Isso implica que não podemos calcular proba-
bilidades usando a definição clássica. Surgiram então alternativas de cálculo à probabilidade
clássica, uma dessas alternativas considera o cálculo de probabilidades como a frequência
relativa de ocorrência do evento de interesse.

A abordagem frequencial nos pede para imaginar a repetição do processo f́ısico um número
extremamente grande de vezes, conhecidos como “ensaios”do processo f́ısico e, em seguida,
olhar para a fração de vezes que o desfecho de interesse ocorre. Essa fração é assintoticamente
igual à probabilidade de determinado resultado para esse processo f́ısico.

Definição 1.16 (Definição Frequencial de Probabilidade)

Seja Ω um espaço amostral e A ⊂ Ω. Definimos probabilidade frequencial de ocorrência
do evento A como

P (A) = lim
n→∞

1

n
×
(

número de ocorrências de A em n
ensaios independentes do experimento

)
·

Esta definição nos disse que a probabilidade de ocorrência de A é o limite da frequência
relativa da ocorrência do evento A em n repetições independentes do experimento, com n ten-
dendo ao infinito. Baseia-se na experiência, comum a todos nós, da estabilidade da frequência
relativa de ocorrência de eventos, quando realizamos muitas repetições do experimento. O
problema filosófico com esta abordagem é que habitualmente não se têm a oportunidade de
repetir o cenário um grande número de vezes.

Observe-se que, desta forma, não são necessárias as hipóteses de equiprobabilidade dos
eventos elementares nem de finitude do espaço dos resultados, superando-se portanto as duas
restrições fundamentais da definição clássica. Entretanto, esta nova definição introduz as
seguintes dificuldades:

(i) É necessária certa regularidade da sequência das frequências relativas, no sentido de que
a mesma se mantenha estável e convergindo para um valor que seria a probabilidade
de A.

(ii) Mesmo admitindo a existência do limite mencionado em acima, quando parar?

Quanto a (i) é imposśıvel demonstrar concretamente a existência do limite acima menci-
onado; pode-se testar a estabilidade das frequências relativas como um ind́ıcio apenas da
existência do limite, pois a estabilidade é uma condição necessária para sua existência.
Quanto a (ii), se aceitarmos a existência do limite acima ou seja, da probabilidade, em 1713
Bernoulli demonstrou um teorema que garante a convergência da sequência das frequências
relativas à probabilidade, de um modo que não precisaremos aqui. Inclusive neste caso é
posśıvel estimar a probabilidade de A com precisão e ńıvel de confiança prefixados, se o
número de repetições n for suficientemente grande.
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Com precisão, se ϵ > 0 então P (|frequência relativa de A− P (A)| ≥ ϵ) ≤ 1

4nϵ2
, ou seja a

probabilidade de errar em mais de ϵ ao estimar P (A) através da frequência relativa pode ser
tão pequena quanto se quiser, desde que o número de repetições n seja suficientemente grande.
Este resultado, cuja demonstração não será apresentada aqui, fundamenta a aproximação da
probabilidade através da frequência relativa.

Exemplo 1.13

Considere a experiência de lançar uma moeda honesta. O espaço amostral é Ω =
{Cara, Coroa}. Se o experimento for repetido muitas vezes, a freqüência relativa dos
resultados costumam estar perto de 1/2:

• O naturalista francês Buffon (1707-1788) jogou uma moeda 4040 vezes. Resultando
em 2048 caras ou frequência relativa de 2048/4040 = 0,5069 para caras.

• Por volta de 1900 o estat́ıstico inglês Karl Pearson heroicamente lançou uma moeda
24.000 vezes. Resultando em 12.012 caras e uma freqüência relativa de 0,5005.

• Enquanto estava preso pelos alemães, durante a II Guerra Mundial, o matemático
australiano John Kerrich jogou uma moeda de 10.000 vezes. Resultado: 5067 caras,
freqüência relativa de 0,5067

Finalmente, deve-se salientar que este método não foi utilizado originalmente como de-
finição, mas como critério emṕırico destinado a revisar cálculos feitos no contexto dos jogos
segundo a definição clássica, na época sujeitos a muitos erros pelos ainda incipientes desen-
volvimentos das técnicas de contagem.

Exemplo 1.14

Uma experiência que consiste em observar o sexo de um recém-nascido. Tal experiência
já se realizou diversas vezes e existem registros do seu resultado.

A Tabela 1.1 mostra a proporção de meninos entre os nascidos vivos de residentes dos
Estados Unidos ao longo de 18 anos. A freqüência relativa de meninos entre as crianças
recém-nascidas nos Estados Unidos parece ser estável em torno de 0.512. Isto sugere que
um modelo razoável para o resultado de um único nascimento é P (menino) = 0, 512 e
P (menina) = 0, 488. Este modelo de nascimentos é equivalente ao sexo de uma criança
ser determinado pela escolha ao acaso com reposição de uma caixa de 1.000 bilhetes,
contendo 512 bilhetes marcados menino e 488 bilhetes marcados menina. Por outro lado,
segundo a definição clássica P (menino) = 0, 50 e P (menina) = 0, 50.

Vejamos um exemplo para mostrar as diferenças de informações entre a probabilidade
clássica e a probabilidade frequencial.

Exemplo 1.15 (Mega-Sena)

O jogo da Mega-Sena é um dos jogos de loteria mais conhecidos no Brasil. Existe desde 11
de março de 1996. A Mega-Sena paga milhões para o acertador dos 6 números sorteados
dentre os 60 dispońıveis no volante de apostas. Pesquisamos o número de ganhadores da
Mega-Sena até o sorteio número 1688, o qual aconteceu no dia 21 de março de 2015.
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Ano No. de nascimentos No. de meninos
1985 3.760.561 0,5126849
1986 3.756.547 0,5124035
1987 3.809.394 0,5121951
1988 3.909.510 0,5121931
1989 4.040.958 0,5121286
1990 4.158.212 0,5121179
1991 4.110.907 0,5112054
1992 4.065.014 0,5121992
1993 4.000.240 0,5121845
1994 3.952.767 0,5116894
1995 3.926.589 0,5084196
1996 3.891.494 0,5114951
1997 3.880.894 0,5116337
1998 3.941.553 0,5115255
1999 3.959.417 0,5119072
2000 4.058.814 0,5117182
2001 4.025.933 0,5111665
2002 4.021.726 0,5117154

Tabela 1.1: Nascimentos vivos de residentes dos Estados Unidos (Fonte: Information Please
Almanac).

0 1 2 3 4 5 7 15
1284 298 74 19 9 2 1 1

Tabela 1.2: Número de ganhadores dentre os primeiros 1688 concursos da Mega-Sena.

Utilizando a definição clássica sabemos que a probabilidade de acertar a mega, isto é,
de ser o sorteado ao apostar 6 números é de

P (Ganhar a Mega-Sena apostando 6 números) =
1(
60
6

) =
1

50.063.860
·

O qual, evidentemente, é um número muito pequeno de acontecer. Agora, utilizando a
probabilidade frequencial, observamos o número de ganhadores da mega dentre os 1688
concursos realizados até o dia 21 de março de 2015 e obtivemos os resultados apresentados
na Tabela 1.2. Acontece que esta forma de calcular probabilidades não fornece a mesma
resposta do que a probabilidade clássica. Com estos resultados não sabemos qual a
probabilidade de ser o sortudo apostando somente 6 números, para isto deveŕıamos saber
quantas pessoas diferentes apostaram em cada jogo e esta informação não está dispońıvel.
Por outro lado, a probabilidade frequencial fornece outro tipo de informação, por exemplo,
nos disse que a probabilidade num jogo da mega não haver acertadores é de 1284/1688 ≈
0, 76 e que a probabilidade de existir somente um acertador num determinado jogo é de
298/1688 ≈ 0, 18.
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1.3.2 Probabilidade geométrica

Uma outra forma de definir probabilidade é utilizar noções de geometria, conduzindo ao
conceito de probabilidade geométrica em situações nas quais os objetos geométricos como
pontos, linhas, rotações e áreas são o interesse de estudo.

Probabilidade geométrica é um modelo para calcular as probabilidades da vida real, como
a probabilidade de que um ônibus estará esperando fora de um hotel em

Quando da aplicação de uma fórmula para a probabilidade geométrica, é importante que
cada ponto sobre o segmento ou na região é a mesma probabilidade de ser escolhidos.

Exemplo 1.16

Suponhamos que nosso experimento agora consiste em escolher, ao acaso, um ponto do
ćırculo de unitário com centro na origem. Acontece que

Ω = {(x, y) ∈ R2 : x2 + y2 ≤ 1}·

Alguns eventos podem ser definidos como interessantes neste experimento, por exemplo:

• A=“distância entre o ponto escolhido e a origem é ≤ 1
2
”,

• B=“distância entre o ponto escolhido e a origem é ≥ 15”,

• C=“Primeira coordenada do ponto escolhido é maior do que a segunda coordenada”.

O primeiro problema conhecido relacionado à probabilidade geométrica pode ser encon-
trado em um manuscrito particular de Isaac Newton17, anteriormente escrito entre os anos
de 1664 a 1666, mas não publicado até o século XX.

Definição 1.17 (Definição Geométrica de Probabilidade)

Seja Ω um espaço amostral e A ⊂ Ω. Definimos probabilidade de ocorrência do evento
A como

P (A) =
Área de A

Área de Ω
·

A probabilidade geométrica é uma ferramenta para lidar com o problema de resultados
infinitos, medindo o número de resultados geometricamente, em termos de comprimento,
área ou volume. Na probabilidade clássica, geralmente encontramos problemas finitos, por
exemplo, o resultado de um lançamento de dados. No entanto, alguns dos problemas mais
interessantes envolvem resultados cont́ınuas, por exemplo, a hora de chegada do seu ônibus.
Lidar com resultados cont́ınuas pode ser complicado, mas a probabilidade geométrica fornece
uma abordagem útil, permitindo transformar problemas de probabilidade em problemas de
geometria.

17Isaac Newton (1643-1727) foi um astrônomo, alquimista, filósofo natural, teólogo e cientista inglês, mais
reconhecido como f́ısico e matemático. Sua obra, Prinćıpios Matemáticos da Filosofia Natural é considerada
uma das mais influentes na história da ciência.
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Acontece que nem todo subconjunto de Ω tem uma área bem definida, o que implica que
nem todo evento tem uma probabilidade. Vamos, então, atribuir probabilidades somente aos
eventos cuja área estiver bem definida.

Exemplo 1.17 (Continuação do Exemplo 1.16)

Ao escolher ao acaso um ponto do ćırculo unitário com centro na origem temos que
P (A) = 1

4
e P (B) = 0. O caso do evento C é mais complexo, mas o resultado é também

P (C) = 1
2
.

Neste exemplo, dois eventos têm a mesma probabilidade se, e somente se, eles têm a
mesma área, nestas situações definimos probabilidade geométrica.

Figura 1.2: Jogo de dardo.

Exemplo 1.18

O jogo de dardos consiste em lançar um dardo em direção a um alvo, obtendo uma
pontuação correspondente ao número atribúıdo à região na qual o dardo se fixou. Para
um jogador novato, parece razoável assumir que a probabilidade de o dardo atingir uma
determinada região é proporcional à área da região. Sendo assim, uma região maior
apresenta uma maior probabilidade de ser acertada.

Analisando a Figura 1.2, observamos que o alvo tem um raio r e que a distância entre
anéis é r/5. Supondo que o alvo sempre é atingido temos:

P (marcar i pontos) =
Área da região i

Área do alvo
·

Por exemplo

P (marcar 1 ponto) =
πr2 − π(4r/5)2

πr2
= 1−

(
4

5

)2

·

Podemos derivar a fórmula geral e descobrimos que

P (marcar i pontos) =
(6− i)2 − (5− i)2

52
, i = 1, · · · , 5,

independentemente de π e r. A soma das áreas das regiões disjuntas é igual à área do
alvo. Portanto, as probabilidades que foram atribúıdas aos cinco resultados somam 1.
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Nos dois primeiros exemplos utilizam-se figuras similares, isto é, simples coincidência.
Qualquer ente geométrico ao qual possamos atribuir alguma medida pode ser utilizado no
cálculo de probabilidades. No exemplo 1.19 consideramos uma outra situação.

Figura 1.3: Evento M de que Romeu e Julieta se encontram.

Exemplo 1.19

Romeu e Julieta tem um encontro marcado em um dia e hora determinados. Cada um
vai chegar no ponto de encontro com um atraso entre 0 e 1 hora, com todos os pares de
atrasos sendo igualmente prováveis. O primeiro a chegar vai esperar por 15 minutos e vai
sair se o outro ainda não chegou. Qual é a probabilidade de eles se encontrarem?

Definamos o evento de que Romeu e Julieta se encontrem,

M = {(x, y) : |x− y| ≤ 1/4, 0 ≤ x ≤ 1, 0 ≤ y ≤ 1}·

Como mostrado na Figura 1.3.
A área deM é 1 menos a área dos dois triângulos não sombreados ou 1−(3/4)×(3/4) =

7/16. Assim, a probabilidade de encontro é 7/16.

Uma vez que a atribuição de uma medida de tais elementos não é um procedimento
bastante óbvio, uma série de ‘’paradoxos”tem sido produzidos por incapacidade de distinguir
o conjunto de referência. Um destes paradoxos é apresentado no exemplo a seguir, o paradoxo
de Bertrand18.
Exemplo 1.20 (Paradoxo de Bertrand)

A corda de um ćırculo é um segmento de linha geométrica cujos extremos estão sobre
o ćırculo. Imagine que uma corda de um ćırculo seja desenhado de forma aleatória no
ćırculo unitário. Qual é a probabilidade de que a corda seja maior do que o lado do
triângulo equilátero inscrito no ćırculo?

Apresentamos aqui três das diversas soluções para este problema, dependendo do que
interpretamos da frase “de forma aleatória”. Este paradoxo somente será resolvido uma vez
definido espaço de probabilidade.

18Bertrand Arthur William Russell (1872 - 1970) foi um dos mais influentes matemáticos, filósofos e lógicos
do Reino Unido que viveram no século XX.
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Solução 1 Uma vez que o comprimento da corda é exclusivamente determinada pela
posição do seu ponto médio, escolher um ponto C de forma aleatória no ćırculo e
desenhar uma linha através de C e O, o centro do ćırculo (Figura 1.4). Desenhe a corda
por C perpendicular à linha de OC. Se l1 é o comprimento da corda com C como ponto
médio, l1 >

√
3 se e somente se, C encontra-se no interior do ćırculo de centro O e raio

1/2. Assim P (A) = π(1
2
)2/π = 1/4. Nesta situação Ω é o ćırculo com centro em O e

raio unitário, o evento de interesse A é o ćırculo concêntrico com centro em O e raio
1/2.

Figura 1.4: Diagrama da solução 1.

Solução 2 Devido a simetria, podemos fixar um ponto final da corda em algum ponto
P e, em seguida, escolher o outro ponto final P1 aleatoriamente. Seja a probabilidade
de que o ponto P1 se encontre num arco de ćırculo arbitrário ser proporcional ao com-
primento desse arco. Agora, o triângulo equilátero inscrito tendo P como um dos seus
vértices divide a circunferência em três partes iguais. Uma corda puxada através P
será maior do que o lado do triângulo, se e apenas se, o outro ponto final P1 (Figura
1.5) da corda encontra-se no terço da circunferência que é oposta a P. Segue que a
probabilidade requerida é 1/3. Neste caso Ω = [0, 2π] e A = [2π/2, 4π/3]. Por isso
P (A) = 1/3.

Figura 1.5: Diagrama da solução 2.

Solução 3 Note-se que o comprimento de uma corda é exclusivamente determinada pela
distância do seu ponto médio a partir do centro do ćırculo. Devido à simetria do ćırculo,
assume-se que o ponto médio da corda encontra-se em um raio fixo OM do ćırculo,
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Figura 1.6. A probabilidade de que o centro M situa-se num determinado segmento do
raio através de M é então proporcional ao comprimento do segmento. Claramente, o
comprimento da corda será mais longo do que o lado do triângulo equilátero inscrito se
o comprimento de OM é menor do que o raio/2. Segue-se que a probabilidade exigida
é 1/2.

Figura 1.6: Diagrama da solução 3.
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1.4 Exerćıcios

Exerćıcios da Seção 1.1

1. Sejam A,B dois conjuntos quaisquer. Prove que os enunciados a seguir são equivalentes:

a) A ⊆ B,

b) A = A ∩B,

c) B = A ∪B.

2. Prove que A \ ∅ = A e que A \B = A \ (A ∩B).

3. Demonstre que se A \B = A, então A ∩B = ∅.

4. Prove que A \B = ∅ se, e somente se, A ⊆ B.

5. Sejam A,B conjuntos quaisquer e seja E um conjunto que contenha A ∪B. Prove que:

a) A \B = A ∩ (E \B).

b) A ∩ (E \A) = ∅.
c) A ∪ (E \A) = E.

d) E \ (E \A) = A.

e) E \ ∅ = E.

f) E \ E = ∅.
g) A ⊆ B se, e somente se, E \B ⊆ E \A.

6. Demonstre que se A ⊆ C então A ∪ (B ∩ C) = (A ∪B) ∩ C.

7. Demonstre que A ⊆ C se, e somente se, A ∪ (B ∩ C) = (A ∪B) ∩ C

8. Prove que se A ̸= ∅ então (A ∪A) \A ̸= A ∪ (A \A).

9. Provar que A△∅ = A e que A△A = ∅.

10. Prove que para quaisquer dois conjuntos A e C, exite exatamente um conjunto B tal que A△B = C.
Verifique que este conjunto B é da forma B = A△C.

11. Verifique que

a) A ∪B = A△B△(A ∩B).

b) A \B = A△(A ∩B).

12. Demonstre que A△B = ∅ se, e somente se, A = B.

Exerćıcios da Seção 1.2

1. Um clube deve decidir entre os integrantes A, B, C, D e E qual será o presidente e qual o secretário.
Assumindo que um integrante não pode ocupar ambas posições:

(a) Descreva o espaço amostral associado à seleção do presidente e secretário;

(b) Descreva o evento no qual o integrante A é o secretário.

2. Descreva o espaço amostral nos seguintes experimentos:

(a) Selecionam-se famı́lias com três filhos, o sexo dos filhos é registrado em ordem crescente de idade;

(b) Um experimento consiste em selecionar 4 itens em uma fábrica e observar se cada item é defei-
tuoso ou não;



26 CAPÍTULO 1. INTRODUÇÃO

(c) Um livro é aberto em uma página qualquer e conta-se o número de erros de digitação.

3. Sejam A,B,C três eventos arbitrários do espaço amostral Ω.

(a) Qual é o evento de que somente aconteça A?

(b) Qual é o evento de que ao menos dois dos eventos A,B,C ocorram?

(c) Qual é o evento de que ambos A e C ocorram mas B não?

(d) Qual é o evento de que ao menos um dos eventos A,B,C ocorram?

4. No jogo de dominós, cada peça é marcada com dois números. As peças são simétricas, de modo que
os pares não são ordenados. Quantas diferentes peças podem ser formadas utilizando os números
1, 2, · · · , n?

5. O conjunto A possui 3 elementos e o conjunto B, 10 elementos. Quantas funções f : A→ B existem?
Quantas delas são injetoras?

6. De quantos modos podemos colocar dois reis diferentes em casas não-adjacentes de um tabuleiro 6×6?
E se os reis fossem iguais?

7. Cinco moças e cinco rapazes vão posar para uma fotografia, ocupando cinco degraus de uma escadaria,
de forma que em cada degrau fique uma moça e um rapaz. De quantas maneiras podemos arrumar
este grupo?

8. Em certo estado da federação as placas dos carros mostram cuatro números e três letras. Quantos
véıculos diferentes podem ser licenciados se:

a) Os números são colocados depois das letras?

b) Se não houver restrições acerca da ordem em que devem aparecer nas placas os números e as
letras?

9. Em um computador digital, um bit é um dos inteiros {0, 1} e uma palavra é qualquer sequência de 32
bits. Quantas palavras diferentes são posśıveis?

10. Ao organizar pessoas em torno de uma mesa circular, devemos levar em conta os seus lugares em
relação uns aos outros e não a posição real de qualquer pessoa. Mostre que n pessoas podem ser
organizadas em torno de uma mesa redonda em (n− 1)! maneiras.

11. Um conjunto finito Ω tem n elementos. Mostre que, se contarmos os conjuntos vazio e o próprio Ω
como subconjuntos, existem 2n subconjuntos de Ω.

12. A porta de um centro de informática possui uma trava que tem cinco botões numerados de 1 a 5. A
combinação de números que abre a fechadura é uma sequência de cinco números e é reposto a cada
semana.

(a) Quantas combinações são posśıveis se cada botão deve ser usado uma vez?

(b) Suponha que o bloqueio pode também ter combinações que exigem pressionar duas teclas ao
mesmo tempo e depois as outras três, uma de cada vez. Quantas combinações a mais permite
que isso?

13. Seja n ≥ 2 um número natural fixo. Determine la quantidade de pares (x, y) que existem de números
naturais x e y tais que

1 ≤ x ≤ y ≤ n·

14. Retiram-se 4 cartas, ao acaso, de um baralho de 52 cartas. Registra-se o número de reis na amostra.
As retiradas podem ser feitas de duas maneiras:

(a) sem reposição,

(b) com reposição.



1.4. EXERCÍCIOS 27

Determine em que caso, (a) ou (b), é mais provável obter 4 reis.

15. Suponha que n cartas numeradas de 1 até n sejam embaralhadas e retiradas uma por uma, sem
reposição, até todas as cartas serem retiradas. Qual a probabilidade de que para pelo menos uma
carta, o número da carta coincida com o número da retirada?

16. Uma empresa de computadores tem quatro candidatos a funcionários, todos igualmente qualificados,
dos quais dois são homens e dois são mulheres. A empresa tem de escolher dois candidatos, e ela não is
discrimina com base no sexo. Se ela escolher dois candidatos aleatoriamente, qual a probabilidade de
os dois candidatos escolhidos serem do mesmo sexo? Um aluno responde a essa pergunta da seguinte
forma: há três resultados posśıveis: duas mulheres, dois homens, uma mulher e um homem. O número
de eventos favoráveis é dois. Então a probabilidade é 2/3. Esse cálculo está correto?

17. Suponha que um grupo de 2n adolescentes é dividido em dois subgrupos. Calcule a probabilidade de
que dois adolescentes altos estejam em:

(a) em grupos diferentes,

(b) no mesmo grupo.

18. Qual é a probabilidade de que os aniversários de doze pessoas sejam em meses diferentes? E a proba-
bilidade de que os aniversários de quatro pessoas sejam em dois meses?

19. Três aventureiros devem escolher um deles para uma missão arriscada. Para isso, pegam uma urna com
duas bolas brancas e uma bola vermelha, e cada um retira sucessivamente uma bola, sem reposição.
Aquele que pegue a bola vermelha será o escolhido para realizar a missão. Mostre que todos têm a
mesma probabilidade de ser o escolhido, qualquer que seja a ordem em que realizem as extrações.

20. Se n bolas são colocadas aleatoriamente em n urnas, qual é a probabilidade de que exatamente uma
urna permaneça vazia?

21. Um armário contém n pares de sapatos. Se 2r sapatos são escolhidos aleatoriamente (2r < n), qual é
a probabilidade de não haver nenhum par correto na amostra?

22. Duas pessoas lançam, cada uma delas, uma moeda equilibrada n vezes. Qual a probabilidade de que
elas obtenham o mesmo número de caras?

23. Noventa alunos, incluindo Joe e Jane, devem ser divididos em três classes de igual tamanho, e isso
deve ser feito ao acaso. Qual é a probabilidade de que Joe e Jane acabam na mesma classe?

24. Uma urna contém 3 bolas numeradas de 1 a 3 e outra urna contém 5 bolas numeradas de 1 a 5. Ao
retirar-se aleatoriamente uma bola de cada uma, qual é a probabilidade de que a soma dos pontos seja
maior do que 4?

25. Um dado equilibrado lança-se 6 vezes consecutivas. Qual é a probabilidade de que:

(a) Apareçam as seis caras do dado em ordem crescente o decrescente?

(b) Apareçam as seis caras do dado em qualquer ordem?

(c) Somente apareçam números pares?

(d) Apareçam números pares e ı́mpares alternados?

26. Suponha que os motoristas de 8 automóveis estacionam seus carros completamente ao azar num
estacionamento de 12 lugares e que o estacionamento é de forma linear. Determine a probabilidade de
que os lugares não ocupados sejam adjacentes.

27. Cinco pessoas ficam em um elevador que para a cinco andares. Supondo que cada peso tem igual
probabilidade de ir para qualquer andar, qual a probabilidade de que todas elas saiam diferentes
andares?

28. Fofoca Numa povoado de n+1 habitantes um deles rumora alguma coisa a uma segunda pessoa, esta
por sua vez o conta a uma terceira pessoa (que pode ser a primeira pessoa) e assim sucessivamente.
Determine a probabilidade de que o rumor se transmita r vezes sem que regresse à primeira pessoa.
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29. Um padeiro elabora 100 pães num dia onde 10 deles pesam menos do que deveriam. Um inspetor
pesa 5 pães escolhidos ao azar. Calcule a probabilidade de que o inspetor encontre na sua amostra
exatamente um pão de peso incorreto.

30. Lançam-se dois dados idênticos e equilibrados ao mesmo tempo. Calcule a probabilidade de que a
soma das duas caras seja igual a 2, 3, · · · , 12. Comprove que a soma de todas essas probabilidades é 1.

31. Uma moeda equilibrada é lançada quatro vezes consecutivas. Calcule a probabilidade de que o número
de vezes que se obtém “cara” seja estrictamente maior do que o número de vezes que se obtém “coroa”.

32. Pontos Suponha que um experimento aleatório têm como espaço amostral o conjunto de pares (x, y),
tais que tanto x quanto y assumem valores em {1, 2, · · · , n} e ainda considera-se que quaisquer destes
pontos no plano ocorre com mesma probabilidade. Calcule a probabilidade de que ao fazer uma vez o
experimento aletório:

a) Se obtenha um ponto na diagonal, isto é, x = y;

b) Se obtenha um ponto nas bordas, isto é, x = 1 ou x = n ou y = 1 ou y = n;

c) Se obtenha um ponto que satisfaça x ≤ y;

d) Se obtenha um ponto tal que |x− y| ≤ 2.

Exerćıcios da Seção 1.3

1. Você está visitando São Francisco e está tomando um passeio de bonde a uma loja na Rua do Mercado.
Você vai encontrar um amigo na loja às 15:00h. Os bondes partem a cada 10 minutos e a viajem até
a loja é de 8 minutos. Você chega na parada de bonde em 14:48h. Qual é a probabilidade de que você
vai chegar na loja às 15:00h?

2. Você está esperando um telefonema de um amigo a qualquer momento entre 18:00h e 19:00h. Ines-
peradamente, você tem que executar uma missão para um parente e se ausentar desde as 17:45 até
18:10. Qual é a probabilidade de você perder o chamado de seu amigo?

Figura 1.7: Frasco de vidro para arrecadar doações.

3. Imagine que você organiza um evento para levantar fundos em sua escola. Você preenche um grande
frasco de vidro que tem um diâmetro de 25 cent́ımetros de água e coloca um prato que tem um
diâmetro de 5 cent́ımetros na parte inferior do frasco, como na Figura 1.7. A pessoa doa uma moeda,
largando-o na jarra. Se a moeda cai no prato, a pessoa ganha um pequeno prêmio.

(a) Calcule a probabilidade de uma moeda cair no prato, tendo a mesma chance de cair em qualquer
lugar no fundo do frasco.

(b) Suponhamos que, em vez do prato, um ćırculo com um diâmetro de 5 cent́ımetros é pintado sobre
o fundo do frasco e qualquer moeda a tocar o ćırculo ganha um prêmio. Será que a probabilidade
da pessoa ganhar um prêmio muda? Explique.

4. Um alvo quadrado com 20cm de lados inclui uma região triangular com lados iguais, cada um de
comprimento 5cm. Um dardo é lançado e atinge o alvo de forma aleatória. Encontre a probabilidade
de o dardo atingir o triângulo.
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5. Trace as linhas y = x e y = 3 em um plano de coordenadas. Um ponto é escolhido aleatoriamente a
partir de dentro dos limites 0 < y < 4 e 0 < x < 4. Encontre a probabilidade de que as coordenadas
do ponto sejam uma solução do sistema de desigualdades y < 3 e y > x.

6. Um alvo em forma hexagonal regular com lados de 14 cent́ımetros de comprimento tem um olho de
boi circular com um diâmetro de três cent́ımetros. Suponha que são lançados dardos para acertar o
alvo ao acaso.

(a) Qual é a probabilidade de que um dardo que atinge o alvo vai bater o olho do boi?

(b) Encontre a probabilidade de que um dardo vai bater o olho do boi, se o raio do olho do boi é
dobrada.
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Caṕıtulo 2

Probabilidade axiomática

Uma das dificuldades em desenvolver uma teoria matemática das probabilidades tem sido
a de chegar a uma definição simples e precisa o suficiente para usar em matemática, mas
abrangente para ser aplicável a uma vasta gama de fenômenos. A busca de uma definição
amplamente aceitável levou quase três séculos e foi marcado por muita controvérsia. A
questão foi finalmente resolvida no século 20, tratando a teoria das probabilidades em uma
base axiomática.

Em 1933, uma monografia do matemático russo A. Kolmogorov delineou uma abordagem
axiomática que forma a base para a moderna teoria1. Desde então, as ideias foram aper-
feiçoadas e um pouco da teoria das probabilidades é agora parte de uma disciplina mais geral
conhecida como teoria da medida.

Dedicaremos este caṕıtulo à definição moderna da função de probabilidade ou simples-
mente probabilidade. Entendemos por definição moderna a definição axiomática e, portanto,
definição matematicamente fundamentada e proposta por A.N.Kolmogorov em 1933.

Para entender a definição moderna de probabilidades devemos compreender primeiro os
conceitos de álgebra e σ-álgebra de eventos aleatórios e, ainda, entender uma situação par-
ticular destes conjuntos quando aplicados estes conceitos na reta real, a chamada σ-álgebra
de Borel.

2.1 Álgebra e σ-álgebra de eventos aleatórios

Vamos supor que a classe dos eventos aleatórios possua certas propriedades básicas intuitivas,
as quais serão primordiais para o desenvolvimento posterior da teoria das probabilidades. Se
o espaço amostral não é enumerável, muitas vezes não é posśıvel encontrar funções não triviais
que meçam todos os conjuntos de Ω, enquanto que a aditividade ainda se mantém. Neste
caso, é necessário a medida, pelo menos, ser aplicável a uma grande classe de subconjuntos,
esperando que o classe é grande o suficiente e de grande relevância para os conjuntos que
surgem na prática. Tal coleção de subconjuntos é chamado de σ-álgebra, e devem satisfazer
propriedades fechadas agradáveis.

Lembremos que se dados dois eventos A e B no espaço amostral Ω, dizemos que A ⊂ B

1A monografia de Kolmogorov, original em russo, está dispońıvel em tradução ao inglês como Fundamentos
da Teoria da Probabilidade

31
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se ω ∈ A implica que ω ∈ B. Em palavras, a ocorrência de A implica a ocorrência de B. A
união de dois eventos A e B é definida como A ∪ B = {ω : ω ∈ A ou ω ∈ B} e representa o
evento de que pelo menos um dos dois eventos A ou B ocorrem. A interseção de dois eventos
A e B é A ∩B = {ω : ω ∈ A e ω ∈ B} e representa o evento de que ambos A e B ocorrem.

Também, dois eventos A e B são disjuntos ou mutuamente exclusivos se A∩B = ∅, sendo
∅ o evento vazio. Isso significa que A e B não ocorrem simultaneamente. Para qualquer
evento A, o complementar de A é Ac = {ω : ω /∈ A} e representa o evento de que A não
ocorre. Ainda temos que as operações binárias ∪ e ∩ satisfazem as leis de distributivas: para
quaisquer eventos A, B e C, temos que

A ∩ (B ∪ C) = (A ∩B) ∪ (A ∩ C) e A ∪ (B ∩ C) = (A ∪B) ∩ (A ∪ C)·

Estas e outras propriedades de eventos foram estudadas na Seção 1.1. Acontece que
muitas vezes é conveniente ou mesmo necessário transformar as combinações de eventos
em formas alternativas. Nesse sentido propriedades interessantes são as chamadas Leis de
Morgan apresentadas no Teorema 1.4. Notamos que (a), no referido teorema, estabelece que
o evento de que nenhum A e B ocorre é igual ao complementar do evento de que pelo menos
um de A ou B ocorre. Já o item (b), no mesmo teorema, expressa que o complementar do
evento de que ambos A e B ocorrem é exatamente o evento de que ao menos um deles não
ocorre.

As leis têm o nome de Augustus De Morgan, que introduziu uma versão formal das leis na
lógica proposicional clássica. A formulação de De Morgan foi influenciada pela lógica empre-
endida por George Boole. No entanto, uma observação semelhante foi feita por Aristóteles e
era conhecida pelos lógicos gregos e medievais.

Definição 2.1

Seja F uma classe de eventos aleatórios definidos no espaço amostral Ω, não vazio. Para
que F seja uma álgebra de eventos, deve satisfazer as condições:

(a) Ω ∈ F ,

(b) Se A ∈ F , então Ac ∈ F ,

(c) Se A ∈ F e B ∈ F , então A
∪
B ∈ F .

A seguir consideraremos sempre que o espaço amostral Ω é não vazio, a menos que seja
explicitado o contrário. Uma questão agora é: num determinado experimento, será que
sempre é posśıvel definir uma álgebra de eventos? o seguinte exemplo nos mostra um caminho
para chegar à resposta desta questão.

Exemplo 2.1

No caso do lançamento de uma moeda e somente considerando como posśıveis resultados
Ω = {cara, coroa}, uma álgebra de eventos seria F = {∅,Ω, {cara}, {coroa}}.
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Teorema 2.1

Seja F uma álgebra de eventos de subconjuntos de Ω. Então valem as seguintes propri-
edades:

(a) ∅ ∈ F ,

(b) Para todo n e para todo A1, A2, · · · , An ∈ F , temos que

n∪
i=1

Ai ∈ F e
n∩

i=1

Ai ∈ F ·

Demonstração : A demonstração de (a) é evidente do item (b) na definição 2.1, se Ω ∈ F ,
então Ωc = ∅ ∈ F . Pela definição de álgebra de eventos, sabemos que A1

∪
A2 ∈ F , então

(A1
∪

A2)
∪

A3 ∈ F . Por indução,
n∪

i=1

Ai ∈ F ·

Observando que
n∩

i=1

Ai =

(
n∪

i=1

Ac
i

)c

,

segundo o item (b) da Lei de Morgan e, aplicando sucessivamente o item (b) na Definição
2.1, temos que

∩n
i=1Ai ∈ F .

Fizemos-no a pergunta de se álgebras de subconjuntos de um espaço amostral não vazio
sempre existem. Acontece que, quando Ω é finito sempre é posśıvel definir a álgebra de todas
as partes de Ω, isto é, F = P(Ω), este conhecido como conjunto potência. Por exemplo,
no Exemplo 2.1 onde Ω = {cara, coroa} temos F = P(Ω) = {∅,Ω, {cara}, {coroa}}. A
classe P(Ω) tem 22 = 4 elementos, de modo que há 4 eventos aleatórios associados a este
experimento. No caso finito geral, se Ω tem n elementos, P(Ω) tem 2n elementos.

Exemplo 2.2

Se Ω = {1, 2, 3}, então |P(Ω)| = 2|Ω| = 23 = 8, estamos denotando cardinalidade ou
número de elementos de um conjunto por | · |. Neste caso

P(Ω) = {∅, {1}, {2}, {3}, {1, 2}, {1, 3}, {2, 3},Ω}·

Exemplo 2.3

Seja Ω um espaço amostral. As seguintes classes de subconjuntos de Ω são álgebras:

(a) F1 = {∅,Ω},

(b) F2 = {∅, A,Ac,Ω}, sendo A ⊆ Ω,
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(c) F3 = {∅, A,Ac, B \ A, (B \ A)c, B,Bc,Ω}, sendo A ⊂ B, A,B ⊆ Ω,

(d) F4 = P(Ω).

A demonstração que as classes de conjuntos definidos acima são álgebras é um exerćıcio
para o leitor.

Quando Ω é finito uma álgebra é uma classe adequada para o cálculo de probabilidades.
Isto deve-se a que uma álgebra contém o evento imposśıvel, o evento certo, o evento contrário
de qualquer evento que pertença a classe, a união e interseção de eventos que pertençam à
classe, isto é, em regra todos os acontecimentos interessantes.

No caso Ω infinito, mesmo que enumerável, uma álgebra deixa de servir para a construção
de uma teoria que seja mais forte. Resulta que quando Ω é infinito existem acontecimentos
interessantes expressos pela união infinita de outros acontecimentos ou de acontecimentos
elementares. Então ao invés de utilizarmos álgebra de eventos, deve-se utilizar σ-álgebra de
eventos.

Definição 2.2

Seja F uma classe de eventos aleatórios definidos no espaço amostral Ω. Para que F seja
uma σ-álgebra de eventos, deve satisfazer as condições:

(a) Ω ∈ F ,

(b) Se A ∈ F , então Ac ∈ F ,

(c) Se Ai ∈ F , para i = 1, 2, · · · , então
∞∪
i=1

Ai ∈ F .

Uma σ-álgebra é sempre uma álgebra. Seja F uma σ-álgebra, então se A, B ∈ F

A ∪B = A ∪B ∪B ∪ · · · ∈ F ,

logo F é álgebra. O contrário não é verdade, nem toda álgebra é σ-álgebra.

Exemplo 2.4

Vamos considerar outro exemplo importante aqui, o espaço amostral associado a um
número infinito de jogadas de uma moeda. Seja

Ω = {ω = (ω1, ω2, · · · ) : ωj = 0 ou 1}·

Pensamos em 0 como resultado coroa e 1 como cara. Para cada inteiro positivo n, seja

Ωn = {(ω1, ω2, · · · , ωn) : ωj = 0 ou 1}·

Cada Ωn é um conjunto finito de 2n elementos. Denotemos por Fn as σ-álgebras con-
sistindo de todos os eventos que dependem apenas dos primeiros n lançamentos. Mais
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formalmente, definimos Fn como a coleção de todos os subconjuntos de A ⊂ Ω, tais que
exista um E ∈ P(Ω) com

A = {(ω1, ω2, · · · ) : (ω1, ω2, · · · , ωn) ∈ E}·

Observemos que Fn é uma σ-álgebra finita contendo 22
n
subconjuntos e F1 ⊂ F2 ⊂

F3 ⊂ · · · ·. Definamos

F0 =
∞∪
n=1

Fn·

Mostrar que F0 é álgebra mas não é σ-álgebra fica como exerćıcio ao leitor.

Teorema 2.2

Seja F uma σ-álgebra definida em Ω. Se A1, A2, · · · ∈ F , então
∞∩
i=1

Ai ∈ F .

Demonstração :
∞∩
i=1

∈ F =

( ∞∪
i=1

Ai

)c

·

Exemplo 2.5

Seja Ω um espaço amostral não enumerável e seja F uma classe que consiste de todos
os subconjuntos enumeráveis de Ω e de todos os subconjuntos de Ω cujos complementares
são enumeráveis. Então F é una σ-álgebra.

Primeiro observemos que Ωc é enumerável (o vazio é enumerável, contém zero elemen-
tos), então Ω ∈ F . Seja A ∈ F , se A é enumerável o complementar de Ac é enumerável,
logo Ac ∈ F . Caso A não seja enumerável então Ac é enumerável e, portanto, Ac ∈ F .

Consideremos A1, A2, · · · ∈ F . Caso todos os Ai sejam enumeráveis, então

∞∪
i=1

Ai ∈ F ·

Sejam Ai1 , Ai2 , · · · conjuntos não enumeráveis de F . Pelo Teorema 1.4 temos que(∪
k

Aik

)c

=
∩
k

Ac
ik
·

Observemos que cada Ac
i1
, Ac

i2
, · · · é enumerável, então∩

k

Ac
ik

é enumerável e, portanto, ∩
k

Ac
ik
∈ F ·
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Teorema 2.3

Seja F uma σ-álgebra definida em Ω. Se A,B ∈ F , então A \B ∈ F e A△B ∈ F .

Demonstração : Exerćıcio.

Devemos observar que a união de σ-álgebras não é necessariamente uma σ-álgebra. Ve-
jamos isso no seguinte exemplo.

Exemplo 2.6

Consideremos o espaço amostral definido como Ω = {1, 2, 3} e, definidas em Ω, sejam F1

e F2 duas σ-álgebras definidas como F1 = {∅, {1}, {2, 3},Ω} e F2 = {∅, {1, 2}, {3}Ω}.
Observemos que

F1 ∪ F2 = {∅, {1}, {1, 2}, {2, 3}, {3},Ω},

e que o subconjunto {2, 3} \ {3} = {2} /∈ F1 ∪ F2.

No caso Ω finito P(Ω), o conjunto das partes de Ω ou conjunto potência de Ω, é uma σ-
álgebra. No caso Ω infinito, em especial cont́ınuo, a construção de uma σ-álgebra de eventos
Ω é mais complexa. Este assunto será objeto de estudo sa Seção 2.1.1.

Definição 2.3

Uma σ-álgebra F definida em Ω é mı́nima em relação a todas as σ-álgebras que contém
a classe de conjuntos C se satisfaz:

(a) C ⊆ F ,

(b) Se G é uma outra σ-álgebra definida em Ω e C ⊆ G, então F ⊆ G.

Exemplo 2.7

Seja Ω um espaço amostral enumerável. Nestas condições sempre podemos construir
duas σ-álgebras

F0 = {∅,Ω}

e
F1 = P(Ω)·

Observemos que se F é uma outra σ-álgebra definida em Ω, se satisfaz que F0 ⊂ F ⊂
F1. Assim, podemos dizer que F0 é a menor σ-álgebra posśıvel e F1 é a maior σ-álgebra
posśıvel.

Devemos esclarecer que a menor σ-álgebra posśıvel F0 sempre existe, mais isso não
significa que F0 seja sempre a σ-álgebra mı́nima. Observe que o conceito de σ-álgebra
mı́nima depende da classe de conjuntos C.
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Definição 2.4 (σ-álgebra gerada)

Seja Ω um espaço amostral e C uma classe de subconjuntos de Ω. Dizemos que σ(C) é
uma σ-álgebra gerada por C se σ(C) contém C e é mı́nima em relação a todas as σ-álgebras
que contém C.

Exemplo 2.8

Sejam A,B ⊆ Ω tais que A∩B = ∅. Definamos a classe C = {A,B}. A menor σ-álgebra
que contém a classe C ou σ-álgebra mı́nima que contém C é

σ(C) = {∅, A,B, (A ∪B), (A ∪B)c, Ac, Bc,Ω},

e, portanto, é a σ-álgebra gerada por C.

Teorema 2.4

Sejam C1 e C2 duas classes de subconjuntos de Ω tais que C1 ⊆ C2. Então

σ(C1) ⊆ σ(C2)·

Demonstração : Sabemos que C1 ⊆ C2 ⊆ σ(C2). Então σ(C2) é uma σ-álgebra que contém C1,
portanto σ(C1) ⊆ σ(C2).

Exemplo 2.9

Sejam A,B,C ⊆ Ω disjuntos dois a dois. Definamos as classes C1 = {A,B} e C2 =
{A,B,C}. Do Exemplo 2.8 temos que

σ(C1) = {∅, A,B, (A ∪B), (A ∪B)c, Ac, Bc,Ω}·

É claro que C1 ⊆ C2 e

σ(C2) = {∅, A,B,C, (A ∪B), (A ∪ C), (B ∪ C), (A ∪B ∪ C), (A ∪B)c,
(A ∪ C)c, (B ∪ C)c, (A ∪B ∪ C)c, Ac, Bc, Cc,Ω},

portanto, σ(C1) ⊆ σ(C2).

Teorema 2.5

Se C é uma σ-álgebra, então σ(C) = C.
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Demonstração : Sabemos que C ⊆ σ(C). Dado que C é σ-álgebra, então σ(C) ⊆ C, o que
demonstra a igualdade.

A interseção de σ-álgebras é uma σ-álgebra (ver Exerćıcio 17), isto permite definir de
maneira diferente σ-álgebra gerada.

Teorema 2.6

Seja C uma classe de subconjuntos de Ω. A σ-álgebra gerada por C é

σ(C) =
∩
{F : F é uma σ-álgebra e C ⊆ F}· (2.1)

Demonstração : A σ-álgebra definida em (2.1) contém a coleção C e se G for uma σ-álgebra
que contenha C, então σ(C) ⊆ G. Isto mostra que σ(C) é uma σ-álgebra mı́nima em relação
a todas as σ-álgebras que contém a classe de conjuntos C e, portanto, a σ-álgebra em (2.1)
é uma σ-álgebra gerada por C segundo a Definição 2.4. A conclusão da demonstração é
exerćıcio para o leitor.

2.1.1 σ-álgebra de Borel

Quando o espaço amostral é um conjunto finito de n elementos ou infinito enumerável pode-
mos considerar às σ-álgebras consistindo de todos os seus subconjuntos, com as respectivas
potências 2n ou 2|N|. No entanto, quando o espaço amostral é o conjunto de números reais
ou um intervalo nos reais, esta escolha levanta uma série de problemas técnicos. Neste caso,
gostaŕıamos que todos os subconjuntos de um único ponto de Ω e todos os intervalos fechados,
abertos ou semi-fechados fossem eventos.

Os problemas técnicos aos quais fizemos referência serão resolvidos utilizando uma σ-
álgebra especial nos números reais, conhecida como σ-álgebra de Borel2. Excelentes livros
deste tema são Halmos (1950), Kolmogorov & Fomin (1961) e Royden (1988), dentre outros.

Recordemos que um conjunto E ⊆ R, onde R denota o conjunto dos números reais, é
dito ser um conjunto aberto se para todo elemento x ∈ E existe algum ϵ > 0, que depende
de x, de maneira que o intervalo (x − ϵ, x + ϵ) esteja contido em E. Recordemos também
que todo intervalo real da forma (a, b), −∞ < a < b < +∞ é um conjunto aberto de R. Um
conjunto F ⊆ R é dito fechado se F c for um conjunto aberto. Observemos que ambos R e ∅
são, simultaneamente, conjuntos abertos e fechados.

Chamemos O a coleção de todos os conjuntos abertos de R, não é dif́ıcil perceber que O
não é uma σ-álgebra de subconjuntos de R. Observe que se A ∈ O, então A é um conjunto
aberto e, por definição, Ac é um conjunto fechado, logo Ac /∈ O. Entretanto σ(O), a σ-álgebra
gerada por O, existe e satisfaz que O ⊂ σ(O). Isto nos permite a seguinte definição.

2Emile Borel (1871-1953), matemático francês. Um dos principais contribuidores da atual teoria da
medida, da qual a teoria das probabilidades moderna é uma situação particular independente.
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Definição 2.5 (σ-álgebra de Borel)

Sejam Ω = R e O a classe dos conjuntos abertos em R. Define-se a σ-álgebra de Borel
sobre R, denotada por B(R), como

B(R) = σ(O)·

Dado que B(R) é uma σ-álgebra, vemos que necessariamente contém todos os conjuntos
abertos, todos os conjuntos fechados, todas as uniões de conjuntos abertos, todas as uniões
de conjuntos fechados, todas as interseções de conjuntos fechados e todas as interseções de
conjuntos abertos. Os elementos de B(R) são chamados de Borelianos na reta e, em termos
intuitivos, um Boreliano é um conjunto que pode ser obtido de um número enumerável de
conjuntos abertos aplicando-se as operações ∩ e ∪, assim como o complemento um número
enumerável de vezes.

O seguinte teorema carateriza os conjuntos reais abertos e será de grande utilidade.

Teorema 2.7

Seja E ⊆ R um conjunto aberto. Então existe, pelo menos, uma quantidade enumerável
de intervalos abertos disjuntos Ik, k = 1, 2, · · · , tais que

E =
∞∪
k=1

Ik·

Demonstração : A ideia é definir a relação de equivalência em E da seguinte maneira. Se
a, b ∈ E, dizemos que a é equivalente a b, escrevemos a ∼ b, se o intervalo aberto (a, b)
estiver contido em E. Esta relação de equivalência particiona E na união de conjuntos
disjuntos. Não sabemos a priori se existe uma quantidade enumerável destes conjuntos.
Assim sendo, denotemos estes conjuntos por Ik, k ∈ J , onde J é um conjunto de ı́ndices
qualquer. Observemos que Ik, de fato, é um intervalo pelo seguinte motivo: se ak, bk ∈ Ik,
então ak ∼ bk de modo que o intervalo aberto (ak, bk) está contido em Ik. dado que ak e bk
são arbitrários vemos que Ik é um intervalo. O próximo passo é provar que Ik é um conjunto
aberto. Seja x ∈ Ik, um elemento arbitrário. Dado que x ∈ E e E é aberto, sabemos existe
um ϵ > 0 de maneira que (x − ϵ, x + ϵ) ⊆ E. Contudo, temos claramente que a ∼ x para
todo a ∈ (x− ϵ, x+ ϵ), o qual implica que a ϵ-vizinhança de x está contida em Ik. Portanto,
Ik é um conjunto aberto, como requerido. Por último, vamos mostrar que há, no máximo,
um número enumerável de Ik. Isto resulta do fato de que, cada Ik deve conter pelo menos
um número racional. Uma vez que existem enumeráveis números racionais, pode haver no
máximo enumeráveis intervalos Ik.

Em momento algum dizemos que B(R) seja o conjunto das partes dos reais ou, em ou-
tras palavras, nós não provamos que não existam conjuntos reais que não sejam Borelianos.
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Exemplos de conjuntos reais não Borelianos podem ser encontrados em Royden (1988). De
fato, não existe um procedimento simples para determinar quando um dado conjunto A ⊆ R
é um Boreliano ou não. No entanto, uma maneira para entendermos melhor a σ-álgebra de
Borel B(R) é demonstrando que ela pode ser gerada pelos intervalos da forma (−∞, a], isso
será provado no Teorema 2.9.

Antes disso apresentamos um resultado auxiliar.

Teorema 2.8

Sejam x, y ∈ R com x < y. Então, podemos escrever:

1- (x, y] = (−∞, y] \ (−∞, x],

2- {x} =
∞∩
n=1

(
x− 1

n
, x

]
,

3- (x, y) = (x, y] \ {y},

4- [x, y] = (x, y] ∪ {x},

5- [x, y) = {x} ∪ (x, y] \ {y},

6- (x,+∞) = (−∞, x]c.

Demonstração : Exerćıcio.

Exemplo 2.10

Observemos que, segundo os resultados apresentados no Teorema 2.8, para escrever o
intervalo aberto (x,+∞) podemos utilizar uma sequência de intervalos com extremos
direitos divergentes.

Assim, podemos escrever que

(x,+∞) =
∞∪
n=0

(x, x+ n)·

Significa que qualquer seja y ∈ R, sendo y > x, então

y ∈
∞∪
n=0

(x, x+ n)·

Isto deve-se à densidade dos números reais, ou seja, quaisquer sejam os números reais x
e y, x < y sempre existirá um número natural n de maneira que y ∈ (x, x+ n).

As relações apresentadas no Teorema 2.8 serão frequentemente usadas nas demonstrações
de resultados, isso devido a que o referido teorema nos explica como escrever intervalos reais
como união, interseção e demais operações de coleções enumeráveis de intervalos.
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A seguir demonstramos um teorema muito importante porque nos mostra uma forma de
encontrar elementos de B(R).

Teorema 2.9

Seja I a classe dos intervalos I = {(−∞, a] : a ∈ Q}, Q é o conjunto dos números
racionais. Então, a σ-álgebra de Borel B(R) é gerada por I, isto é,

B(R) = σ(I)·

Demonstração : Denotemos por O a classe todos os intervalos abertos. Dado que todo con-
junto aberto em R é, pelo menos, união enumerável de intervalos abertos (ver Teorema 2.7),
nós devemos ter que σ(O) = B(R). Denotemos por I a coleção de todos os intervalos da
forma (−∞, a], a ∈ Q. Seja (a, b) ∈ O para algum b > a, com a, b ∈ Q. Seja an = a+ 1

n , de
modo que an ↓ a quando n→∞ e bn = b− 1

n , de modo que bn ↑ b quando n→∞. Portanto

(a, b) =

∞∪
n=1

(an, bn] =

∞∪
n=1

{(−∞, bn] ∩ (−∞, an]
c},

o qual implica que (a, b) ∈ σ(I). Isto é, O ⊆ σ(I) de forma que σ(O) ⊆ σ(I). Contudo,
todo elemento de I é um conjunto fechado, logo

σ(I) ⊆ B(R)·

Isto dá a cadeia de contenções

B(R) = σ(O) ⊆ σ(I) ⊆ B(R),

de forma que σ(I) = B(R), provando o resultado.

Teorema 2.10

Sejam x, y números reais tais que x < y. Os intervalos

(x,+∞), (x, y), [x, y], [x, y), (x, y], (x)

são todos elementos de B(R).

Demonstração : Exerćıcio.

Segundo este teorema uniões e intercepções de quantidades enumeráveis de quaisquer
dos intervalos mencionados assim como complementos dos conjuntos resultantes são todos
Borelianos. Isto pode ser utilizado para verificar os seguintes resultados.
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Exemplo 2.11

O conjunto Q, dos números racionais, é Boreliano por ser união enumerável de intervalos
degenerados, ou seja, pontos. Devemos lembrar que o conjunto dos números racionais é
enumerável. O conjunto dos números irracionais I também é Boreliano, pois é comple-
mentar de união enumerável. Aqui estamos considerando que

Q ∩ I = ∅ e Q ∪ I = R·

De forma equivalente, pode definir-se B(R) como a σ-álgebra mı́nima gerada por todos
os subconjuntos abertos de R. Em ambos os casos, a σ-álgebra gerada é B(R). Além da
Definição 2.5 e do comentário anterior, existem outras formas equivalentes de gerar a σ-
álgebra de Borel. Esse é o conteúdo do seguinte resultado.

Teorema 2.11

Estas σ-álgebras são todas idênticas a B(R).

1- σ({(x, y) : x ≤ y}).

2- σ({[x, y] : x ≤ y}).

3- σ({(x, y] : x ≤ y}).

4- σ({[x, y) : x ≤ y}).

5- σ({[x,+∞) : x ∈ R}).

Demonstração : Apresentamos somente a demonstração da primeira situação, as outras si-
tuações demonstram-se de maneira similar. Para demonstrar que B(R) = σ({(x, y) : x ≤ y})
verificamos as duas sentenças:

⊆ Primeiro (x, y) ∈ B(R), então {(x, y) : x ≤ y} ⊆ B(R), portanto σ({(x, y) : x ≤ y}) ⊆
B(R).

⊇ Sabemos que (−∞, y] ∈ σ({(x, y) : x ≤ y}), devido a que

(−∞, y] = (∞, y) ∪ {y} e(−∞, y) =

∞∪
n=1

(x− n, y)·

Então {(−∞, y] : y ∈ R} ⊆ σ({(x, y) : x ≤ y}). Portanto B(R) ⊆ σ({(x, y) : x ≤ y}).

É natural perguntar-se se à coleção B(R) pertencem todos os subconjuntos de R, pergunta
que nos fizemos atrás. Mesmo com todos os esclarecimentos acerca dos conjuntos que per-
tencem a σ álgebra de Borel a resposta é negativa, ou seja, pode-se demonstrar que existem
subconjuntos dos números reais que não pertencem a B(R). A construção de tais conjuntos
não é simples, alguns exemplos podem ser consultados em Halmos (1950) e Cohn (1980). Nós
apresentamos aqui dois exemplos de subconjuntos de números reais que não são borelianos.
O primeiro destes exemplos deve-se à Cantor3

3Georg Ferdinand Ludwig Philipp Cantor (1845 - 1918) foi um matemático alemão. Ele criou a teoria
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O conjunto do Cantor é um conjunto de pontos situados em um segmento de linha.
Ele é criado tomando algum intervalo, por exemplo [0, 1], removendo o terço médio (1

3
, 2
3
),

removendo o terço médio de cada uma das duas seções restantes (1
9
, 2
9
) e (7

9
, 8
9
), em seguida

removendo o terço médio das quatro seções restantes e assim por diante, ao infinito. Ver a
Figura 2.1.

É um conjunto fechado consistindo inteiramente de pontos de fronteira e é um contra
exemplo importante na teoria dos conjuntos. Ao aprendermos sobre a cardinalidade, pri-
meiro são mostrados os subintervalos dos números reais, como exemplos de conjuntos não
enumeráveis infinitos. Isso pode sugerir que qualquer subconjunto infinito não enumerável
deve conter um intervalo; tal afirmação é falsa. Um contra exemplo para essa afirmação é o
conjunto Cantor, que não é enumerável, apesar de não conter nenhum intervalo. No Exemplo
2.12 mostramos a construção deste conjunto e propriedades, nossa principal referência é o
artigo de Stettin (2019).

Figura 2.1: Construção do conjunto de Cantor.

Para entendermos a construção do conjunto de Cantor vamos introduzir o conceito de
expansões base 3, também chamadas de expansões ternárias, representam números decimais
ao usar os d́ıgitos 0, 1, 2. Por exemplo, o número 3 em decimal é 10 em base 3. Frações
na base 3 são representadas em termos de potências negativas de 3, onde uma fração N em
decimal pode ser representada como

N =
c

b
+

c2
b2

+
c3
b3

+ · · · + cn
bn

+ · · · , (2.2)

onde 0 ≤ ci < 3 e a fração é escrita em base 3 como N = 0.c1c2c3 · · · . Por exemplo

1

6
= 0.166666 · · · = 0

3
+

1

32
+

1

33
+

1

34
+

1

35
+

1

36
+

1

37
+ · · · = 0.01111113 = 0.013·

Da mesma forma, as frações decimais podem ser convertidas pela multiplicação por 3, obtendo
o resultado módulo 3, multiplicando o restante por 3 e, em seguida, tomando o módulo 3

dos conjuntos, que se tornou uma teoria fundamental na matemática. Cantor estabeleceu a importância da
correspondência um-a-um entre os membros de dois conjuntos, definiu conjuntos infinitos e bem ordenados,
e provou que os números reais são mais numerosos que os números naturais. De fato, o método de prova de
Cantor deste teorema implica a existência de uma infinidade de infinitos. Ele definiu os números cardinais e
ordinais e sua aritmética.
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desse, etc. até que o resto seja 0:

0.166666 × 3 = 0 + 0.5 , c1 = 0
0.5 × 3 = 1 + 0.5 , c2 = 1
0.5 × 3 = 1 + 0.5 , c2 = 1

...
= 0.0113

(2.3)

Na base 3, alguns pontos possuem mais de uma notação:
1

3
× 3 = 1 + 0, de maneira que

c1 = 1 e
1

3
= 0.13. Mas também temos o seguinte:

1

3
× 3 = 0.3333 · · · × 3 = 0 + 0.9999 · · · , c1 = 0

= 0.9999 · · · × 3 = 2 + 0.9999 · · · , c2 = 2
= 0.9999 · · · × 3 = 2 + 0.9999 · · · , c2 = 2

...
= 0.023

(2.4)

Desta maneira
1

3
= 0.3 = 0.13 = 0.023. Isso às vezes significa que há ambiguidade, um

mesmo número pode ser escrito de diversas formas.

Exemplo 2.12 (Conjunto de Cantor)

O conjunto de Cantor é constrúıdo removendo subintervalos cada vez menores de [0, 1].
Na primeira etapa, remova (1

3
, 2
3
) de [0, 1]. Na segunda etapa remova (1

9
, 2
9
)∪ (7

9
, 8
9
) do que

resta após o primeiro passo. Como mostrado na Figura 2.1. Em geral, na n-ésima etapa,
remova ( 1

3n
,
2

3n

)∪( 4

3n
,
5

3n

)∪
· · ·
∪(3n − 2

3n
,
3n − 1

3n

)
do que resta após o (n − 1)-ésimo passo. Continuando dessa maneira, obtém-se uma
coleção infinita de conjuntos {Cn}∞n=0 tais que Cn ⊂ Cn−1, para todo n ≥ 1. Depois de
todos os N passos terem sido dados o que resta é o conjunto do Cantor C. Então, define-se
o conjunto Cantor como sendo

C =
∞∩
n=0

Cn· (2.5)

Há uma caracterização alternativa que será útil para provar algumas propriedades do
conjunto de Cantor. Primeiro apresentamos a caracterização do conjunto de Cantor C e
depois duas propriedades que nos permitirão entender que este conjunto e também seus
subconjuntos não pertencem a B(R).

• O conjunto de Cantor consiste precisamente dos números reais em que as expansões
de base 3 contêm apenas os d́ıgitos 0 e 2.

Demonstração : Para provar isto suponhamos que x ∈ [0, 1] contenha somente os d́ıgitos
0 e 2 na sua expansão em base 3. Seja xn o truncamento de x em n locais após o ponto
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decimal. Por exemplo, se x = 0.020202 · · ·3, então x1 = 0, x2 = 0.023, x4 = 0.02023, etc.
Certamente, a sequência {xn} converge a x quando n → ∞. Em particular, para todo
n ≥ 1, temos que

xn ≤ x ≤ xn +
1

3n
·

Note que os números em [0, 1], cujas expansões em base 3 continuar por exatamente n
d́ıgitos após o ponto decimal e que usam apenas os d́ıgitos 0 e 2 são precisamente os
pontos finais da esquerda dos intervalos cuja união é Cn. Assim, o intervalo [xn, xn+1/3n]
está contido em Cn. Segue-se que x ∈ Cn para todos n ≥ 0 e, portanto x ∈ C. Por outro
lado, suponha x ∈ C. Então x ∈ Cn para todo n ≥ 0. Observe que os números em Cn
são precisamente aqueles cujo truncamento n-ésimo, ou seja, o número obtido tomando
apenas os primeiros n d́ıgitos após o ponto decimal usa apenas 0 e 2 como d́ıgitos na base
3. Segue-se que todo truncamento de x usa apenas 0 e 2 como d́ıgitos. Isso implica x usar
apenas 0 e 2 em sua expansão de base 3.

• C não contém nenhum subintervalo de [0, 1].

Demonstração : Seja [a, b] ⊂ [0, 1] um intervalo arbitrário. Vamos escrever os extremos
do intervalo como a = 0.a1a2a3, · · ·3 e b = 0.b1b2b3, · · ·3. Se algum ai é igual a 1, então pelo
resultado anterior, sabemos que a /∈ C. Similarmente, se algum bi é igual a 1, sabemos
que b /∈ C. Caso contrário, suponha que k seja o menor ı́ndice tal que ak ̸= bk. Estas
conclusões forçam que ak = 0 e bk = 2, de maneira que 0.a1a2a3 · · · ak−113 ∈ [a, b] e disto
segue que [a, b] * C

• C é não enumerável.

Demonstração : Definamos a função f : C → [0, 1] como segue. Se x = 0.x1x2x3 · · ·3 é
um elemento em C, seja

f(x) = 0.(x1/2)(x2/2)(X3/2) · · ·2 ·

Em outras palavras, na expansão ternária de x, substitua cada d́ıgito 2 com 1 e considere
o resultado como um número binário. Agora, suponhamos que C seja enumerável. Vamos
escrever então C = {c1, c2, c3, · · · }. Para cada y ∈ [0, 1], seja g(y) igual oa ı́ndice j do
elemento cj com f(cj) = y. Então, podemos construir a sequência {di}i∈N tal que dg(y) = y
para todo i ∈ [0, 1]. Isso constitui uma bijeção entre [0, 1] e N, então segue-se que [0, 1] é
enumerável. O qual é uma contradição. Portanto, conclúımos que C não é enumerável.

Mostramos a seguir mais um exemplo de subconjunto de números reais que não é boreli-
ano.

Exemplo 2.13

Consideremos x ∈ R fixo. Podemos definir o conjunto

Q̃x = {q + px ∈ R : p, q ∈ Q}·

Observemos que o conjunto Q̃x é enumerável, de maneira que existem inumeráveis números
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reais que não pertencem à Q̃x. Seja então y um de tais números, ou seja, escolhemos y ∈ R
de maneira que y /∈ Q̃x e formamos o conjunto Q̃y. Pode-se demonstrar que x /∈ Q̃y.

Agora, imagine um conjunto de números reais A como se x, y ∈ A, então x /∈ Q̃y e
y /∈ Q̃x. Podemos encontrar um de tais conjuntos A como incontáveis elementos e A não
sendo um conjunto do Borel.

Também é posśıvel considerar, se interessante for, a σ-álgebra dos conjuntos de Borel
restrita a uma porção dos números reais, por exemplo, restrita ao intervalo [0, 1] ⊂ R. Nesta
situação, a σ-álgebra de Borel em [0, 1] é a σ-álgebra gerada pela coleção dos conjuntos
abertos em [0, 1], a qual pode ser pensada como a restrição de B(R) ao intervalo [0, 1], como
demonstrado no próximo teorema.

Teorema 2.12

Suponhamos que Ω seja o espaço amostral e que Ω′ ⊆ Ω. Então

(a) se F é uma σ-álgebra de subconjuntos de Ω e F ′ = {A∩Ω′ : A ∈ F}, temos que
F ′ é uma σ-álgebra de subconjuntos de Ω′ e

(b) se a classe de subconjuntos C gera a σ-álgebra F em Ω e C ′ = {A ∩ Ω′ : A ∈ C},
temos que C ′ gera a σ-álgebra F ′ em Ω′.

Demonstração : Exerćıcio.

O conceito de σ-álgebra de Borel pode ser estendido para dimensões mais elevadas.

2.2 Definição axiomática de probabilidade

A noção clássica da teoria da probabilidade, que começa com a noção de casos igualmente
prováveis, dominou por 200 anos. Seus elementos foram postos em prática no ińıcio do século
XVIII e permaneceram assim até o ińıcio do século XX. Ainda hoje a probabilidade clássica
é utilizada no cálculo de probabilidades.

No ińıcio do século XX, muitos matemáticos estavam insatisfeitos com o que viram como
uma falta de clareza e rigor no cálculo de probabilidades. A chamada mais célebre de escla-
recimento veio de David Hilbert4. O sexto dos vinte e três problemas então em aberto que
Hilbert apresentou ao Congresso Internacional de Matemáticos, em Paris, em 1900, foi para
tratar axiomaticamente a teoria das probabilidades.

A teoria matemática da probabilidade, como a conhecemos hoje, é de origem relativamente
recente. Foi A.N. Kolmogorov que axiomatiza a probabilidade em sua obra fundamental

4David Hilbert (1862-1943) foi um matemático alemão. David Hilbert é um dos mais notáveis ma-
temáticos, e os tópicos de suas pesquisas são fundamentais em diversos ramos da matemática atual. Hilbert
é frequentemente considerado como um dos maiores matemáticos do século XX, no mesmo ńıvel de Henri
Poincaré. Devemos a ele principalmente a lista de 23 problemas, alguns dos quais não foram resolvidos até
hoje, apresentada em 1900 no Congresso Internacional de Matemáticos em Paris.
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“Foundatins of the Theory of Probability” em 1933 (Kolmogorov, 1933). De acordo com
este desenvolvimento, eventos aleatórios são representados por conjuntos e probabilidade é
apenas uma medida padronizada definida nesses conjuntos.

Este desenvolvimento da teoria não só forneceu uma base logicamente consistente para
a teoria das probabilidades, como também e ao mesmo tempo, junto-à corrente principal
da matemática moderna. Nesta seção definiremos a função de probabilidade e estudaremos
algumas propriedades importantes.

Definição 2.6 (Definição Axiomática de Probabilidade)

Seja Ω um espaço amostral e F uma σ-álgebra definida em Ω. A função P : F → [0, 1]
é chamada de medida de probabilidade ou simplesmente probabilidade se satisfaz os
seguintes axiomas:

Axioma I: P (A) ≥ 0, para todo A ∈ F ,

Axioma II: P (Ω) = 1,

Axioma III: Seja {An}∞n=1 uma sequência de conjuntos disjuntos de F , isto é,
Ai ∩ Aj = ∅ para i ̸= j. Então

P

(
∞∪
n=1

An

)
=

∞∑
n=1

P (An)·

Chamaremos P (A) de probabilidade do evento A. A propriedade contida no Axioma III
é chamada de aditividade enumerável. Observemos também que P (∅) = 0.

Uma pergunta básica sempre que são definidos novos conceitos é saber se a função de
probabilidade sempre existirá, qualquer seja o espaço amostral. Veremos aqui como definir
a função de probabilidade quando Ω contiver uma quantidade finita de elementos, quando
contiver uma quantidade infinita enumerável de elementos e no caso quando contiver uma
quantidade infinita não enumerável de elementos, chamado de caso cont́ınuo.

Teorema 2.13

Seja Ω um espaço amostral não vazio e F uma σ-álgebra definida em Ω. A função de
probabilidade é finitamente aditiva.

Dizemos que una função de probabilidade é finitamente aditiva se {Ak}nk=1, uma sequência
de conjuntos disjuntos de F , então

P

(
n∪

k=1

Ak

)
=

n∑
k=1

P (Ak)·
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Demonstração : Sejam A1, A2, · · · , An ∈ F disjuntos. Notemos inicialmente que P (∅) = 0, já
que

P (Ω) = P (Ω ∪ ∅ ∪ ∅ ∪ · · · ) = P (Ω) + P (∅) + P (∅) + · · ·

Definamos Ak = ∅, para k = n+ 1, n+ 2, · · · . Então A1, A2, · · · são disjuntos, logo

P

(
n∪

k=1

Ak

)
= P

( ∞∪
k=1

Ak

)
=

∞∑
k=1

P (Ak) =

n∑
k=1

P (Ak) + P (∅) + P (∅) + · · · =
n∑

k=1

P (Ak)·

Exemplo 2.14

Vejamos duas situações nas quais todo evento simples têm probabilidade um. Uma pri-
meira situação é quando Ω = {ω}, F = {∅,Ω}, P (∅) = 0 e P ({ω}) = P (Ω) = 1. Uma
segunda situação é considerando Ω = [0, 1], F = {∅, {0}, (0, 1],Ω}, P (∅) = P ((0, 1]) = 0
e P ({0}) = P (Ω) = 1.

Percebemos que um modelo probabiĺıstico para um experimento, ou simplesmente um
modelo probabiĺıstico, é constitúıdo de um conjunto não vazio Ω de resultados posśıveis, o
espaço amostral, uma σ-álgebra F de eventos aleatórios e uma probabilidade P definida em
F . Agora vamos definir o conceito abstrato matemático de espaço de probabilidade.

Definição 2.7

Um espaço de probabilidade é um trio (Ω, F , P ) onde:

(a) Ω é um conjunto não vazio de resultados posśıveis de um experimento,

(b) F é uma σ-álgebra de subconjuntos de Ω,

(c) P é uma função de probabilidade definida em F .

Devemos esclarecer que esta definição significa que, uma vez escolhido o espaço amostral,
somente aos subconjuntos deste que pertençam à σ-álgebra F serão atribúıdos valores de
probabilidade. Um outro esclarecimento que devemos fazer é que a função de probabilidade
não é única.

Exemplo 2.15

Seja o experimento o lançamento de uma moeda, o espaço amostral Ω = {cara, coroa}
e F a σ-álgebra de todos os subconjuntos de Ω. Definamos a função de probabilidade
como

P ({cara}) = 1/2, P ({coroa}) = 1/2·
Então P é uma probabilidade bem definida. Similarmente, podemos definir

P ({cara}) = 2

3
e P ({coroa}) = 1

3
ou

P ({cara}) = 1 e P ({coroa}) = 0·
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De maneira geral, podemos definir

P ({cara}) = p, P ({coroa}) = 1− p (0 ≤ p ≤ 1)·

como sendo a função de probabilidade no espaço amostral Ω.

A importância de todos os elementos do espaço de probabilidade fica claro no exemplo a
seguir, no qual todo evento simples têm probabilidade zero.

Exemplo 2.16

Considere o espaço de probabilidade (Ω, F , P ), onde Ω = (0, 1), F denota a σ-álgebra
de todos os subintervalos de Ω e P é a função de probabilidade que atribui a cada intervalo
da forma (a, b), 0 < a ≤ b < 1, o comprimento b − a. Este espaço de probabilidade está
bem definido e será considerado o espaço de probabilidade padrão no intervalo (0, 1). No
entanto, para cada número real x ∈ (0, 1), o evento simples {x} têm probabilidade zero,
segundo P . Isto significa que P ({x}) = 0.

Para demonstrar isto, observemos que, para todo ϵ > 0

P ({x}) ≤ P
(
{(x− ϵ/2;x+ ϵ/2)}

)
= ϵ, ∀ϵ > 0·

Você poderia pensar que, se o espaço amostral Ω fosse enumerável, seguir-se-ia que nem
todo evento simples poderia ter probabilidade zero. Caso todo evento simples pertencesse
à σ-álgebra, você estaria correto. No entanto, não existe espaço amostral enumerável, nem
mesmo finito, no qual todo evento simples têm probabilidade zero. Considere o seguinte caso:
espaço amostral Ω = {a, b, c}, F = {∅, {a}, {b, c},Ω} e a função de probabilidade

P (∅) = 0, P ({a}) = 1, P ({b, c}) = 0 e P (Ω) = 1·

É claro que esta axiomática não foi a primeira proposta porém, mostrou-se mais prática e
útil do que teorias anteriores. Além disso, proporcionou um espaço de probabilidade preciso
para cada experimento aleatório e criou um marco totalmente abstrato o qual possibilitou
o desenvolvimento da teoria moderna das probabilidades. Uma situação interessante foi
apresentada no Exemplo 1.20. Dependendo do pensamento podemos encontrar distintos
valores de probabilidade para o mesmo evento, o qual, evidentemente é uma contradição ao
fato de que dado um evento A, P (A) é única.

Definição 2.8

Seja {An}∞n=1 uma sequência de eventos da σ-álgebra F , definida no espaço amostral Ω.
Dizemos que a sequência decresce para o vazio, denotado por {An}∞n=1 ↘ ∅, se An ⊇ An+1

∀n e
∞∩
n=1

An = ∅·
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Duas questões: a probabilidade atribúıda a um eventos é única? existe uma única forma
de definir probabilidade axiomática? devemos lembrar que temos, pelo menos, três formas
diferentes de definir probabilidade clássica.

A resposta para a primeira pergunta é afirmativa e a justificativa é a afirmação (f) do
Teorema 2.17. A resposta a segunda pergunta é negativa, ou seja, existem diversas formas
equivalentes de definir probabilidade axiomática. Nosso objetivo agora é mostrar que as
exigências da Definição 2.6 não são únicas, no sentido de que utilizando outros axiomas
também podemos definir a função de probabilidade com as mesmas propriedades. Para chegar
a uma destas alternativas à definição axiomática apresentada, utilizaremos a definição acima
de sequência que decresce para o vazio.

Definição 2.9

Seja (Ω, F , P ) um espaço de probabilidade e {An}∞n=1 uma sequência de eventos da
σ-álgebra F que decresce para o vazio. Dizemos que P é cont́ınua no vazio se

lim
n→∞

P (An) = 0· (2.6)

Se o espaço amostral Ω for discreto e contiver ao menos n(<∞) pontos, cada conjunto de
um único ponto {wk}, k = 1, · · · , n é um evento elementar e é suficiente atribuir probabilidade
a cada {wk}. Então, se A ∈ F , onde F é a classe de todos os subconjuntos de Ω,

P (A) =
∑
w∈A

P ({w})·

Uma tal atribuição é a atribuição da mesma probabilidade ou a atribuição de probabilidades
uniformes. De acordo com esta atribuição, P ({wk}) = 1/n, k = 1, · · · , n. Portanto P (A) =
m/n, se A contiver m eventos elementais, 1 ≤ m ≤ n.

Caso Ω seja discreto e contiver um número enumerável de pontos, não se pode fazer
uma atribuição da mesma probabilidade a cada evento simples. Basta fazer a atribuição
da probabilidade para cada evento elementar. Se A ∈ F , onde F é a classe de todos os
subconjuntos de Ω, definimos P (A) =

∑
w∈A P ({w}).

Exemplo 2.17

Seja o espaço amostral o conjunto Ω = {1, 2, 3, · · · } ou Ω = N e a σ-álgebra potência
F = P(Ω), a classe de todos os subconjuntos de Ω. Definamos P em F como

P ({k}) = 1

2k
, k = 1, 2, · · · ·

Provar que P é função de probabilidade é uma tarefa do leitor. Queremos demonstrar
aqui que P , definida acima, é uma função de probabilidade cont́ınua no vazio.

Como a definição sugere, escolhemos uma sequência de eventos de F que decresce
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para o vazio da forma An = {n, n+ 1, · · · }. Observemos que

P (An) =
∞∑
k=n

1

2k
=

1

2n−1
,

logo
lim
n→∞

P (An) = 0·

No Exemplo 2.17 utilizamos resultados da soma de séries geométricas da seguinte forma:
seja a série

∑∞
k=1 a1q

k−1, onde a1 é o primeiro termo da série e |q| < 1. Então,

∞∑
k=1

a1q
k−1 =

n−1∑
k=1

a1q
k−1 +

∞∑
k=n

a1q
k−1 =

a1
1− q

,

e a expressão para a soma dos primeiros n− 1 números é a1
1− qn−1

1− q
. Na situação referida,

a1 = 1/2 e q = 1/2.

Teorema 2.14

Seja (Ω, F , P ) um espaço de probabilidade. Uma função satisfazendo os axiomas I e
II na definição de probabilidade e ainda finitamente aditiva é uma probabilidade se, e
somente se, é cont́ınua no vazio.

Demonstração : Suponhamos que P é cont́ınua no vazio. Sejam A1, A2, · · · ∈ F disjuntos,
queremos provar que

P

( ∞∪
n=1

An

)
=

∞∑
n=1

P (An)·

Seja A =
∞∪
n=1

An, então A = (
k∪

n=1

An)
∪

(
∞∪

n=k+1

An) e, pela aditividade finita,

P (A) =

k∑
n=1

P (An) + P

( ∞∩
n=k+1

An

)
·

SejaBk =

∞∩
n=k+1

An, então {Bk}∞n=k+1 ↘ ∅ e, portanto, lim
k→∞

P (Bk) = 0. Logo lim
k→∞

k∑
n=1

P (An) =

P (A) e então P (A) =

∞∑
n=1

P (An). Suponhamos agora P uma função de probabilidade, quere-

mos provar que é cont́ınua no vazio. Sejam A1, A2, · · · ∈ F tais que An ⊇ An+1 e {An}∞n=1 ↘
∅, queremos provar que lim

n→∞
P (An) = 0. Temos A1 = (A1 \ A2)

∪
(A2 \ A3)

∪
· · · =
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∞∪
k=1

(Ak \ Ak+1). Cada Ak \ Ak+1 são disjuntos, então P (A1) =
∑∞

k=1 P (Ak \ Ak+1), por-

tanto, a série é convergente e

lim
n→∞

n−1∑
k=1

P (Ak \Ak+1) = P (A1)·

Pela aditividade finita P (Ak \Ak+1) = P (Ak)− P (An+1), logo

P (A1) = lim
n→∞

n−1∑
k=1

P (Ak \Ak+1) = lim
n→∞

[P (A1)− P (An)] ,

e então limn→∞ P (A1) = 0.

Este teorema afirma que, se P é uma função de probabilidade e se {An}n≥1 for uma
sequência de eventos que decresce para o vazio (Definição 2.8), então limn→∞ P (An) = 0.
Estamos agora em condições de apresentar uma definição axiomática alternativa de probabi-
lidade.

Teorema 2.15

Seja (Ω, F , P ) um espaço de probabilidade. Os dois seguintes sistemas de axiomas são
equivalentes:

Sistema I: P (A) ≥ 0, para todo A ∈ F , P (Ω) = 1 e se {An}∞n=1 é uma sequência
de conjuntos disjuntos de F , então

P

(
∞∪
n=1

An

)
=

∞∑
n=1

P (An),

Sistema II: P (A) ≥ 0, para todo A ∈ F , P (Ω) = 1, se {Ak}nk=1 é uma sequência de
conjuntos disjuntos de F , então P (

∪n
k=1Ak) =

∑n
k=1 P (Ak) e se {Bn}∞n=1 é uma

outra sequência de eventos em F que decresce para o vazio, então

lim
n→∞

P (Bn) = 0·

Demonstração : Exerćıcio.

Então, para verificar se a função P é uma probabilidade em F , basta verificar os axiomas
do sistema I ou os axiomas do sistema II apresentados no Teorema 2.15.

Se Ω contiver uma quantidade não enumerável de pontos, cada conjunto de um ponto é
um evento simples e, novamente, não se pode fazer uma atribuição da mesma probabilidade.
De fato, não se pode atribuir probabilidade positiva a cada evento elementar sem violar o
axioma P (Ω) = 1. Neste caso, atribúımos probabilidades a eventos compostos constitúıdos
por intervalos. Esta situação será tratada depois na Seção 2.1.1.
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Exemplo 2.18

Seja o espaço amostral o conjunto Ω = R e a σ-álgebra F = B(R), a σ-álgebra de Borel.
Para cada intervalo I, definamos

P (I) =

∫
I

1

π

1

1 + x2
dx·

No Exemplo 3.33 vamos provar que P assim definida é uma função de probabilidade.
Queremos demonstrar aqui que P é uma função de probabilidade cont́ınua no vazio.

Seja In = (n,∞) uma sequência de intervalos que decresce para o vazio. Acontece que

P (In) =
1

2
− 1

π
arctan(n)

e

lim
n→∞

1

π
arctan(n) =

π

2
·

Portanto, limn→∞ P (In) = 0.

Devemos lembrar que, dado um espaço amostral Ω, uma álgebra de eventos F sempre é
posśıvel definir em Ω. No entanto podemos supor, sem perda de generalidade, que F é uma
σ-álgebra em vez de álgebra, pelo Teorema de Extensão de Carathéodory5. Este teorema
garante que uma probabilidade definida em uma álgebra, e de acordo com os axiomas usuais,
pode ser estendida de uma única maneira para a σ-álgebra gerada pela álgebra.

Teorema 2.16 (Teorema de Extensão de Carathéodory)

Seja Ω um espaço amostral e F uma álgebra de eventos de Ω. Seja P uma probabilidade
definida em F . Então existe uma única função de probabilidade P̃ , definida em σ(F ),
tal que P e P̃ coincidirem em F .

Demonstração : Seja

Fσ = {A ⊆ Ω : ∃{An}∞n=1, cada An ∈ F , An ↗ A, quando n→∞} ·

Na definição da classe de conjuntos Fσ, {An}∞n=1 é uma sequencia não decrescente que
converge para A, isto é, {An}∞n=1 é uma sequencia que satisfaz An ⊆ An+1 e ∪∞n=1An = A.

Definamos P̃ : Fσ → [0, 1] de forma que, se An ↗ A, quando n → ∞, então P̃ (A) =
limn→∞ P (An). Vejamos que P̃ está bem definida e estende P .

Definamos para E ⊆ Ω a função

P̃ (E) = inf

{ ∞∑
i=1

P (Ai) : E ⊆
∞∪
i=1

Ai, Ai ∈ F

}
· (2.7)

Verifiquemos se a função P̃ é uma probabilidade em σ(F ).

5Constantin Carathéodory (1873-1950) foi um matemático alemão de origem grega.
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Devemos esclarecer que este teorema não garante a existência de alguma σ-álgebra, qual-
quer seja o espaço amostral. Lembremos que σ(F ) está definida em termos da existência de
σ-álgebras.

2.2.1 Propriedades da probabilidade axiomática

Consideremos que o espaço de probabilidade (Ω, F , P ) está definido num determinado ex-
perimento aleatório e chamemos de A ∈ F um evento aleatório qualquer na σ-álgebra F e,
portanto, A é um evento ao qual podemos atribuir um valor de probabilidade único, segundo
a função P . Nestas condições valem as seguintes propriedades.

Teorema 2.17

Seja (Ω, F , P ) um espaço de probabilidade. A função de probabilidade satisfaz as
seguintes propriedades:

(a) P (Ac) = 1− P (A),

(b) 0 ≤ P (A) ≤ 1,

(c) Se A ⊆ B, então P (A) ≤ P (B) e ainda P (B\A) = P (B)− P (A).

(d) Sejam A1, A2, · · · , An elementos da σ-álgebra F . Então

P

(
n∪

k=1

Ak

)
≤

n∑
k=1

P (Ak),

(e) Sejam A1, A2, · · · elementos da σ-álgebra F . Então

P

(
∞∪
k=1

Ak

)
≤

∞∑
k=1

P (Ak),

(f) (Continuidade da probabilidade) Seja {An}∞n=1 uma sequência de eventos não cres-
centes em F tais que convergem para o evento A, isto é, An ⊇ An+1 para qualquer
valor de n e

∩∞
n=1An = A. Então

lim
n→∞

P (An) = P (A)·

Demonstração : (a) Como consequência dos axiomas I e III, A ∪ Ac = Ω. Então P (A) +
P (Ac) = 1.

(b) Pelo axioma I, P (A) ≥ 0. Também A ⊆ Ω, então P (A) ≤ 1.

(c) Se A ⊆ B, então B = (A ∩B) ∪ (B\A) = A ∪ (B\A) segue então, pela aditividade da
função de probabilidade, que P (B) = P (A) + P (B\A).
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(d) Observemos que

P (A1 ∪A2) = P (A1) + P (A2 ∩Ac
1) ≤ P (A1) + P (A2),

isto pela propriedade (c), devido a A2 ∩ Ac
1 ⊆ A2. A demonstração completa-se por

indução.

(e) Exerćıcio.

(f) Observemos que P (An) ≥ P (An+1), pela propriedade (c) e pela continuidade no vazio
(Teorema 2.15), do fato da sequência {An \A}n≥1 satisfazer que (An+1 \A) ⊆ (An \A)
e
∩

n≥1{An \A} = ∅, temos que

lim
n→∞

P (An \A) = 0·

A aditividade finita implica que P (An \A) = P (An)−P (A), pois A ⊆ An. Resumindo,
temos que

lim
n→∞

[P (An)− P (A)] = 0

e a sequência {P (An)}n≥1 é não crescente, logo limn→∞ P (An) = P (A).

Gostaŕıamos de salientar neste ponto que, se P (A) = 0 para algum A ∈ F , chamamos
A de um evento com probabilidade zero ou um evento nulo. No entanto, isso não significa
que A = ∅. Por outro lado, se P (B) = 1 para algum B ∈ F , chamamos B de evento certo,
mas isso não quer dizer que B = Ω.

Exemplo 2.19

Uma moeda é lançada três vezes. Vamos atribuir igual probabilidade para cada um dos
23 eventos elementares em Ω. Seja A o evento de que pelo menos uma cara aparece em
três lances. Então

P (A) = 1− P (Ac) = 1− P (nenhuma cara)

= 1− P ({Coroa} ∩ {Coroa} ∩ {Coroa}) =
7

8
·

Deste resultado podemos obter algumas outras propriedades, por exemplo, a chamada
desigualdade de Boole6, também conhecida como união vinculada, diz que, para qualquer
conjunto finito ou contável de eventos, a probabilidade de que pelo menos um dos eventos
ocorra não é maior que a soma das probabilidades dos eventos individuais. Aa seguir, apre-
sentamos o prinćıpio de inclusão-exclusão, um belo teorema que expressa a relação exata
entre a probabilidade de uniões e as probabilidades de eventos individuais, a desigualdade de
Bonferroni7 e outros.

6George Boole (1815 - 1864), matemático e filósofo inglês. Como o inventor da lógica booleana, base do
computador moderno, Boole é visto em retrospecto como um dos fundadores da ciência da computação.

7Carlo Emilio Bonferroni (1892 - 1960), foi um matemático italiano que trabalhou na teoria das probabi-
lidades.
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Teorema 2.18 (Desigualdade de Boole)

Seja (Ω, F , P ) um espaço de probabilidade e {An}n≥1, n = 1, 2, · · · , uma sequência
enumerável de eventos em F . Então

P

(
∞∩
n=1

An

)
≥ 1−

∞∑
n=1

P (Ac
n)·

Demonstração : Primeiro consideremos dois eventos A,B ∈ F , então

P (A ∩B) = 1− P ((A ∩B)c) ≥ 1− (P (Ac) + P (Bc)),

e definamos

B =

∞∩
n=2

An e A = A1·

Observemos agora que se A,B ∈ F , isto é, A e B eventos quaisquer da σ-álgebra, temos
que

A ∪B = (A \B) ∪ (B \ A) ∪ (A ∩B)·

Os eventos acima a direita são todos disjuntos, então pelo Axioma III

P (A ∪B) = P (A \B) + P (B \ A) + P (A ∩B)

e, dado que A = (A ∩B) ∪ (A \B) e B = (A ∩B) ∪ (B \ A), chegamos a que

P (A ∪B) = P (A) + P (B)− P (A ∩B)· (2.8)

Como generalização desta propriedade temos o seguinte resultado.

Teorema 2.19 (Prinćıpio de inclusão-exclusão)

Sejam A1, A2, · · · , An ∈ F , eventos definidos no espaço de probabilidade (Ω, F , P ).
Então

P

(
n∪

k=1

Ak

)
=

n∑
k=1

P (Ak)−
n∑

k1<k2

P (Ak1 ∩ Ak2)

+
n∑

k1<k2<k3

P (Ak1 ∩ Ak2 ∩ Ak3) + · · ·+ (−1)n+1P

(
n∩

k=1

Ak

)
·

Demonstração : Utilizar repetidas vezes o resultado em (2.8).
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Observemos que, da aplicação direta do resultado do Teorema 2.19, temos

P (A ∪B) = P (A) + P (B)− P (A ∩B)

para o caso de dois eventos aleatórios e que, se tivermos três eventos aleatórios, então

P (A ∪B ∪ C) = P (A) + P (B) + P (C)− P (A ∩B)− P (A ∩ C)

−P (B ∩ C) + P (A ∩B ∩ C)·

Exemplo 2.20

Suponha que um dado seja lançado duas vezes, observamos o número obtido em cada
lance e que a todos os eventos elementares em

Ω = {(i, j) : i, j = 1, 2, · · · , 6}

atribúımos a mesma probabilidade. Considere A o evento de que o primeiro lance mostre
um número ≤ 2 e B, o evento em que o segundo lance mostre pelo menos o número 5.
Então

A = {(i, j) : 1 ≤ i ≤ 2, j = 1, 2, · · · , 6},

B = {(i, j) : 5 ≤ j ≤ 6, i = 1, 2, · · · , 6},

A ∩B = {(1, 5); (1, 6); (2, 5); (2, 6)}·
Calculando a probabilidade a ocorrência simultânea destes dois eventos, obtemos que

P (A ∪B) = P (A) + P (B)− P (A ∩B) =
1

3
+

1

3
− 4

36
=

5

9
·

Observe que, mesmo sem mencionar, utilizamos o Prinćıpio de inclusão-exclusão para
encontrarmos o resultado no exemplo anterior assim como no exemplo a seguir.

Exemplo 2.21

Seja (Ω, F , P ) um espaço de probabilidades e A,B ∈ F eventos tais que P (A) = 0, 25
e P (B) = 0, 8. Provemos que

0, 05 ≤ P (A ∩B) ≤ 0, 25·

Observe que A ∩ B ⊆ A e A ∩ B ⊆ B, então P (A ∩ B) ≤ P (A) e P (A ∩ B) ≤ P (B).
Portanto,

P (A ∩B) ≤ min{P (A), P (B)}

do qual temos que P (A ∩ B) ≤ 0, 25. Dado que A ∪ B ⊆ Ω, temos que P (A ∪ B) ≤ 1,
então

P (A ∪B) = P (A) + P (B)− P (A ∩B) ≤ 1
0, 25 + 0, 8− 1 ≤ P (A ∩B),

do qual obtemos que 0, 05 ≤ P (A ∩B) ≤ 0, 25.
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Teorema 2.20

Seja (Ω, F , P ) um espaço de probabilidade e {An}n≥1 uma sequência enumerável de
eventos não decrescente em F , isto é, An ⊆ An+1 para todo n. Então

lim
n→∞

P (An) = P

(
∞∪
n=1

An

)
·

Demonstração : Consequência da propriedade de continuidade da probabilidade, item (f) do
Teorema 2.17.

Exemplo 2.22

Considere o espaço amostral Ω = [0, 1] e a sequência de eventos em Ω definida como

An = [0, 1− 1/n]·

É claro que An ⊆ An+1. Aplicando então o Teorema 2.20 temos que

lim
n→∞

P (An) = 1·

Teorema 2.21 (Desigualdade de Bonferroni)

Sejam A1, A2, · · · , An eventos aleatórios (n > 1), então

n∑
k=1

P (Ak)−
∑
k<j

P (Ak ∩ Aj) ≤ P

(
n∪

k=1

Ak

)
≤

n∑
k=1

P (Ak)· (2.9)

Demonstração : Como consequência do item (d) do Teorema 2.17, será suficiente demonstrar
a parte esquerda em (2.9) e isto será realizado por indução. A desigualdade a esquerda é
verdadeira para n = 2, desde que

P (A1) + P (A2)− P (A1 ∩A2) = P (A1 ∪A2)·

Para n = 3 P

(
3∪

k=1

Ak

)
=

3∑
k=1

P (Ak)−
∑∑

i<j

P (Ai ∩Aj) +P (A1 ∩A2 ∩A3), e o resultado

em (2.9) é válido. Assumindo que (2.9) é válido para 3 < m ≤ n − 1, mostraremos que
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também será válido para m+ 1.

P

(
m+1∪
i=1

Ai

)
= P

[(
m∪
i=1

Ai

)
∪Am+1

]

= P

(
m∪
i=1

Ai

)
+ P (Am+1)− P

[
Am+1 ∩

(
m∪
i=1

Ai

)]

≥
m+1∑
i=1

P (Ai)−
m∑∑
i<j

P (Ai ∩Aj)− P

(
m∪
i=1

(Ai ∩Am+1)

)

≥
m+1∑
i=1

P (Ai)−
m∑∑
i<j

P (Ai ∩Aj)−
m∑
i=1

P (Ai ∩Am+1)

=
m+1∑
i=1

P (Ai)−
m+1∑∑
i<j

P (Ai ∩Aj)·

Uma melhoria à desigualdade de Bonferroni pode ser encontrada em Worsley (1982).

Exemplo 2.23

Suponha que temos dez eventos Ak, tais que P (Ak) = 0.99, para cada k = 1, 2, · · · , 10.
Queremos estimar a probabilidade P

(∩10
k=1 Ak

)
.

Observemos que o Teorema 2.21 relaciona somas de probabilidades com probabilidades
de uniões de eventos. Então, devemos transformar o evento ∩10

k=1Ak em uniões de eventos.
Para isso utilizamos a Lei de De Morgan, da qual obtemos que

P
(
∩10

k=1Ak

)
= 1− P

(
∪10

k=1A
c
k

)
·

Segundo a desigualdade de Bonferroni,

P
(
∪10

k=1A
c
k

)
≤

10∑
k=1

P (Ac
k) = 10× 0.01 = 0.10,

disto conclúımos que P
(
∩10

k=1Ak

)
≥ 0.90.

Definição 2.10

Seja F uma σ-álgebra de eventos do espaço amostral Ω e sejam A1, A2, · · · eventos
aleatórios definidos em F . Definimos,

lim
n→∞

supAn =
∞∩
n=1

∞∪
k=n

Ak,

lim
n→∞

inf An =
∞∪
n=1

∞∩
k=n

Ak·
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Nesta definição podemos observar que que o evento limn→∞ supAn significa a ocorrência
de um número infinto dos An. Para justificar isto consideremos seja

w ∈ lim
n→∞

supAn w ∈
∞∪
k=n

Ak, ∀n·

A função de probabilidade é uma função cont́ınua, num sentido particular, a função de
probabilidade é uma função de conjuntos cont́ınua. Isso é demonstrado no teorema a seguir.

Teorema 2.22

Seja (Ω, F , P ) um espaço de probabilidade e A1, A2, · · · eventos aleatórios definidos em
F . Se lim

n→∞
supAn = lim

n→∞
inf An dizemos que a sequência {An}∞n=1 tem limite. Se o

evento A ∈ F é o limite da sequência, isto é, se lim
n→∞

An = A então

lim
n→∞

P (An) = P (A)·

Demonstração : Exerćıcio.

Na Seção 3.2 vamos apresentar mais propriedades matemáticas da função de probabilidade
ao considerarmos derivadas e integrais.

2.3 Probabilidade condicional

Fixemos (Ω, F , P ) como o espaço de probabilidade de interesse e nele consideremos A,B ∈
F dois eventos, suponhamos também que P (B) > 0. Vimos alguns resultados na seção
anterior que trataram de como calcular a probabilidade da união de dois conjuntos, A ∪ B.
Estamos agora interessados em calcular probabilidade da interseção de dois conjuntos, A∩B.
Esta probabilidade é referida como a probabilidade conjunta dos conjuntos A e B, P (A∩B).
Nesta seção, vamos perguntar e responder a seguinte pergunta. Se percebemos a ocorrência
de um evento B: como devemos mudar as probabilidades dos eventos restantes? Chamaremos
a nova probabilidade de um evento A a probabilidade condicional de A dado B.

Queremos estudar então as mudanças na probabilidade de ocorrência do evento quando
se conhece que um outro evento ocorreu. Nestes casos, deve-se redefinir o espaço amostral
considerando apenas os elementos de B como resultados posśıveis.

Exemplo 2.24

Por exemplo, considere o experimento de ”jogar um dado”e nos perguntar sobre a pro-
babilidade de obter um seis, sabendo que a cara escolhida mostra um número par. Neste
caso, a probabilidade não é 1/6, uma vez que temos a certeza de que o resultado está
no conjunto {2, 4, 6}. Cada um destes três resultados têm igual probabilidade, então a
probabilidade de obtermos um seis sabendo que o resultado é par será 1/3.
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Vamos tentar determinar qual deve ser a probabilidade de um evento A condicionado ao
conhecimento de que o evento B ocorreu, usando a interpretação heuŕıstica de probabilidade
como limite da frequência com que um evento ocorre. Para isso, suponha que fizemos n
réplicas independentes da experiência. Denotamos como nB o número de vezes que o evento
B ocorre e por nA∩B o número de vezes nas quais ocorreu o resultado A ∩B.

Heuristicamente a probabilidade condicional de A dado B é o limite da frequência de
ocorrência de A nos experimentos onde ocorre B, ou seja, o limite de nA∩B/nB. Logo, a
probabilidade de que ocorra A condicionado a B é dada por

lim
n→∞

nA∩B

nB

= lim
n→∞

nA∩B

n
nB

n

=
lim
n→∞

nA∩B

n

lim
n→∞

nB

n

=
P (A ∩B)

P (B)
·

Isto justifica a seguinte definição.

Definição 2.11

Seja (Ω, F , P ) um espaço de probabilidade e A,B ∈ F tal que P (B) > 0. Definimos a
probabilidade condicional de A dado B, a qual escreveremos como P (A|B), como

P (A|B) =
P (A ∩B)

P (B)
, ∀A ∈ F · (2.10)

Foi definido um novo conceito de probabilidade mas, surge a pergunta P ( · |B), para cada
B fixo é uma função de probabilidade? nos referimos à definição axiomática de probabilidade.
Isto é demonstrado no teorema a seguir.

Teorema 2.23

Seja (Ω, F , P ) um espaço de probabilidade. Dado um evento B ∈ F tal que P (B) > 0

fixo definamos a função P̃ : Ω→ [0, 1] como

P̃ (A) = P (A|B),

para todo A ∈ F . Então (Ω, F , P̃ ) é um espaço de probabilidade.

Demonstração : Observemos que o numerador de P (A|B) é um número real não negativo
para qualquer A ∈ F . Então P (·|B) será sempre positivo ou zero.

(i)

P̃ (Ω) = P (Ω|B) =
P (Ω ∩B)

P (B)
=

P (B)

P (B)
= 1·
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(ii) Sejam A1, A2, · · · ∈ F eventos disjuntos em pares, ou seja, eventos tais que Ai∩Aj = ∅,
quaisquer sejam i ̸= j. Então

P̃

( ∞∪
k=1

Ak

)
= P

( ∞∪
k=1

Ak|B

)
=

P

(( ∞∪
k=1

Ak

)
∩B

)
P (B)

=

P

( ∞∪
k=1

Ak ∩B

)
P (B)

=

∞∑
k=1

P (Ak ∩B)

P (B)

=

∞∑
k=1

P (Ak ∩B)

P (B)
=

∞∑
k=1

P (Ak|B) =

∞∑
k=1

P̃ (Ak)·

O que fizemos foi reduzir o espaço de probabilidade inicial ao considerar realizado o evento

B. Com isso o novo espaço amostral consiste do evento B e da σ-álgebra F̃ = F ∩B, a qual
sabemos consiste dos subconjuntos A∩B, A ∈ F pertencentes a B. Neste espaço definimos

a função P̃ multiplicando a probabilidade de cada evento por P (B)−1. Na verdade (Ω, F̃ , P̃ )
é um espaço de probabilidade.

Exemplo 2.25

Imagine que três candidatos A, B e C estão concorrendo para o Senado. Decidimos que
A e B têm a mesma chance de ganhar e que a chance de C ganhar é de apenas metade da
chance de A ganhar. Entendemos então que as probabilidades de ganhar são P (A) = 2/5,
P (B) = 2/5 e P (C) = 1/5.

Suponha-se que antes da realização da eleição o candidato A cai fora da corrida.
Seria natural atribuir novas probabilidades aos eventos B e C, que sejam proporcio-
nais às probabilidades originais. Assim, teŕıamos P (B|A não é mais candidato) = 2/3 e
P (C|A não é mais candidato) = 1/3.

É importante notar que a qualquer momento podemos atribuir probabilidades a eventos da
vida real, a probabilidade resultante será útil somente se levarmos em conta toda a informação
relevante. Neste exemplo, podeŕıamos ter o conhecimento de que a maioria dos eleitores
irão votar a favor de C dado que A não está mais na corrida. Isto tornará claramente a
probabilidade condicional de C ganhar maior do que o valor de 1/3 atribúıdo anteriormente.

Teorema 2.24

Seja C1, C2, · · · , Cn ∈ F uma partição de Ω. Então

P (A|B) =
n∑

k=1

P (A ∩ Ck|B)· (2.11)
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Demonstração : Observemos que ∪nk=1(A ∩ Ck) = A e que A ∩ Ck são eventos disjuntos em
pares, temos então que

P (A|B) = P

(
n∪

k=1

(A ∩ Ck)|B

)
=

n∑
k=1

P (A ∩ Ck|B),

como queŕıamos demonstrar.

Exemplo 2.26

Uma senhora da alta sociedade dá uma festa em sua mansão. Ao término da festa, ela
descobre que sua coleção de joias foi roubada. Após as investigações, a poĺıcia tem certeza
de que o ladrão foi precisamente uma das 76 pessoas presentes à festa (entre convidados
e garçons). Ademais, os investigadores encontram na cena do crime o perfil de DNA do
ladrão, e sabe-se que este perfil de DNA ocorre em 2% de toda população.

Dado que o DNA do Sr. João, o primeiro suspeito cujo DNA é analisado, combina
com o perfil achado na cena do crime, qual é a probabilidade de que ele tenha roubado
as joias?

Queremos calcular

P (Sr. João tenha roubado as joias | perfil de DNA do ladrão),

e para isso sabemos que

P (Sr. João tenha roubado as joias e tenha perfil de DNA do ladrão) = 1/76

e que P (perfil de DNA do ladrão) = 0, 02.
Utilizando a definição de probabilidade condicional obtemos que a probabilidade de

que Sr. João tenha roubado as joias é de 66%, aproximadamente.

Consideremos A e B dois eventos tais que P (A) > 0 e P (B) > 0. Segue da expressão em
(2.10) que

P (A ∩B) = P (A)P (A|B)

a qual pode ser escrita também como

P (A ∩B) = P (A)P (B|A)·

Estas relações podem ser generalizadas para qualquer número finito de eventos. Para vermos
isso, consideremos os eventos A1, A2, · · · , An ∈ F , n ≥ 2, tais que P (∩n

k=1Ak) > 0.
Dado que

A1 ⊃ (A1 ∩ A2) ⊃ (A1 ∩ A2 ∩ A3) ⊃ · · · ⊃
(
∩n−2

k=1Ak

)
⊃
(
∩n−1

k=1Ak

)
,

da qual percebemos que

P (A1) > 0, P (A1 ∩ A2) > 0, · · · , P (∩n−2
k=1Ak) > 0·

Segue então que
P
(
Am| ∩m−1

k=1 Ak

)
,
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está bem definida para m = 2, 3, · · · , n.
Na teoria da probabilidade, a lei ou fórmula da probabilidade total é uma regra fun-

damental que relaciona probabilidades marginais a probabilidades condicionais. Expressa a
probabilidade total de um resultado que pode ser realizado através de vários eventos distintos,
dáı o nome.

Teorema 2.25 (Teorema da probabilidade Total)

Seja (Ω, F , P ) um espaço de probabilidade e A1, A2, · · · uma partição de Ω, tal que
P (Ak) > 0, ∀k. Então

P (B) =
∞∑
k=1

P (Ak)P (B|Ak), ∀B ∈ F· (2.12)

Demonstração : Observemos que B =

∞∪
k=1

(B ∩ Ak) e que B ∩ A1, B ∩ A2, · · · é uma partição

de Ω. Então

P (B) =

∞∑
k=1

P (B ∩Ak) =

∞∑
k=1

P (Ak)P (B|Ak)·

A declaração matemática acima pode ser interpretada da seguinte maneira: dado um
evento B, com probabilidades condicionais conhecidas, dado qualquer um dos eventos Ak,
cada um com uma probabilidade conhecida, qual é a probabilidade total de que B aconteça?
A resposta a esta pergunta é dada por P (B).

Exemplo 2.27

Um experimento consiste em selecionar uma bola de três urnas segundo o seguinte proce-
dimento: a urna 1 contém um bola branca e duas bolas pretas, a urna 2 contém uma bola
preta e duas bolas brancos e a urna 3 contém três bolas pretas e três bolas brancas. Um
dado é lançado. Se a face superior mostra os números 1, 2 ou 3 a urna 1 é selecionado;
caso mostra 4 a urna 2 é selecionado e se 5 ou 6 são mostrados, a urna 3 é a selecionada.
Uma bola é, então, aleatoriamente escolhida a partir da urna selecionada. Seja A o evento
que a bola escolhida seja branca e queremos encontrar P (A).

Sejam U , V e W eventos que designam a urna selecionada ter sido 1, 2 ou 3, respec-
tivamente. Então A = (A ∩ U) ∪ (A ∩ V ) ∪ (A ∩W ) e sabemos que

P (A ∩ U) = P (U)P (A|U) =
3

6
× 1

3
, P (A ∩ V ) = P (V )P (A|V ) =

1

6
× 2

3
e

P (A ∩W ) = P (W )P (A|W ) =
2

6
× 1

2
·

Segue, da expressão em (2.12), que

P (A) = P (U)P (A|U) + P (V )P (A|V ) + P (W )P (A|W ) =
4

9
·
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Teorema 2.26 (Teorema da Multiplicação)

Seja (Ω, F , P ) um espaço de probabilidade e A1, · · · , An ∈ F tais que P (∩n
k=1Ak) > 0.

Então

P

(
n∩

k=1

Ak

)
= P (A1)P (A2|A1)P (A3|A1 ∩ A2) · · ·P

(
An

∣∣ n−1∩
k=1

Ak

)
· (2.13)

Demonstração : Exerćıcio.

Em algumas situações estamos interessados em consideramos probabilidades condicionais
da seguinte forma: Dado o resultado da segunda fase de uma experiência de dois estágios,
encontrar a probabilidade de um resultado na primeira etapa. Para so cálculos destas pro-
babilidades utilizamos o teorema a seguir o qual é uma simples consequência da regra da
probabilidade total e é conhecido como teorema de Bayes8.

Teorema 2.27 (Teorema da Bayes)

Seja (Ω, F , P ) um espaço de probabilidade e A1, · · · , An ∈ F uma partição de Ω tal
que P (Ak) > 0, ∀k. Seja também B ∈ F com P (B) > 0. Suponhamos conhecidas a
priori as probabilidades P (B|Ak) e P (Ak) para todo k. Então

P (Ak|B) =
P (Ak)P (B|Ak)
n∑

l=1

P (Al)P (B|Al)

, (2.14)

para k = 1, · · · , n.

Demonstração : Utilizaremos o Teorema da Probabilidade Total. Observando que {Ak}nk=1

é uma partição, aplicando a definição de probabilidade condicional e aplicando o Teorema
2.26 obtemos

P (Ak|B) =
P (Ak ∩B)

P (B)
=

P (Ak)P (B|Ak)
n∑

k=1

P (Ak)P (B|Ak)

·

Suponhamos que H1, H2, · · · são todas as causas que conduzem para o resultado de uma
experiência aleatória. Temos emHj o conjunto de resultados correspondentes à j-ésima causa.
Assume-se que as probabilidades P (Hj), j = 1, 2, · · · , chamadas de probabilidades a priori,
podem ser conhecidas. Agora suponha que o resultado do experimento seja o evento B, de

8Thomas Bayes (1701 - 1761) foi um estat́ıstico inglês, filósofo e ministro presbiteriano que é conhecido
por formular um caso espećıfico do teorema que leva seu nome: o teorema de Bayes.
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probabilidade positiva. Essa informação leva a uma reavaliação das probabilidades anteriores.
As probabilidades condicionais P (Hj|B) são chamadas de probabilidades a posteriori. A
expressão em (2.14) pode ser interpretada como uma regra que dá a probabilidade de que o
evento B observado deve-se à ocorrência de Hj.

Exemplo 2.28 (Continuação do Exemplo 2.27)

Se no Exemplo 2.27 quisermos calcular a probabilidade de que seja a urna 2 a selecio-
nada se a bola escolhida foi a branca, estamos interessados em calcular a probabilidade
condicional P (V |A). Segundo o Teorema de Bayes (Teorema 2.27), temos que

P (V |A) = P (V )P (A|V )

P (U)P (A|U) + P (V )P (A|V ) + P (W )P (A|W )
=

1

4
·

Claro, podemos questionarmos a probabilidade de que seja qualquer urna dado que a bola
selecionada foi branca. Assim,

P (U |A) = P (W |A) = 3

8
·

O Teorema de Bayes é base para o conceito de Teoria Bayesiana, muito utilizada em mo-
dernas aplicações estat́ısticas. Vejamos agora um outro exemplo, neste percebe-se a utilidade
do Teorema de Bayes em situações reais.

Exemplo 2.29

Suponha que a incidência de uma determinada doença em uma população seja de 0.001.
Um teste de diagnóstico para essa doença existe, mas tem uma taxa de falso positivo de
0.03 e uma taxa de falso negativo de 0.01; isto é, 3% dos testes em pessoas não doentes
indicarão a presença da doença, enquanto 1% dos testes em pessoas com a doença não
indicarão a presença da doença. Se uma pessoa sorteada aleatoriamente da população for
positiva, qual é a probabilidade de essa pessoa ter a doença?

Definamos o evento D para indicar a presença da doença e A para indicar um teste
positivo para a doença. Então

P (D) = 0, 001, P (A|Dc) = 0, 03 e P (Ac|D) = 0, 01·

Pelo Teorema de Bayes, temos que

P (D|A) =
P (D)P (A|D)

P (D)P (A|D) + P (Dc)P (A|Dc)

=
0.001× 0.99

0.001× 0.99 + 0.999× 0.03
= 0.0319·

Este exemplo ilustra o perigo potencial de testes obrigatórios em uma população onde a
taxa de falsos positivos excede a incidência da doença; esse perigo pode ser particular-
mente agudo em situações em que um teste positivo carrega um estigma social significa-
tivo.
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2.3.1 Independência de eventos

Se (Ω, F , P ) é um espaço de probabilidades e A,B ∈ F , com P (B) > 0, temos

P (A ∩B) = P (B)P (A|B) (2.15)

pelo teorema da multiplicação (Teorema 2.26). Em diversas situações a informação fornecida
pela evento B não afeta a probabilidade do evento A, isto é, P (A|B) = P (A).

Na prática, geralmente tem-se o sentimento correto de que certos eventos devem ser
estocasticamente independente ou então o modelo probabiĺıstico seria um absurdo. Como
os exemplos seguintes mostram, no entanto, existem situações em que a independência es-
tocástica pode ser descoberta apenas por cálculo.

A independência de eventos é um conceito especialmente importante e espećıfico da teoria
das probabilidades.

Definição 2.12

Sejam A,B dois eventos do espaço de probabilidades (Ω, F , P ). Os eventos A e B são
ditos independentes se, e somente se,

P (A ∩B) = P (A)P (B)· (2.16)

Note que não fizemos qualquer restrição em P (A) ou P (B). Assim, a probabilidade
condicional não está definida quando P (A) ou P (B) são zero, mas a independência está.
Claramente, se P (A) = 0, então A é independente de todos os eventos E ∈ F tais que
P (E) > 0. Além disso, qualquer evento A ∈ F com P (A) > 0 é independente de ∅ e Ω.

Observe que esta definição permite-nos encontrar diretamente a probabilidade da in-
terseção de dois eventos como produto das probabilidades respetivas. Significa que, sempre
que aconteça a relação em (2.16) os eventos se dirão independentes.

Exemplo 2.30

Uma carta é escolhida aleatoriamente de um baralho de 52 cartas. Seja A o evento que a
carta seja um ás e B o evento que a carta seja do naipe Espadas. Então

P (A) =
4

52
=

1

13
, P (B) =

13

52
=

1

4

P (A ∩B) = P ({Ás de Espadas}) = 1

52
,

de modo que A e B são independentes.

Teorema 2.28

O evento A é independente de si mesmo se, e somente se, P (A) = 0 ou P (A) = 1.
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Demonstração : Primeiro seja A independente de si mesmo, então, observemos que P (A) =
P (A ∩ A) = P (A)P (A) = P (A)2 somente se P (A) = 0 ou P (A) = 1. Por outro lado se
P (A) = 0 ou P (A) = 1 temos que P (A ∩A) = P (A) = P (A)P (A).

Podemos observar que eventos com probabilidade zero ou um são independentes de qual-
quer outro. Se P (A) = 0, então P (A ∩ B) = 0 sendo assim A e B independentes, qualquer
seja o evento B. Se P (A) = 1, então

P (A ∩B) = P (B)− P (Ac ∩B),

e, dado que Ac ∩B ⊆ Ac, implica que

P (Ac ∩B) ≤ P (Ac) = 0·

temos então que P (Ac ∩B) = 0 e que

P (A ∩B) = P (B) = P (A)P (B),

logo A e B são independentes, qualquer seja B.

Teorema 2.29

Sejam A e B dois eventos independentes, então

P (A|B) = P (A) se P (B) > 0,

e
P (B|A) = P (B) se P (A) > 0·

Demonstração : Segue da observação em (2.15).

Exemplo 2.31

Suponha temos uma moeda que, quando arremessada, aparece cara com probabilidades
p e aparece coroa com probabilidade q. Suponha agora que esta moeda seja lançada duas
vezes. Usando a interpretação frequentista de probabilidade é razoável atribuir ao resul-
tado (Cara, Cara) a probabilidade p2, para o resultado (Cara, Coroa) a probabilidade pq
e assim por diante. Seja E o evento de obter cara no primeiro lance e F o evento de que
aparece coroa no segundo lance. Vamos agora verificar que com as probabilidades acima
estes dois eventos são independentes, como esperado. Temos

P (E) = p2 + pq = p e P (F ) = pq + q2 = q·

Finalmente P (E ∩ F ) = pq, logo P (E ∩ F ) = P (E)P (F ).
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Exemplo 2.32

Muitas vezes é intuitivamente claro quando dois eventos são independentes, mas nem
sempre, que nem nesta situação. No Exemplo 2.31, seja A o evento “o primeiro lance é
uma cara” e B o evento “os dois resultados são os mesmos”. Então

P (B|A) =
P (A ∩B)

P (A)
=

P ({Cara, Cara})
P ({Cara, Cara}, {Cara, Coroa})

=
1/4

1/2
=

1

2
= P (B)·

Portanto, A e B são independentes, mas o resultado não foi tão óbvio.

Teorema 2.30

Se os eventos A e B são independentes, então os eventos A e Bc, Ac e B e Ac e Bc também
são independentes.

Demonstração :

P (Ac ∩B) = P [B \ (A ∩B)]

= P (B)− P (A ∩B), devido a B ⊇ (A ∩B)

= P (B)[1− P (A)] = P (Ac)P (B)·

Similarmente nas outras situações.

Gostaŕıamos de salientar que a independência de eventos não deve ser confundido com
eventos disjuntos ou eventos mutuamente exclusivos. Dois eventos, cada um com probabi-
lidade não nula, mutuamente exclusivos, serão dependentes desde que a ocorrência de um
interfira na ocorrência do outro. Da mesma forma, se A e B são independentes e P (A) > 0,
P (B) > 0, então A e B não podem ser mutuamente exclusivos.

Exemplo 2.33

Considere famı́lias com dois filhos e assuma que todas as quatro distribuições posśıveis
do sexo dos filhos MM , MF , FM , FF , onde M representa menino e F para a menina,
sejam igualmente prováveis. Seja E o caso de que uma famı́lia escolhida aleatoriamente
tenha no máximo uma menina e F o caso em que a famı́lia tenha crianças de ambos os
sexos. Então

P (E) =
3

4
, P (F ) =

1

2
e P (E ∩ F ) =

1

2
,

de modo que E e F não são independentes.

Por outro lado, consideremos famı́lias com três filhos. Assumindo que cada um dos

oito posśıveis resultados sejam igualmente prováveis, temos que P (E) =
4

8
, P (F ) =

6

8
e

P (E ∩ F ) =
3

8
, de modo que E e F são independentes.
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Uma extensão óbvia do conceito de independência entre dois eventos A e B a uma determi-
nada coleção U de eventos é exigir que todos os eventos distintos em U sejam independentes.

Definição 2.13

Seja U uma colação se eventos de F . Dizemos que os eventos em U são independentes
a pares se, e somente se, para todo parde eventos distintos A,B ∈ U ,

P (A ∩B) = P (A)P (B)· (2.17)

Exemplo 2.34

Considere as seis permutações das letras a, b, c, bem como as três triplas (a, a, a), (b, b, b)
e (c, c, c). Tomemos estas nove triplas como os pontos de um espaço amostral e atribúımos
probabilidade 1/9 a cada um. Denote por Ak o evento que o k-ésimo lugar seja ocupado
pela letra a. Obviamente cada um destes três eventos tem probabilidade 1/3, enquanto

P (A1A2) = P (A1A3) = P (A2A3) =
1

9
·

Os três eventos são, portanto, independentes a pares, mas os três não são independentes
porque também P (A1A2A3) =

1
9
. A ocorrência de A1 e A2 implica a ocorrência de A3 e

assim A3 não é independente de A1A2.

Um conceito muito mais forte e mais útil é a independência mútua ou completa.

Definição 2.14

A famı́lia de eventos U é dita ser mutualmente ou completamente independente se, e
somente se, para toda coleção finita {Ai1 , Ai2 , · · · , Aik} de elementos de U , se satisfaz a
relação

P (Ai1 ∩ Ai2 ∩ · · · ∩ Aik) =
k∏

j=1

P (Aij)· (2.18)

No que se segue, vamos omitir o adjetivo mútuo ou completo e falar de eventos indepen-
dentes. É claro que a partir da Definição 2.14, a fim de verificar a independência de n eventos
A1, A2, · · · , An é preciso verificar as seguintes 2n − n− 1 relações.

P (Ai ∩ Aj) = P (Ai)P (Aj), i ̸= j, i, j = 1, 2, · · · , n

P (Ai ∩ Aj ∩ Ak) = P (Ai)P (Aj)P (Ak),
i ̸= j ̸= k,

i, j, k = 1, 2, · · · , n
...

P (A1 ∩ A2 ∩ · · · ∩ An) = P (A1)P (A2) · · ·P (An)·
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O primeiro desses requisitos é a independência em pares. Portanto independência implica
independência de pares, mas não vice-versa.

Exemplo 2.35

Tome quatro bolas idênticas. Na primeira, escreva o śımbolo A1A2A3 e em cada uma das
outras três escreva A1, A2, A3, respectivamente. Coloque as quatro bolas em uma urna
e escolha uma aleatoriamente. Seja Ei o evento de que o śımbolo Ai apareça na bola
escolhida. Então

P (E1) = P (E2) = P (E3) =
1

2
,

P (E1 ∩ E2) = P (E2 ∩ E3)− P (E1 ∩ E3) =
1

4
e

P (E1 ∩ E2 ∩ E3) =
1

4
·

Segue que, embora os eventos E1, E2, E3 não são independentes, eles são independentes
a pares.

Vimos que independência a pares não implica independência coletiva. Vejamos agora uma
situação diferentes.

Exemplo 2.36

Neste exemplo P (E1 ∩ E2 ∩ E3) = P (E1)P (E2)P (E3), no entanto os eventos E1, E2, E3

não são independentes a pares e, portanto, não são independentes. Seja Ω = {1, 2, 3, 4} e
seja pi a probabilidade atribúıda ao evento {i}, i = 1, 2, 3, 4. Se

p1 =

√
2

2
− 1

4
, p2 =

1

4
, p3 =

3

4
−
√
2

2
, p4 =

1

4

e
E1 = {1, 3}, E2 = {2, 3}, E3 = {3, 4},

temos que

P (E1 ∩ E2 ∩ E3) = P ({3}) =
3

4
−
√
2

2
=

1

2

(
1−
√
2

2

)(
1−
√
2

2

)
= (p1 + p2)(p2 + p3)(p3 + p4)

= P (E1)P (E2)P (E3)·

Mas,

P (E1 ∩ E2) =
3

4
−
√
2

2
̸= P (E1)P (E2)

do qual segue que E1, E2, E3 não são independentes.

O seguinte resultado tem o nome de Borel e Francesco Paolo Cantelli9, que deram de-
clarações ao lema nas primeiras décadas do século XX. Este resultado, conhecido como lema

9Francesco Paolo Cantelli (1875 - 1966) foi um matemático italiano.
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de Borel-Cantelli afirma que, sob certas condições, um evento terá probabilidade de zero ou
um.

Teorema 2.31 (Lema e Borel-Cantelli)

Sejam A1, A2, · · · eventos no espaço de probabilidade (Ω, F , P ) e seja A = lim
n→∞

supAn.

(a) Se
∞∑
n=1

P (An) <∞, então P (A) = 0.

(b) Se os An são independentes e
∞∑
n=1

P (An) =∞, então P (A) = 1.

Demonstração : (a) Para cada n natural, temos que P (A) ≤ P

( ∞∪
k=n

Ak

)
≤

∞∑
k=n

P (Ak).

Dado que a série

∞∑
n=1

P (An) é convergente, então a séria dos restos

∞∑
k=n

P (Ak) tende a

zero quando n→∞. Assim

lim
n→∞

P (A) ≤ lim
n→∞

∞∑
k=n

P (Ak) = 0·

Isto implica que P (A) = 0.

(b) Nesta situação é suficiente demonstrar que para todo número natural n se satisfaz que
P (
∪∞

k=nAk) = 1, já que a interseção enumerável de eventos com probabilidade 1 tem
probabilidade 1. Para cada m > n

1− P

( ∞∪
k=n

Ak

)
≤ 1− P

(
m∪

k=n

Ak

)
= P

(
m∩

k=n

Ac
k

)
=

=
m∏

k=n

[1− P (Ak)] ≤ exp

(
−

m∑
k=n

P (Ak)

)
·

Para obter a última expressão utilizou-se a desigualdade 1− x ≤ exp(−x), válida para
qualquer número real x. Dado que

∑∞
n=1 P (An) =∞ o lado direito tende a zero quando

m tende ao infinito. Portanto, P (∪∞k=nAk) = 1, qualquer seja n. Então P (A) = 1.

Observemos que o item (b) pode não ser válido caso os eventos A1, A2, · · · são forem
independentes. Por exemplo, se An = A, para qualquer n com 0 < P (A) < 1, temos que
∞∑
n=1

P (An) =∞. Por outro lado, o evento lim
n→∞

supAn = A mas P (A) < 1.

No seguinte exemplo vamos utilizar a chamada função zeta de Riemann10. A função zeta
de Riemann ou função zeta de Euler-Riemann, ζ é uma função de uma variável complexa s

10Georg Friedrich Bernhard Riemann (1826-1866). Foi um matemático alemão, com contribuições funda-
mentais para a análise e a geometria diferencial.
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continua e definida como a soma da série

ζ(s) =
∞∑
n=1

1

ns
·

Esta série converge quando a parte real de s é maior que 1. Um valor espećıfico desta função
que será interessante para nós é quando ζ(2) = π2/6.

Exemplo 2.37

Por exemplo, suponhamos que {An}n≥1 seja uma sequência de eventos tais que

P (An) =
1

n2
, ∀n ≥ 1·

A probabilidade de que An ocorra infinitamente para n grande é equivalente à probabili-
dade da interseção de infinitos eventos da sequência, isto é, equivalente à probabilidade
da ocorrência do evento

∩
n≥1 An para n suficientemente grande. A interseção de tais

infinitos eventos é um conjunto de resultados comuns a todos eles.
Entretanto, a soma P (An) é uma série convergente, de fato, é uma função zeta de

Riemann que tende a π2/6 e, então, o Lema de Borel-Cantelli (Teorema 2.31) estabelece
que o conjunto de resultados que são comuns a tais infinitamente muitos eventos ocorrem
com probabilidade zero. Por isso, a probabilidade de An ocorrendo infinitamente é 0.
Quase certamente, isto é, com probabilidade 1 P (An) é não nula para muitos n finitos.

2.3.2 Permutabilidade de eventos

A noção de permutabilidade foi introduzida por De Finetti11 em 1930 e recuperada por
Savage12 em 1950. Grosso modo, o termo permutabilidade significa que é trocável: diz-se de
dois eventos que podem ser alterados sem afetar os resultados. Aqui, dizemos que dois eventos
podem ser alterados se a ordem em que eles acontecem é irrelevante para as probabilidades.
A decisão de aceitar eventos como permutáveis é uma espécie de confissão do observador que
ele não consegue distinguir entre eles.

Diz-se que dois eventos A e B são permutáveis se P (Ac∩B) = P (A∩Bc), o que significa
que há indiferença em relação à ordem, porque ambas as interseções descrevem a ocorrência
de exatamente um dos dois eventos, na primeira ou na segunda instância.

Exemplo 2.38

Imagine que se observa o arremesso de uma moeda 10 vezes, dos quais em 9 deles observou-
se cara. A idéia de permutabilidade permitirá uma interpretação objetivista deste resul-
tado. A principal premissa que vamos fazer é que nós não nos importamos quando ocorrem
os resultados cara ou coroa, mas apenas quantos deles temos observado.

Intuitivamente, isso significa que em n arremessos da mesma moeda, cada sequência
particular de caras e coroas com m caras e n−m coroas tem a mesma probabilidade de
ocorrer. A ordem é irrelevante.

11Bruno de Finetti (1906-1985), foi um matemático italiano, notável por seus estudos sobre probabilidade.
12Leonard Jimmie Savage (1917-1971) foi um matemático estadunidense.
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Definição 2.15

Suponha que A = {Ai : i ∈ I} é um conjunto de eventos de um experimento aleatório
onde I é um conjunto de ı́ndices enumeráveis. A coleção A é dita ser permutável se a
probabilidade da interseção de um número finito dos eventos depende apenas do número
de eventos. Isto é, a coleção A é permutável se dados J e K, subconjuntos finitos de I
tais que #J = #K, temos que

P

(∩
j∈J

Aj

)
= P

(∩
k∈K

Ak

)
· (2.19)

A permutabilidade de n eventos significa que a ocorrência de qualquer interseção de k
de tais eventos tem a mesma probabilidade, ou seja, essa probabilidade não depende de sua
posição, mas exclusivamente em k. É uma propriedade de simetria. Uma sequência infinita
de variáveis aleatórias é infinitamente permutável se toda coleção finita de suas variáveis é
permutável.

Teorema 2.32

Seja A uma sequência permutável. Então se B ⊆ A, B é permutável. Inversamente, se
cada B ⊆ A finito é permutável, então A é permutável.

Demonstração : Exerćıcio.

Para uma coleção de eventos pasśıveis de troca, o prinćıpio de inclusão-exclusão para a
probabilidade de uma união é muito mais simples do que a versão geral.

Teorema 2.33

Suponhamos que {A1, A2, · · · , An} seja uma coleção de eventos permutáveis. Para J ⊆
{1, 2, · · · , n} com #J = k. Então

P

(
n∪

i=1

Ai

)
=

n∑
k=1

(−1)k−1

(
n

k

)
P

(∩
j∈J

Aj

)
· (2.20)

Demonstração : Aplicar o Teorema de Inclusão-Exclusão (Teorema 2.19).

Observemos que se os eventos A e B forem independentes, então são permutáveis. Isto
deve-se a que

P (A ∩B) = P (A)P (B) = P (B ∩ A),
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do qual podemos afirmar que se A1, A2, · · · for uma coleção de eventos independentes, então
A1, A2, · · · é uma coleção de eventos permutáveis. O contrário não é verdade em geral, como
veremos no seguinte exemplo que deve à Pólya13.

Exemplo 2.39 (Urna de Pólya)

Uma situação ilustrativa de eventos permutáveis porém não independentes é o seguinte,
conhecido como modelo urna de Pólya. Imagine que dada uma urna com N0 bolas pretas
e N1 bolas brancas. O algoritmo seguinte é executado diversas vezes:

1- Retire uma bola aleatoriamente da urna e observe sua cor,

2- Se a bola é preta definimos o evento Ai = bola branca e Ai = bola negra caso
contrário,

3- Acrescente i = i+ 1. Coloque n bolas da mesma cor na urna. Ir ao passo 1.

Se n = 1, então a sequência A1, A2, · · · é de eventos independentes e a amostragem
é com reposição, quando n = 0 esta é uma amostragem sem reposição. Para ver que os
eventos são permutáveis porém não independentes observe o seguinte:

P (A1 = bola branca, A2 = bola branca, A3 = bola negra, A4 = bola branca) =

=
N0

N0 +N1

× N0 + n

N0 +N1 + n
× N1

N0 +N1 + 2n
× N0 + 2n

N0 +N1 + 3n
,

também

P (A1 = bola branca, A2 = bola branca, A3 = bola negra, A4 = bola branca) =

=
N0

N0 +N1

× N1

N0 +N1 + n
× N0 + n

N0 +N1 + 2n
× N0 + 2n

N0 +N1 + 3n
,

as quais são, evidentemente, iguais. No entanto,

P (A1 = bola branca, A2 = bola branca) ̸= P (A1 = bola branca)P (A2 = bola branca),

já que P (A1 = bola branca) =
N0

N0 +N1

e

P (A2 = bola branca) =

= P (A1 = bola branca)P (A2 = bola branca|A1 = bola branca)+

P (A1 = bola negra)P (A2 = bola branca|A1 = bola negra)

=
N0

N0 +N1

× N0 + n

N0 +N1 + n
+

N1

N0 +N1

× N0

N0 +N1 + n
·

13George Pólya (1887-1985) foi um eminente matemático húngaro.
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2.4 Exerćıcios

Exerćıcios da Seção 2.1

1. Sejam A = {x ∈ R : 0 ≤ x ≤ 1} e B = {x ∈ R : 1/2 ≤ x ≤ 2}. Encontrar A \B.

2. Sejam A,B,C e D subconjuntos de Ω. Provar que:

(a) A ∩B ⊆ A ⊆ A ∪B,

(b) Se A ⊆ C e B ⊆ D então A ∩B ⊆ C ∩D e A ∪B ⊆ C ∪D,

(c) A ⊆ C e B ⊆ C se, e somente se, A ∪B ⊆ C.

3. Seja F uma álgebra de eventos. Prove que F é fechada para diferenças de eventos, ou seja, se
A,B ∈ F , então A \B ∈ F , onde A \B = A ∩Bc.

4. Prove que no Exemplo 2.3 as classes de subconjuntos definidas são álgebras.

5. Seja Ω um conjunto não vazio.

(a) Prove que se A e B são σ-álgebras de subconjuntos de Ω, então A ∩ B é também σ-álgebra de
subconjuntos de Ω.

(b) Seja C uma classe de subconjuntos de Ω. Mostre que existe pelo menos uma σ-álgebra que
contém C.

6. Provar que se A \B = A então A ∩B = ∅.

7. Provar que A \B = ∅ se, e somente se, A ⊆ B.

8. Seja E um conjunto que contém A ∪B. Prove que:

(a) A ∩ (E \A) = ∅,
(b) A ⊆ B se, e somente se, E \B ⊆ E \A.

9. Seja Ω = {a, b, c, d, e, f} e C = {{b, e}, {f}}. Qual é a álgebra gerada por C? e qual a σ-álgebra gerada
por C?

10. Suponha que An são álgebras satisfazendo An ⊆ An+1. Mostre que
∪∞

n=1An é álgebra.

11. Prove que no Exemplo 2.4 F0 é álgebra mas não é σ-álgebra.

12. Seja A uma σ-álgebra de subconjuntos de Ω e seja B ∈ A. Prove que

F = {A ∩B : A ∈ A} ,

é σ-álgebra de subconjuntos de B.

13. Demonstrar o Teorema 2.3

14. Sejam A,B ⊂ Ω, tais que A ⊆ B. Prove que a classe F = {∅, A,B,Ac, Bc, B \A, (B \A)c,Ω} é uma
álgebra.

15. Sejam Ω = {a, b, c, d}, A = {a, b} e B = {c, d}. Definamos a coleção C = {A,B}. Percebemos que C
não é uma álgebra. Encontre σ(C).

16. Seja Ω um espaço amostral não vazio eM = {A ⊂ Ω : A ou Ac} é enumerável. Prove queM é uma
σ-álgebra definida em Ω.

17. Considere {Fi, i ∈ I} uma famı́lia de σ-álgebras definidas em Ω. Prove que

F =
∩
i∈I

Fi

é σ-álgebra de subconjuntos de Ω. O conjunto de ı́ndices I pode ser não enumerável.
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18. Considere F uma σ-álgebra de eventos de Ω. Prove que a coleção de eventos F c = {F c : F ∈ F é
uma σ-álgebra de eventos. Verifique se F e F c coincidem.

19. Seja C um conjunto não enumerável e F o conjunto dos subconjuntos finitos de C. Descreva a σ-álgebra
gerada por F .

20. Demonstre que σ(σ(C)) = σ(C), onde C é uma coleção de subconjuntos do espaço amostral Ω.

21. Prove que σ(C1 ∪ C2) = σ(σ(C1) ∪ σ(C2)), onde C1 e C2 são duas coleções de subconjuntos de Ω.

22. Considere {Ai}ni=1 uma coleção de conjuntos eBk = ∪ki=1Ai, k = 1, 2, · · · , n. Mostre que σ({B1, B2, · · · , Bn}) =
σ({A1, A2, · · · , An}).

23. Suponhamos que {E1, E2, · · · } é uma coleção arbitrária de subconjuntos abertos deR e que {F1, F2, · · · }
é uma coleção arbitrária de subconjuntos fechados de R. Prove que

(a)
∪∞

k=1 Ek é um conjunto aberto,

(b)
∩∞

k=1 Ek não é necessariamente um conjunto aberto,

(c)
∩∞

k=1 Fk é necessariamente um conjunto fechado,

(d)
∪∞

k=1 Fk não é necessariamente um conjunto fechado.

24. Demonstrar o Teorema 2.8.

25. Demonstrar o Teorema 2.10.

26. Demonstrar o Teorema 2.12.

27. No Exemplo 2.13 provar que x /∈ Q̃y.

Exerćıcios da Seção 2.2

1. Um experimento aleatório consiste no lançamento de dois dados equilibrados e como resultado obser-
vamos o número mı́nimo obtido de suas faces. Construa um modelo probabiĺıstico associado.

2. Seja (Ω, F , P ) um espaço de probabilidade. Considere uma sequência de eventos aleatórios {An}∞n=1

em F . Defina o evento Bm: “o primeiro evento a ocorrer da sequência {An}∞n=1 é Am”.

a) Expresse Bm em função dos An. Bm é um evento aleatório? Por quê?

b) Os eventos Bm são disjuntos?

c) Quem é o evento
∪∞

m=1 Bm?

3. Os eventos A e B no espaço de probabilidades (Ω, F , P ) são tais que A ⊆ B. Qual é P (A∪B)? Qual
é P (A ∩B)? Qual é P (A \B).

4. Uma caixa contém 1.000 lâmpadas. A probabilidade de que exista pelo menos uma lâmpada defeituosa
na caixa é de 0,1 e a probabilidade de que existem, pelo menos, duas lâmpadas defeituosas é de 0,05.
Determine a probabilidade em cada um dos seguintes casos:

(a) A caixa não contém lâmpadas defeituosas.

(b) A caixa contém exatamente uma lâmpada defeituosa.

(c) A caixa contém no máximo uma lâmpada defeituosa.

5. Em um determinado subúrbio residencial, 60% de todas as casas assinam o jornal metropolitano
publicado em uma cidade próxima, 80% assinam o jornal local e 50% assinam ambos. Qual é a
probabilidade de que uma famı́lia assina:

a) pelo menos um dos dois jornais?

b) exatamente um dos dois jornais?
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c) nenhum dos dois jornais?

6. A rota usada por um determinado motorista no deslocamento para o trabalho contém dois cruzamentos
com semáforos. As probabilidades de paragem no primeiro sinal e no segundo sinal são 0.4 e 0.5,
respectivamente. Além disso, a probabilidade de parar em pelo menos um dos dois sinais é de 0.6.
Qual é a probabilidade de que ele deve parar:

a) em ambos os sinais?

b) no primeiro sinal, mas não no segundo?

c) em exatamente um sinal?

7. Seja (Ω, F , P ) um espaço de probabilidades e A,B,C ∈ F , tais que A ∩ B ⊆ C. Provar que
P (Cc) ≤ P (Ac) + P (Bc).

8. Seja (Ω, F , P ) um espaço de probabilidades e A,B ∈ F eventos tais P (A) = P (B) = 1
2 e P (Ac∩Bc) =

1
3 . Encontre P (A ∪Bc).

9. Prove que P (A ∩B)− P (A)P (B) = P (Ac)P (B)− P (Ac ∩B).

10. Prove que P (A ∪B ∪ C) = P (A) + P (Ac ∩B) + P (Ac ∩Bc ∩ C).

11. Se P (E) = 0.9 e P (F ) = 0.8, mostre que P (E ∩ F ) ≥ 0.7.

12. Demonstrar o Teorema 2.20.

13. Seja {An}∞n=1 uma sequência de eventos não decrescentes em F tais que convergem para o evento A,
isto é, An ⊆ An+1 para qualquer valor de n e

∪∞
n=1 An = A. Prove que

lim
n→∞

P (An) = P (A)·

14. Sejam {An}∞n=1 e {Bn}∞n=1 duas sequências de eventos aleatórios do mesmo espaço de probabilidade
(Ω, F , P ) tais que limn→∞ P (An) = 1 e limn→∞ P (Bn) = p. Prove que limn→∞ P (A ∩B) = p.

15. Seja {An}∞n=1 uma sequência de eventos aleatórios no espaço de probabilidade (Ω, F , P ). Prove que:

(a) Se P (An) = 0 para todo n = 1, 2, · · · , então P (
∪∞

n=1 An) = 0,

(b) Se P (An) = 1 para todo n = 1, 2, · · · , então P (
∩∞

n=1 An) = 1.

16. Considere (Ω, F , P ) um espaço de probabilidade. Seja {Pn}∞n=1 uma sequência de funções de probabi-
lidades definidas em F e {an}∞n=1 uma sequência de números reais não-negativos tal que

∑∞
n=1 an = 1.

Prove que

P (E) =

∞∑
n=1

anPn(E), ∀E ∈ Ω

é também uma função de probabilidade definida em F .

17. Seja {An}n≥1 uma sequência de conjuntos disjuntos 2 a 2 (Ai∩Aj = ∅, i ̸= j) e P uma probabilidade.
Demonstre que limn→∞ P (An) = 0.

18. Uma moeda com probabilidade p de cara em cada lançamento é lançada infinitas vezes, de maneira
independente. Definimos os eventos

An: Ocorre pelo menos uma cara nos n primeiros lançamentos.

A: Ocorre pelo menos uma cara.

Prove que

a) {An}∞n=1 é uma sequência não decrescente que converge para o evento A (An ↗ A), isto é, prove
que An ⊆ An+1 e ∪∞n=1An = A.
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b)

P (A) =

{
0 se p = 0

1 se 0 < p ≤ 1

19. Prove que

a) (limn→∞ supAn)
c = limn→∞ inf Ac

n,

b) (limn→∞ inf An)
c = limn→∞ supAc

n,

c) limn→∞ supA ∩Bn = A ∩ limn→∞ supBn,

d) limn→∞ sup(An ∪Bn) = limn→∞ supAn ∪ limn→∞ supBn,

e) limn→∞ sup(An ∩Bn) ⊆ limn→∞ supAn ∩ limn→∞ supBn.

20. Seja Ω = R e F = B(R). Em cada um dos seguintes casos P define uma medida de probabilidade em
(Ω, F )?

a) Para cada intervalo I, seja P (I) = 1 se I for um intervalo de comprimento finito e P (I) = 0 se
I for um intervalo infinito.

b) Para cada intervalo I, seja P (I) = 0 se I ⊆ (−∞, 1) e

P (I) =

∫
I

1

2
dx,

se I ⊆ [1,∞). Observe que se I = I1+ I2, onde I1 ⊆ (−∞, 1) e I2 ⊆ [1,∞), então P (I) = P (I2).

21. Seja P uma medida de probabilidade. Verifique se as seguintes funções são também medidas de
probabilidade:

a) 1− P ,

b) (1 + P )/2,

c) P 2,

d) |P |.

22. O espaço amostral é Ω = {1, 2, · · · , n} e a σ-álgebra P(Ω). Nestas condições, verifique em cada caso
se a função P é uma probabilidade.

Para cada A ∈ P(Ω) defina:

a)

P (A) =
∑
k∈A

2k

n(n+ 1)
,

b)

P (A) =
∏
k∈A

(
1− 1

k

)
·

23. Desigualdade de Kounias14. Demonstre que

P

(
n∪

i=1

Ak

)
≤ min


n∑

i=1
i ̸=j

P (Ai)− P (Ai ∩Aj)

 ·
24. Prove que no Exemplo 2.17 a função P é função de probabilidade.

25. Demonstre o Teorema 2.15.

26. Demonstre o Teorema 2.22

14Kounias, E.G. (1968). Bounds for the probability of a union, with applications. Ann. Math. Statist, 39,
pg. 2154-2158.
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Exerćıcios da Seção 2.3

1. Se P (Bc) = 1/4 e P (A|B) = 1/2, quanto é P (A ∩B)?

2. Sejam A e B dois eventos tais que P (A) = p1 > 0, P (B) = p2 > 0 e p1 + p2 > 1. Mostre que
P (B|A) ≥ 1− (1− p2)/p1.

3. Dois d́ıgitos são escolhidos aleatoriamente sem reposição do conjunto de números inteiros {1, 2, 3, 4, 5, 6, 7, 8}.

(i) Encontrar a probabilidade de que ambos os d́ıgitos sejam maiores do que 5.

(ii) Mostre que a probabilidade de que a soma dos d́ıgitos seja igual a 5 é a mesma que a probabilidade
de que sua soma exceda 13.

4. Provar o Teorema 2.26.

5. Um dado equilibrado é lançado três vezes consecutivas y come resultado observamos que a soma dos
três números é 9. Encontre a probabilidade de que no primeiro lançamentos tivemos obtido o número
5.

6. Seja C1, C2, · · · , Cn uma partição de Ω. Mostrar que

P (A|B) =

n∑
k=1

P (Ck|B)P (A|Ck ∩B)·

7. Seja (Ω, F , P ) um espaço de probabilidade. Prove que

(i) Mostre que se A e B são eventos tais que P (A) < 1, P (B) > 0 e P (A|B) = 1, então P (Bc|Ac) =
1.

(ii) Prove que se E, F e G são eventos tais que P (F ∩G) > 0 e P (F ∩Gc) > 0, então

P (E|F ) = P (E|F ∩G)P (G|F ) + P (E|F ∩Gc)P (Gc|F )·

8. Sejam A e B dois eventos do mesmo espaço de probabilidade e ainda P (B) > 0. Prove que

(i) P (A|B) = 0 se A e B são disjuntos.

(ii) P (Ac|B) = 1− P (A|B).

(iii) P (B|B) = 1.

(iv) P (A) = P (A|B)P (B) + P (A|Bc)P (Bc).

9. Assuma que E e F são dois eventos com probabilidades positivas. Mostre que se P (E|F ) = P (E)
então P (F |E) = P (F ).

10. Prove que P (A|B) ≥ 1− P (Ac)/P (B), onde P (B) > 0.

11. Encontre P (A|B) se (i) A ∩B = ∅, (ii) A ⊂ B e (iii) A ⊃ B.

12. Mostre que se P (A|B) > P (A) então P (B|A) > P (B).

13. Prove que
P (A ∩B ∩ C) = P (A|B ∩ C)P (B|A)P (C)·

14. Prove que os eventos A e B são independentes se

P (A|B) = P (A|Bc)·

15. Sejam A e B dois eventos tais que P (B) > 0. Mostre que

P (Ac|B) = 1− P (A|B)·
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16. Uma urna contém três moedas com cara de cada lado, quatro moedas com uma coroa de cada lado e
duas moedas honestas. Se uma dessas nove moedas é selecionada aleatoriamente e joga-se uma vez,
qual é a probabilidade de que a cara seja a figura obtida?

17. Seja P uma medida de probabilidade e sejam P1(·) = P (·|B) e P2(·) = P1(·|C), onde P (B) > 0 e
P (C) > 0. Prove que, qualquer seja o evento A

P2(A) = P (A|B ∩ C)·

18. Mostre que, se P (A|B) = 1, então P (Bc|Ac) = 1.

19. Provar o Teorema 2.32.

20. Sejam A1, A2., · · · , An eventos independentes. Prove que

P

(
n∪

i=1

Ai

)
= 1−

n∏
i=1

[1− P (Ai)]·

21. Suponhamos que os eventos A e B sejam independentes. Demonstre que σ(A) e σ(B) também são
eventos independentes.

22. Seja A um evento com probabilidade estritamente positiva. Demonstre que se efetuam-se infinitos
ensaios independentes do experimento, a probabilidade de que nunca ocorra o evento A é zero.

23. Sejam A1, A2, · · · , An eventos independentes com probabilidade de ocorrência

pk = P (Ak), k = 1, 2, · · · , n·

Encontre a probabilidade da ocorrência dos seguintes eventos, em termos das probabilidades pk:

(a) Que nenhum dos Ak ocorram.

(b) Que ocorra pelo menos um dos Ak.

(c) Que ocorra exatamente um dos Ak.

(d) Que ocorram exatamente dois dos Ak.

(e) Que ocorram todos os Ak.

(f) Que ocorram, no máximo, n− 1 dos eventos Ak.

24. Sejam A, B e C eventos. Dizemos que A e B são condicionalmente independentes, dado C se

P (A ∩B|C) = P (A|C)P (B|C)·

Suponha que:

(a) A e B são condicionalmente independentes dado C e

(b) A e B são condicionalmente independentes dado Cc.

Mostre que A e B não são necessariamente independentes, mas que A e B são independentes se C for
independente de A ou B.

25. Suponha que A e B sejam eventos independentes. Determinar quais dos seguintes pares de eventos
são independentes e quais disjuntos:

(a) A e Bc.

(b) A ∩Bc e B.

(c) Ac e Bc.

(d) Ac e Bc.
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(e) Ac ∩Bc e A ∪B.

26. Sejam A1, A2, · · · eventos independentes com P (Ak) = pk. Defina

B =
∞∪
k=1

Ak·

Mostre que P (B) = 1 se, e somente se,

∞∑
k=1

ln(1− pk) = −∞·

27. Seja X uma variável aleatória se suponhamos que {xn} seja uma sequência de números estritamente
crescente, ou seja, xn > xn+1 para todo n. Suponhamos que limn→∞ xn = x0. Definamos An = [X ≤
xn].

(a) Mostre que
∞∩

n=1

An = [X ≤ x0]·

(b) Prove que lim
n→∞

P (X ≤ xn) = P (X ≤ x0).

(c) Seja agora {xn} uma sequência de números estritamente crescente, ou seja, xn < xn+1 cujo
limite é x0. Novamente, definindo An = [X ≤ x0], mostre que

∞∪
n=1

An = [X < x0]·

Prove também que lim
n→∞

P (X ≤ xn) = P (X < x0).

28. Suponha que Ω = {1, 2, · · · , p}, onde p é um número primo. Seja F = P (Ω) e, para A ∈ F , defina
P (A) = |A|/p. Mostre que se A e B são independentes, então ao menos um dos dois eventos é ∅ ou Ω.

29. Sejam A,B,A1, A2, · · · eventos em um espaço de probabilidade. Suponha que An ⊆ An+1,
∪

n An = A
e que B é independente de An, para todo n ≥ 1. Prove que A e B são independentes.



Caṕıtulo 3

Variáveis aleatórias

Estudaremos aqui os conceitos de variável aleatória e de funções relacionadas, tais como a
função de distribuição, a função de densidade e a função de probabilidade. Acontece que em
muitos experimentos é mais fácil trabalhar com uma variável resumo dos resultados de um
experimento aleatório do que com a estrutura de probabilidade original e é esse o objetivo
do conceito variável aleatória.

Por exemplo, em uma pesquisa de opinião, decidimos perguntar a 20 pessoas se elas con-
cordam ou discordam com um determinado assunto. Quando a pessoa concorda registramos
o valor 1 e quando discorda 0; o espaço amostral desse experimento contém 220 = 1048576
elementos e esse é o número de todos os resultados posśıveis que podem ocorrer quando 20
pessoas são assim consultadas. Seria interessante reduzir esse espaço para um de tamanho
razoável.

De que forma? Contando nessas 220 sequências de tamanho 20 cada simplesmente o
número de pessoas que concordam com o assunto em questão. Dessa forma o espaço amostral
seria reduzido à {0, 1, 2, · · · , 20}, o qual possui 21 elementos e é muito mais fácil de trabalhar.
Quando definimos uma tal quantidade X, estamos definindo uma função do espaço amostral
original nos números reais.

3.1 Variáveis aleatórias

Uma variável aleatória é uma função do espaço amostral no conjunto dos números reais
satisfazendo certas condições. Representa uma tradução de cada um dos resultados do espaço
amostral em números reais. Utilizando variáveis aleatórias pode-se considerar que o posśıvel
experimento aleatório não produz como resultados elementos de Ω e sim números reais.

Exemplo 3.1

Ao lançar uma moeda n vezes podemos observar como resultado a sequência de caras
e coroas obtidas. Os resultados posśıveis aqui são sequências de n caras e coroas, assim
definirmos

Ω = {(w1, · · · , wn) : wi = cara ou coroa, i = 1, · · · , n}·

O número de caras observadas nos n lançamentos é um dos números caracteŕısticos

83
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da sequência de caras e coroas. Se definimos

X = número de caras observadas,

o valor de X depende do resultado do experimento e

X(w) = #{i : wi = cara, 1 ≤ i ≤ n}·

O conceito de variável aleatória é fundamental na teoria das probabilidades e, depois de
enunciarmos o conceito, este termo aparecerá com muita frequência.

Definição 3.1 (Imagem inversa)

Seja X : Ω → Θ uma função qualquer. Definimos imagem inversa de X, denotada por
X−1, como uma função entre Θ em Ω tal que:

X−1(A) = {ω ∈ Ω : X(ω) ∈ A}, ∀A ⊆ Θ·

Exemplo 3.2 (Continuação do Exemplo 3.1)

Encontremos a imagem inversa da função X : Ω→ {0, 1, 2, · · · , n}, onde

Ω = {(w1, · · · , wn) : wi = cara ou coroa, i = 1, · · · , n}

e n é o número de vezes que laçamos uma moeda. Seja A = {0} ⊂ {0, 1, 2, · · · , n}, então

X−1({0}) = {ω ∈ Ω : X(ω) ∈ {0}} = {(coroa, · · · , coroa︸ ︷︷ ︸
n vezes

)} ⊂ Ω·

Caso A = {n}, então

X−1({n}) = {(cara, · · · , cara︸ ︷︷ ︸
n vezes

)} ⊂ Ω·

Mais trabalhoso é encontrar, por exemplo, a imagem inversa de {1} já que

X−1({1}) = {(cara, coroa, · · · , coroa︸ ︷︷ ︸
n−1 vezes

), (coroa, cara, coroa, · · · , coroa︸ ︷︷ ︸
n−2 vezes

),

· · · · · · · · · · · · · · · · · · · · · · · ·
(coroa, · · · , coroa︸ ︷︷ ︸

n−2 vezes

, cara, coroa), (coroa, · · · , coroa︸ ︷︷ ︸
n−1 vezes

, cara)}·

Logicamente, dado qualquer subconjunto A de Θ, podemos encontrar sua imagem inversa
por X.
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Teorema 3.1

Para qualquer função X : Ω → Θ, a imagem inversa X−1 satisfaz as seguintes proprie-
dades:

(a) X−1(Ac) =
(
X−1(A)

)c
;

(b) X−1
(∪

n

An

)
=
∪
n

X−1(An);

(c) X−1
(∩

n

An

)
=
∩
n

X−1(An),

onde A,A1, A2, · · · ∈ Ω.

Demonstração : Exerćıcio.

Propriedades importantes da imagem inversa foram apresentadas no Teorema 3.1. A
utilização do conceito de imagem inversa em probabilidade fica clara na important́ıssima
definição de variável aleatória, dada a seguir.

Definição 3.2 (Variável aleatória)

Seja (Ω, F , P ) um espaço de probabilidade. Uma variável aleatória real é uma função
X : Ω → R de forma que para qualquer conjunto Boreliano B (B ∈ B(R)), se satisfaz
que o conjunto X−1(B), chamado de imagem inversa, é um elemento de F , isto é,

X−1(B) = {ω ∈ Ω : X(ω) ∈ B} ∈ F , para todo B ∈ B(R)· (3.1)

Graficamente uma variável aleatória pode representar-se como mostrado na Figura 3.1.
Significa que uma variável aleatória é uma função de Ω nos reais de maneira que a imagem
inversa de qualquer Boreliano é um elemento da σ-álgebra do espaço de probabilidades.

Observemos que, segundo a definição de variável aleatória, se B é um Boreliano, então

X−1(B) = {ω ∈ Ω : X(ω) ∈ B}·

Por exemplo, o conjunto X−1([0,+∞)) = {ω ∈ Ω : X(ω) ∈ [0,+∞)}. Note-se que a noção
de probabilidade não faz parte da definição de variável aleatória.

Segundo a definição de variável aleatória, para provar que uma função de conjuntos é
variável aleatória devemos verificar a condição (3.1) para todo Boreliano e isso é muito
trabalhoso. O resultado a seguir simplifica a prova de que uma função seja variável aleatória
a somente os intervalos da forma (−∞, x], ∀x ∈ R.
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Figura 3.1: Variável aleatória. Imagem inversa de um Boreliano

Teorema 3.2 (Caracterização de variáveis aleatórias)

Seja (Ω, F , P ) um espaço de probabilidade e X uma função X : Ω → R. X é uma
variável aleatória se, e somente se, para cada x ∈ R

{w : X(w) ≤ x} = {X ≤ x} ∈ F · (3.2)

Demonstração : Se X for variável aleatória a imagem inversa de todo Boreliano pertence a F .
Em particular, se B = {w : −∞ < w ≤ x}, x ∈ R, então X−1(B) = {w : X(w) ≤ x} ∈ F .

Suponhamos agora que {w : X(w) ≤ x} ∈ F , ∀x ∈ R. Devido a que os intervalos
da forma (−∞, x] geram todos os Borelianos da reta (Teorema 2.9), conclúımos que X é
variável aleatória.

Exemplo 3.3

Seja Ω = {HH,TT,HT, TH} o espaço amostral e F = P(Ω), o conjunto das partes de
Ω ou conjunto potência de Ω que é uma σ-álgebra. Definamos X como

X(w) = número de H’s emw·

Então X({HH}) = 2, X({HT}) = X({TH}) = 1 e X({TT}) = 0. Encontramos que a
imagem inversa é

X−1(−∞, x] =



∅ se x < 0

{TT} se 0 ≤ x < 1

{HT}, {TH}, {TT} se 1 ≤ x < 2

Ω se x ≥ 2

·

Por conseguinte, X é uma variável aleatória.



3.1. VARIÁVEIS ALEATÓRIAS 87

Observemos que se (Ω, F , P ) é um espaço de probabilidade discreto, ou seja, se Ω é
um conjunto com uma quantidade enumerável de elementos e se F é a classe de todos os
subconjuntos de Ω, toda função numérica definida em Ω é uma variável aleatória.

Exemplo 3.4

Seja Ω = [0, 1] e F = B(R)∩ [0, 1], isto é, F é a σ-álgebra de Borel restrita ao intervalo
[0, 1]. Definamos X como a função identidade em Ω. Então

X({w}) = w, w ∈ [0, 1]·

Percebemos que X é variável aleatória. Devido a que todo subconjunto de Borel de Ω é
um evento.

Figura 3.2: Variável aleatória. Imagem inversa de um Boreliano.

Explicamos a continuação o motivo técnico pelo qual se definem assim variáveis aleatórias.
Lembremos que se (Ω, F , P ) é um espaço de probabilidade e se X é uma variável aleatória,
ver Figura 3.2, podemos transladar a função de probabilidade P ao espaço amostral R
com σ-álgebra os Borelianos da seguinte forma: se B é um Boreliano, definimos PX(B) =
P (X−1(B)), o que é posśıvel fazer, devido a que X−1(B) é um elemento de F , domı́nio de
definição de P .

A função PX : B(R)→ [0, 1] é uma função de probabilidade, o qual será demonstrado no
Teorema 3.3, e é conhecida como função de probabilidade induzida pela variável aleatória X.

Com isto queremos dizer que uma vez definida a variável aleatória, esta sempre induz o
espaço de probabilidade nos reais (R,B(R), PX) e, desta forma, não interessa mais o espaço
de probabilidades original. Por este motivo, sempre que trabalhemos com variáveis aleatórias
não será mais necessário especificar o espaço de probabilidades.

Teorema 3.3 (Espaço de probabilidade induzido)

A variável aleatória X, definida no espaço de probabilidade (Ω, F , P ), induz o espaço
de probabilidade (R,B(R), PX) por meio da relação

PX(B) = P (X−1(B) = P ({w ∈ Ω : X(w) ∈ B}), ∀B ∈ B(R)· (3.3)
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Demonstração : Primeiro observamos que

PX(B) ≥ 0, ∀B ∈ B(R)

e também que
PX(R) = P (X ∈ R) = P (Ω) = 1·

Sejam {Bn}n≥1 eventos disjuntos em Ω. Então

PX

∪
n≥1

Bn

 = P

X−1
( ∪

n≥1

Bn

) = P

{w ∈ Ω : X(w) ∈
∪
n≥1

Bn

}
= P

∪
n≥1

{w ∈ Ω : X(w) ∈ Bn}


=

∑
n≥1

P ({w ∈ Ω : X(w) ∈ Bn}) =
∑
n≥1

PX(Bn)·

ω CCC CCK CKC KCC CKK KCK KKC KKK

X(ω) 3 2 2 2 1 1 1 0

Tabela 3.1: Diferentes posśıveis resultados ao lançar uma moeda três vezes e valores da
variável aleatória: número de caras obtidas.

Exemplo 3.5

Consideremos a experiência de jogar uma moeda três vezes de forma independente. A
variável aleatória X conta o número de caras obtidos nos três lançamentos. Uma enu-
meração completa dos valores de X para cada ponto no espaço amostral é dada na Tabela
3.1, nela identificamos por C quando o resultado do lançamento seja cara e por K caso
seja coroa.

O espaço amostral de X é Ω = {0, 1, 2, 3} e, partindo do prinćıpio de que todos
os oito pontos não elementares em F sejam equiprováveis, simplesmente contando na
Tabela 3.1 vemos que a função de probabilidade induzida em Ω é dada na Tabela 3.2.
Resumidamente escrevemos

PX(X = x) = PX({ω ∈ Ω : X(ω) = x})

ou, de maneira mais especifica, escrevemos que

PX(X = 0) =
1

8
, PX(X = 1) =

3

8
, PX(X = 2) =

3

8
e PX(X = 3) =

1

8
·

Vejamos agora duas definições auxiliares ambas relacionadas e dedicadas à variáveis
aleatórias diretamente, isto é, nestas duas situações definimos diretamente variáveis aleatórias
e não mais às consideramos como transformações do espaço amostral original. Esta será a
abordagem enfrente, quer dizer, uma vez conhecido o conceito de variável aleatória o modelo
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x 0 1 2 3

PX({ω ∈ Ω : X(ω) = x}) 1/8 3/8 3/8 1/8

Tabela 3.2: Função de probabilidade dos diferentes posśıveis resultados ao contarmos o
número de caras obtidas em três lançamentos.

probabiĺıstico será baseado sempre na suposição da existência de uma determinada variável
aleatória.

Definição 3.3 (Função indicadora)

Seja (Ω, F , P ) um espaço de probabilidade. Para qualquer conjunto A ⊆ Ω, definamos

111A(ω) =

{
0 se ω /∈ A
1 se ω ∈ A,

·

A função 111A(ω) é chamada de função indicadora do conjunto A.

Em outros contextos, como na ciência da computação, a função indicado ou função ca-
racteŕıstica é conhecida como função booleana. A função Dirichlet é um exemplo de função
indicadora e é o indicador dos números racionais.

Observemos que 111A(ω) = 1 caso A = Ω e 111A(ω) = 0, caso A = ∅.

Teorema 3.4

Seja (Ω, F , P ) um espaço de probabilidade. A função indicadora 111A é variável aleatória
se, e somente se, A ∈ F .

Demonstração : Se 111A é variável aleatória então, para todo B ∈ B(R), temos

111−1
A (B) = {ω ∈ Ω : 111A(ω) ∈ B} ∈ F·

Bastaria escolher B = (∞, x], x ∈ R. Observe que se 0 < x < 1 então

111−1
A ((−∞, x]) = {ω ∈ Ω : 111A(ω) ∈ (−∞, x]}

e obtemos que {ω ∈ Ω : 111A(ω) = 0} = Ac ∈ F , logo A ∈ F . Caso x ≥ 1 temos

111−1
A ((−∞, x]) = {ω ∈ Ω : 111A(ω) = 1} = A ∈ F ·

Vamos supor agora que A ∈ F então, pelo Teorema 3.2

111A((−∞, x]) =


∅ ∈ F , caso x < 0,

{ω ∈ Ω : 111A(ω) = 0} = Ac ∈ F caso 0 < x < 1

{ω ∈ Ω : 111A(ω) = 1} = A ∈ F caso x ≥ 1

·

Logo 111A é variável aleatória.
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Definição 3.4 (Variável simples)

Uma variável aleatória X em (Ω, F , P ) é chamada simples se para qualquer w ∈ Ω

X(w) =
n∑

k=1

xk111Ak
(w),

onde A1, · · · , An ∈ F , x1, · · · , xn são números reais e 111A a função indicadora do conjunto
A.

Exemplo 3.6

Todos os exemplos considerados nesta seção são casos particulares de variáveis aleatórias
simples. No Exemplo 3.3 a variável aleatória X também é simples, sendo que x1 = 0,
A1 = {TT}, x2 = 1, A2 = {TH}, x3 = 1, A3 = {HT} e x4 = 2, A4 = {HH}. Assim

X(w) =
4∑

k=1

xk111Ak
(w), ∀w ∈ Ω·

Observemos também que, se a classe de eventos F consistir em todos os subconjuntos
de Ω, então o conjunto qualquer A estará sempre em F e qualquer função de Ω a R será
uma variável aleatória. No entanto, se a classe de eventos F não consistir em todos os
subconjuntos de Ω, algumas funções de Ω a R podem não ser variáveis aleatórias, conforme
ilustrado no exemplo a seguir.

Exemplo 3.7

Este exemplo mostra porque a definição de uma variável aleatória requer que verifiquemos
se o conjunto A está em F . Uma urna contém três bolas. Uma bola é codificada eletro-
nicamente com um rótulo 00. Outra bola é codificada com 01 e a terceira bola tem um
rótulo de 10. O espaço amostral para este experimento é Ω = {00, 01, 10}. Consideremos
a classe de eventos F consistindo em todas as uniões, interseções e complementos dos
eventos A1 = {00, 10} e A2 = {01}. Nesta classe de eventos, o resultado 00 não pode
ser distinguido a partir do resultado 10. Por exemplo, isso pode resultar de um leitor
de etiqueta defeituoso que não consegue distinguir entre 00 e 10. A classe de eventos
tem quatro eventos F = {∅, {00, 10}, {01},Ω}. A função probabilidade atribui para os
eventos em F os seguintes valores: P (A− 1) = 2/3 e P (A2) = 1/3.

Considere a seguinte função X de Ω em R: X(00) = 0, X(01) = 1 e X(10) = 2. Para
encontrar a probabilidade de {X = 0} precisarmos da probabilidade de {w ∈ Ω : X(ω) =
{00}} No entanto, {00} não está na classe F e então X não é uma variável aleatória
porque não podemos determinar a probabilidade de X = 0.

Como muitos conceitos matemáticos, demonstrar que uma função de conjuntos é variável
aleatória não é uma tarefa simples. Por isso destacamos que, uma vez entendido o conceito
de variável aleatória, vamos supor sempre sua existência. Agora dedicamos-nos às suas
propriedades.
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3.1.1 Propriedades das variáveis aleatórias

A continuação demonstramos que algumas operações básicas entre variáveis aleatórias pro-
duzem novas variáveis aleatórias. Suponha então que (Ω,F , P ) é um espaço de probabilidade
dado. Todas as variáveis aleatórias que consideramos a seguir estão definidas sob o mesmo
espaço de probabilidade.

Teorema 3.5

A função X = c, onde c é uma constante, é uma variável aleatória em Ω.

Demonstração : Seja B ∈ B(R). Para a função X = c temos que,

X−1(B) =

{
Ω se c ∈ B
∅ se c /∈ B

·

Em ambos os casos X−1(B) ∈ F e, portanto, X é variável aleatória.

Este teorema nos disse que qualquer número real c é uma variável aleatória a qual cha-
maremos de determińıstica.

Teorema 3.6

Seja X uma variável aleatória e c uma constante. Então a função cX é uma variável
aleatória.

Demonstração : Provaremos que, para cada número real x, a imagem inversa do conjunto
(−∞, x], obtida utilizando a função cX, é um elemento de F . Temos três situações:

• Se c > 0, então o conjunto {cX ≤ x} = {X ≤ x/c} ∈ F , já X é variável aleatória.

• Se c < 0, então novamente o conjunto {cX ≤ x} = {X ≥ x/c} ∈ F , pelo mesmo
motivo.

• Se c = 0, então cX = 0, função constante zero é variável aleatória pelo Teorema 3.5.

Observamos existem duas conclusões evidentes. A primeira acontece se escolhemos c = 0,
resultando sempre em X = 0 que, pelo Teorema 3.5 sabemos é variável aleatória. A segunda
conclusão evidente acontece escolhendo c = 1, situação na qual obtemos como resposta a
própria X. Vejamos uma situação na qual c ̸= 0 e c ̸= 1.

Exemplo 3.8 (Continuação do Exemplo 3.3)

Consideremos no Exemplo 3.3 o caso c = 2, ou seja, pelo Teorema 3.6 sabemos que 2X é
uma nova variável aleatória de valores

2X({HH}) = 4, 2X({HT}) = 2X({TH}) = 2 e 2X({TT}) = 0·
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Encontramos que a imagem inversa é

2X−1(−∞, x] =



∅ se x < 0

{TT} se 0 ≤ x < 2

{HT}, {TH}, {TT} se 2 ≤ x < 4

Ω se x ≥ 4

·

Teorema 3.7

Sejam X e Y duas variáveis aleatórias em Ω. Então X + Y é também uma variável
aleatória em Ω.

Demonstração : Provaremos que ∀x ∈ R o conjunto {X +Y > x} ∈ F . Observemos que para
todo número racional podemos escrever

{X + Y > x} =
∪
r∈Q
{X > x} ∩ {Y > x− r},

isto devido à densidade do conjunto dos racionais. Se esta relação for verdadeira, então
X + Y é uma variável aleatória.

⊆ Seja ω ∈ Ω de maneira que X(ω) + Y (ω) > x. Então X(ω) > x − Y (ω). Como o
conjunto dos números racionais são densos então existe um número racional r tal que
X(ω) > r > x− Y (ω), logo X(ω) > r e Y (ω) > x− r. Então

ω ∈
∪
r∈Q
{X > x} ∩ {Y > x− r}·

⊇ Seja agora

ω ∈
∪
r∈Q
{X > x} ∩ {Y > x− r}·

Então existe um número racional r0 de forma queX(ω) > r0 e Y (ω) > x−r0. Somando,
temos que X(ω) + Y (ω) > x. Logo ω ∈ {X + Y > x}.

Exemplo 3.9

Considere um experimento em que uma moeda é lançada até que a primeira cara apareça.
O espaço amostral para esta experiência pode ser representado como

Ω = {C,KC,KKC,KKKC, · · · },

onde C e K representam os eventos de que o resultado do laçamento da moeda seja
Cara ou Coroa, respectivamente. Podemos definir uma variável aleatória X que conta o
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número de coroas até a primeira cara:

X({C}) = 0, X({KC}) = 1, X({KKC}) = 2, · · ·

e assim por diante. Uma outra variável aleatória que podemos definir seria Y que conta
o número de lançamentos da moeda em cada evento, assim

Y ({C}) = 1, Y ({KC}) = 2, Y ({KKC}) = 3, · · ·

de forma que os valores da nova variável aleatória X+Y são os números naturais ı́mpares.

No exemplo anterior observamos que cada valor da variável aleatória X, assim como da
variável Y , correspondem a um único resultado em Ω. Podemos perceber que as variáveis
aleatórias podem assumir finitos ou infinitos valores discretos assim como também infinitos
valores cont́ınuos.

Teorema 3.8

Seja X uma variável aleatória em Ω e a, b constantes. Então aX + b é também uma
variável aleatória.

Demonstração : Exerćıcio. Combinação dos três teoremas anteriores.

Uma variável aleatória é uma função, logo dizer que duas variáveis aleatórias X e Y são
iguais é afirmar que para todo ω ∈ Ω as imagens coincidem, isto é, X(ω) = Y (ω).

Teorema 3.9

Sejam X e Y variáveis aleatórias em Ω. Então X × Y é também uma variável aleatória.

Demonstração : Suponhamos primeiro que X = Y . Então, necessitamos provar que {X2 ≤
x} ∈ F , ∀x ∈ R. No caso {X2 ≤ x} = 0 se x < 0 e {X2 ≤ x} = {−

√
x ≤ X ≤

√
x}

se x > 0. Em ambos os casos, o conjunto {X2 ≤ x} é um elemento de F . No caso geral,
X ̸= Y , utilizamos a expressão X × Y = ((X + Y )2 − (X − Y )2)/4. Portanto, X × Y é
variável aleatória.

Exemplo 3.10 (Continuação do 3.3)

Utilizando como base o Exemplo 3.3, definamos a função real Y como

Y (w) = número de T’s emw·

Então Y ({HH}) = 0, Y ({HT}) = Y ({TH}) = 1 e Y ({TT}) = 2. Observemos que
Y = 2 − X, de maneira que Y é variável aleatória pelo Teorema 3.8, nesta situação
a = −1 e b = 2. Encontremos as novas variáveis aleatórias X + Y e X × Y .
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Observamos que X+Y = X+(2−X) = 2, ou seja, a soma destas variáveis aleatórias é
a variável aleatória constante ou determińıstica igual a 2. Podemos perceber isto também
porque (X + Y )({HH}) = X({HH}) + Y ({HH}) = 2 + 0 = 2, (X + Y )({HT}) =
X({HT})+Y ({HT}) = 1+1 = 2, (X+Y )({TH}) = X({TH})+Y ({TH}) = 1+1 = 2
e (X +Y )({TT}) = X({TT})+Y ({TT}) = 0+2 = 2. No caso do produto X×Y temos
que

(X × Y ) =
1

4

(
(X + Y )2 − (X − Y )2

)
= 1 − (X − 1)2,

obtendo-se que

(X × Y )(w) = 2X(w)−X2(w) =


4− 4 = 0, se w = {HH}
2− 1 = 1, se w = {HT} ou w = {TH}
0− 0 = 0, se w = {TT}

·

Resumindo, a nova variável aleatória X × Y assume somente valores 0 ou 1.

Como consequência se cumpre que, ao multiplicarmos X por ela mesma n vezes temos
que Xn é variável aleatória. Portanto, toda função polinomial de uma variável aleatória
é também variável aleatória. No seguinte resultado dizemos que Y ̸= 0, isso significa que
P (Y = 0) = 0.

Teorema 3.10

Sejam X e Y variáveis aleatórias e Y ̸= 0. Então X/Y é também uma variável aleatória.

Demonstração : Exerćıcio.

Teorema 3.11

Sejam X e Y variáveis aleatórias em Ω. Então as funções max{X, Y } e min{X, Y } são
também variáveis aleatórias em Ω.

Demonstração : Para qualquer número real x,

{max{X,Y } ≤ x} = {X ≤ x, Y ≤ x} = {X ≤ x} ∩ {Y ≤ x}·

Analogamente, {min{X,Y } ≥ x} = {X ≥ x, Y ≥ x} = {X ≥ x} ∩ {Y ≥ x}.

Uma consequência é que tanto X+ = max{0, X} quanto X− = −min{0, X} são variáveis
aleatórias.

Teorema 3.12

Se X é uma variável aleatória, então |X| é variável aleatória.
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Demonstração : Seja x ≥ 0, então {|X| ≤ x} = {−x ≤ X ≤ x} ∈ F e se x < 0, então
{|X| ≤ x} = ∅ ∈ F , assim |X| é variável aleatória. Alternativamente, podemos escrever
|X| = X+ +X−, e pelo visto anteriormente obtemos a mesma conclusão.

Mostramos a continuação que, em geral, o reciproco do resultado anterior é falso, isto é,
se X : Ω→ R é uma função tal que |X| é variável aleatória não necessariamente X é variável
aleatória.
Exemplo 3.11

Considere o espaço amostral Ω = {−1, 0, 1} e a σ-álgebra F = {∅, {0}, {−1, 1},Ω}. Seja
X : Ω→ R a função identidade X(w) = w. Então |X| é variável aleatória, devido a que
para qualquer Boreliano B,

|X|−1(B) =


∅ se 0, 1 /∈ B

{0} se 0 ∈ B e 1 /∈ B

{−1, 1} se 0 /∈ B e 1 ∈ B

Ω se 0, 1 ∈ B

Isto significa que |X|−1(B) é um elemento de F . No entanto, X não é variável
aleatória devido a que X−1((−∞,−1]) = {−1}, o qual não é um elemento de F .

Os resultados apresentados até aqui permitem-nos perceber que operações básicas entre
variáveis aleatórias, como produto por um escalar, soma de escalar, soma, produto e quociente
de variáveis aleatórias continua sendo uma variável aleatória. Ainda podemos generalizar
estes resultados para um número finito de variáveis aleatórias.

Passando para uma sequência infinita, vamos demonstrar agora dois teoremas com os
quais provaremos que a varável aleatória, sob certas condições, é uma função cont́ınua.

Teorema 3.13

Sejam X1, X2, . . . variáveis aleatórias em Ω tais que, para cada ω ∈ Ω, os números

sup{X1(ω), X2(ω), . . .} e inf{X1(ω), X2(ω), . . .}

sejam finitos. Então as funções

sup
n≥1
{Xn} e inf

n≥1
{Xn}

são também variáveis aleatórias em Ω.

Demonstração : Sabemos que, para cada ω ∈ Ω,(
sup
n≥1
{Xn}

)
(ω) = sup

n≥1
{Xn(ω) : n ≥ 1},

logo é variável aleatória. Similarmente para o caso do ı́nfimo.
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Teorema 3.14

Sejam X1, X2, · · · variáveis aleatórias em Ω tais que, para cada ω ∈ Ω, o número
limn→∞ Xn(ω) existe e é finito. Então a função

lim
n→∞

Xn

é uma variável aleatória em Ω.

Demonstração : Dado que o limite de Xn existe, os limites superior e inferior da sequência
coincidem. Então, pelo demonstrado antes, o limite de Xn é variável aleatória.

Exemplo 3.12

Seja (Ω, F , P ) um espaço de probabilidade e a sequência de variáveis aleatórias {Xn}n≥1

tais que, cada Xn(ω) = 111A(ω). Então

lim
n→∞

Xn(ω) = 111A(ω)·

Isto significa que o limn→∞ Xn é uma variável aleatória também, como afirma o Teorema
3.14.

O próximo resultado, apesar de simples, é importante para desenvolvimentos posteriores.

Teorema 3.15

Toda variável aleatóriaX é limite pontual de uma sequência de variáveis aleatórias simples
{Xn}, tal que |Xn| ≤ |X|.

Demonstração : Seja X ≥ 0. Defina para n = 1, 2, · · ·

Xn(w) =
n2n∑
k=1

k − 1

2n
111An,k

(w) + n111n,n2n+1(w),

onde

An,k =

{
w :

k − 1

2n
≤ X(w) <

2

2n

}
e

An,n2n+1 = {w : X(w) ≥ n}·

Não é dif́ıcil perceber que {Xn} é uma sequência não decrescente e

lim
n→∞

Xn(w) = X(w)·

Para X arbitrária segue pois X = X+−X−, |X| = X++X− e X+ e X− são não negativas.
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3.2 Função de distribuição

Na seção anterior introduzimos o conceito de variável aleatória e como pode ser notado a
medida de probabilidades no espaço amostral não foi envolvida nessa definição. Considere-
mos agora o espaço de probabilidade (Ω, F , P ) e X uma variável aleatória definida nele.
Como faremos os cálculos das probabilidades envolvendo variáveis aleatórias? para respon-
der isso estudaremos uma função associada a toda variável aleatória, chamada de função de
distribuição. Nesta seção definimos esta importante função e demonstramos algumas de suas
propriedades.

Definição 3.5 (Função de distribuição)

A função de distribuição de uma variável aleatória X é a função FX : R→ [0, 1], definida
como

FX(x) = P (X ≤ x), (3.4)

para todo x ∈ R.

O argumento da função é a letra minúscula x que pode assumir qualquer valor real. Por
razões óbvias a esta função se lhe conhece também com o nome de função de acumulação
de probabilidades ou simplesmente como função de probabilidade acumulada. Observe que
a função de distribuição de uma variável aleatória está definida sob a totalidade do conjunto
dos números reais e, sendo uma probabilidade, assume valores no intervalo [0, 1].

Figura 3.3: Funções de distribuição absolutamente cont́ınua e discreta, respectivamente.

A função de distribuição é importante pois, como será ilustrado abaixo, contém todas
as informações da variável aleatória e da medida de probabilidade correspondente. Esta
função é apresentada graficamente na Figura 3.3 para duas das diversas posśıveis situações:
absolutamente cont́ınuo e caso discreto.
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Exemplo 3.13

Seja a variável aleatória X definida em (Ω, F , P ) como

X(w) = c, para todow ∈ Ω·

Então P (X = c) = 1 e FX(x) = P
(
X−1(−∞, x]

)
=

{
0 se x < c

1 se x ≥ c
.

Veremos a seguir algumas propriedades básicas dessa função e sempre que a expressão
FX(x

+) aparece, significa que tomamos o limite à direita da função FX no ponto x. Também
aparece a expressão de FX(x

−), o que significa que, de um modo análogo, o limite esquerdo
da função FX no ponto x.

Observemos que da definição de função de distribuição podemos escrever FX(x) = P (X ∈
(−∞, x]) ou ainda, se (R,B(R), P ) for o espaço de probabilidade original

FX(x) = P (X−1(−∞, x]),

para qualquer número real x.
Como veremos, a importância de FX é que caracteriza a variável aleatória X, isto é, FX

determina o valor de PX(B) para todo B ∈ B(R).

Teorema 3.16 (Propriedades da função de distribuição)

Seja (Ω, F , P ) um espaço de probabilidade, X : Ω → R uma variável aleatória e FX a
função de distribuição de X. Então

1-
lim
x→∞

FX(x) = 1,

2-
lim

x→−∞
FX(x) = 0,

3- Se x1 ≤ x2, então
FX(x1) ≤ FX(x2),

4- FX(x) é cont́ınua pela direita, isto é,

FX(x
+) = FX(x)·

Demonstração : Por definição FX(x) = P (X ≤ x).

1- Seja x1, x2, · · · uma sequência de números reais crescente ao infinito, ou seja, limn→∞ xn =
∞ e sejam os eventos An = {w ∈ Ω : X(w) ≤ xn}. Então {An}n∈N é uma sequência
de eventos crescente de limite Ω.
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Pela continuidade da função de probabilidade

lim
n→∞

FX(xn) = lim
x→∞

P (An) = P (Ω) = 1·

Isto implica que FX(x) converge a um quando x tende a infinito.

2- Exerćıcio

3- Sejam x1 ≤ x2, então

FX(x1) ≤ FX(x1) + P (x1 < X ≤ x2)

= P [(X ≤ x1)
∪
(x1 < X ≤ x2)]

= P (X ≤ x2) = FX(x2)·

4- Seja x1, x2, · · · uma sequência de números reais decrescente a x, e sejam os eventos
An = {w ∈ Ω : X(w) ≤ xn}. Então {An}n∈N é uma sequência de eventos decrescente
de limite ∩

n≥1

{w ∈ Ω : X(w) ≤ xn} = {w ∈ Ω : X(w) ≤ x}·

Pela continuidade da função de probabilidade

lim
n→∞

FX(xn) = lim
n→∞

P (Xn ≤ xn) = P (X ≤ x) = FX(x)·

De maneira geral, a função de distribuição de uma variável aleatória simples, que assumem
os valores x1 ≤ x2 ≤ · · · ≤ xn nos conjuntos A1, A2, · · · , An ∈ F , é da seguinte forma

FX(x) =



0 se x < x1

P (A1) se x1 ≤ x < x2

P (A1 ∪ A2) se x2 ≤ x < x3

P (A1 ∪ A2 ∪ A3) se x3 ≤ x < x4

...
...

1 se x ≥ xn

·

Estamos em condições de apresentar uma definição geral de função de distribuição, não
fazendo mais referência à variável aleatória nem a espaços de probabilidade particulares.

Definição 3.6

Uma função real FX : R→ [0, 1] é função de distribuição se satisfaz as quatro propriedades
no Teorema 3.16.

Um rećıproco do último resultado é válido e justifica a importância da função de distri-
buição. Se enuncia a continuação este interessante resultado do qual omitiremos a demons-
tração.
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Teorema 3.17

Seja FX : R→ [0, 1] uma função de distribuição. Então existe um espaço de probabilidade
(Ω, F , P ) e uma variável aleatória X cuja função de distribuição é FX .

Demonstração : Ver Harris (1966).

Desta forma percebemos que é suficiente, em situações práticas, assumir uma função de
distribuição espećıfica para saber que existe um determinado espaço de probabilidade e uma
variável aleatória definida nele, com função de distribuição a especificada.

Exemplo 3.14

Seja Ω = {H,T} e X uma variável aleatória definida como X({H}) = 1 e X({T}) = 0.
Se P atribui igual probabilidade a cada evento {H} e {T}, temos

P (X = 0) =
1

2
e P (X = 1) =

1

2

e a função de distribuição é

FX(x) =


0 se x < 0

1

2
se 0 ≤ x < 1

1 se x ≥ 1

·

Listamos propriedades que permitem calcular probabilidades utilizando a função de dis-
tribuição.

Teorema 3.18

Seja X uma variável aleatória com função de distribuição FX(x). Para quaisquer números
reais a < b, se satisfaz que:

1- P (X < a) = FX(a−),

2- P (X = a) = FX(a)− FX(a−),

3- P (a < X ≤ b) = FX(b)− FX(a),

4- P (a ≤ X ≤ b) = FX(b)− FX(a−),

5- P (a < X < b) = FX(b−)− FX(a),

6- P (a ≤ X < b) = FX(b−)− FX(a−).
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Demonstração : Exerćıcio.

Observe que como FX(x) é uma função no decrescente e cont́ınua pela direita, a pro-
babilidade P (X = x) é igual a FX(x) − FX(x−), que representa o tamanho do pulo ou
descontinuidade da função de distribuição no ponto x. Como consequência, quando FX(x) é
uma função absolutamente cont́ınua e para a < b,

FX(b)− FX(a) = P (a < X ≤ b) = P (a ≤ X ≤ b)

= P (a ≤ X < b) = P (a < X < b)·
Isto é, quando FX(x) seja uma função absolutamente cont́ınua, incluir ou excluir os extremos
de um intervalo não afeta o valor da probabilidade de dito intervalo. Por isso, para qualquer
número real x, o evento {X = x} tem probabilidade é zero. Finalizamos esta seção com um
resultado interessante de prova surpreendentemente simples.

Teorema 3.19

Toda função de distribuição possui, no máximo, um número enumerável de descontinui-
dades.

Demonstração : Seja D o conjunto dos pontos de descontinuidade da função de distribuição
FX(x). Para cada número natural n definamos os subconjuntos

Dn =

{
n ∈ D :

1

n+ 1
< FX(x)− FX(x−) ≤ 1

n

}
·

Cada conjunto Dn possui, no máximo, n elementos. Dado que

D =

∞∪
n=1

Dn,

conclúımos que D é enumerável.

Definição 3.7

Duas variáveis aleatórias X e Y são consideradas identicamente distribúıdas se

P (X ≤ x) = P (Y ≤ x), ∀x ∈ R·

Nada dizemos acerca do espaço de probabilidade ao qual pertencem as variáveis aleatórias
X e Y mas, esta definição é aplicável também à situação na qual os espaços de probabilidade
sejam diferentes. Suponhamos que (Ω1, F1, P1) e (Ω2, F2, P2) sejam espaços de probabilidade
diferentes, onde X : Ω1 → R e Y : Ω2 → R então conclúımos, desta definição, que se as
variáveis X e Y são identicamente distribúıdas então FX(x) = FY (x), ∀x ∈ R. No geral,
quando falamos de duas ou mais variáveis aleatórias, estamos assumindo que todas pertencem
ao mesmo espaço de probabilidade, ou seja, X : Ω→ R e Y : Ω→ R.
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Exemplo 3.15

Para todo subintervalo I de [0, 1], seja P (I) o comprimento do intervalo. Então ([0, 1], F , P )
é um espaço de probabilidade onde

F = B(R) ∩ [0, 1]

é a σ-álgebra de Borel restrita ao intervalo [0, 1].
A função de distribuição da variável aleatória X(w) = w, w ∈ [0, 1] é dada por

FX(x) = P ({w : X(w) ≤ x}) =


0, se x < 0,

P ([0, x]) = x, se x ∈ [0, 1],

1, se x ≥ 1

Teorema 3.20

As duas seguintes afirmações são equivalentes:

(a) As variáveis aleatórias X e Y são identicamente distribúıdas.

(b) FX(x) = FY (x) para todo x.

Demonstração : Para demonstrar a equivalência devemos mostrar que cada afirmação implica
a outra. Em primeiro lugar, vamos mostrar que se a afirmação em (a) se cumpre, então
temos o afirmado em (b). Devido a X e Y serem igualmente distribúıdas, para qualquer
conjuntos A ∈ B(R),

P (X ∈ A) = P (Y ∈ A)·

Em particular, para cada x, o conjunto (−∞, x] ∈ B(R) e

FX(x) = P (X ∈ (−∞, x]) = P (Y ∈ (−∞, x]) = FY (x)·

O argumento acima mostrou que, se as funções de probabilidade de X e Y concordam em
todos os conjuntos, então também coincidem nos intervalos que geram a σ-álgebra de Borel.
Para demonstrar que a afirmação em (b) implica (a), devemos provar que se X e Y coincidem
em todos os intervalos então coincidem em todos os conjuntos de B(R). Os detalhes desta
parte da demonstração podem ser consultados em (Chung, 2001, Seção 2.2).

Vamos agora falar acerca dos diferentes tipos de funções de distribuição que existem. Três
tipos de funções serão considerados os mais importantes: discretas, cont́ınuas e mistas, uma
mistura das duas anteriores. Seja {ai} um conjunto enumerável de pontos de salto da função
de distribuição F e seja bi do tamanho em salto ai, então

F (ai)− F (a−i ) = bi
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uma vez que F (a+i ) = F (ai). Considere a função

Fd(x) =
∑
i

biδ(x− ai), (3.5)

onde δ é a chamada função delta, definida como

δ(z) =

{
0, z < 0,
1, z ≥ 0

(3.6)

Com esta representação da função Fd, observamos que esta função representa a soma de
todos os saltos de F na meia reta (−∞, x]. Esta função é claramente crescente, cont́ınua a
direita com

Fd(−∞) = 0 e Fd(+∞) =
∑
i

bi = 1·

Por isso, Fd é uma função crescente limitada. Deve constituir a “parte de salto”de F e,
se for subtráıda de F , a função restante deve ser positiva, não conter mais saltos e assim ser
cont́ınua. Essas declarações plauśıveis serão comprovadas: são fáceis de compreender mas
não são realmente triviais.

Teorema 3.21

Seja F uma função de distribuição. Então se F pode ser escrita como

Fc(x) = F (x)− Fd(x),

sendo Fd definida em (3.5). Temos por consequência que Fc é uma função positiva,
crescente e cont́ınua.

Demonstração : Seja x < x′, então nós temos

Fd(x
′)− Fd(x) =

∑
x<ai≤b

bi =
∑

x<ai≤b

[
F (ai)− F (a−i )

]
≤ F (x′)− F (x)·

Segue-se que ambos Fd e Fc são crescentes e, se colocarmos x = −∞ acima, vemos que
Fd < F e então Fc, é realmente positiva. Em seguida, Fd é cont́ınuo à direita desde que
cada δai pertence à série que define Fd como uma função que converge uniformemente em
x; o mesmo argumento cede

Fd(x)− Fd(x
−) =

{
bi, se x = ai

0, caso contrário
·

Agora, esta avaliação também é válida se Fd for substitúıda por F de acordo com a definição
de ai e bi, dáı obtemos para cada x:

Fc(x)− Fc(x
−) = F (x)− F (x−)−

[
Fd(x)− Fd(x

−)
]
= 0·

Isso mostra que Fc é uma função cont́ınua; uma vez que também é cont́ınua à direita, sendo
a diferença de duas dessas funções, é cont́ınua.
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Até agora sabemos que qualquer função de distribuição pode ser escrita como uma com-
binação linear de duas funções, uma discreta e a outra cont́ınua. O seguinte resultado com-
plementa este o estudo.

Teorema 3.22

Seja F uma função de distribuição. Suponha que exista uma função cont́ınua Gc e uma
função Gd da forma

Gd(x) =
∑
i

biδ(x− ai),

onde {ai} é um conjunto enumerável de números reais e
∑

i bi = 1, bi ≥ 0 ∀i, de maneira
que

F = Gc +Gd,

então
Gc = Fc, Gd = Fd,

sendo Fc e Fd definidos como antes (Teorema 3.21).

Demonstração : Se Fd ̸= Gd então, os conjuntos {ai} e {ci} não são idênticos ou podemos
renomear um ci para que ci = ai para todo i mas di ̸= bi para algum i. Em ambos os casos
temos, para pelo menos um i, um ã = ai ou ci de forma que[

Fd(ã)− Fd(ã
−)
]
−
[
Gd(ã)−Gd(ã

−)
]
̸= 0·

Desde que Fc −Gc = Gd − Fd, isto implica que

Fc(ã)−Gc(ã)−
[
Fc(ã

−)−Gc(ã
−)
]
̸= 0,

contradizendo o fato de que Fc −Gc é uma função cont́ınua. Consequentemente Fd = Gd e,
por conseguinte, Fc = Gc.

Exemplo 3.16

Suponhamos que X ∼ FX , sendo que

FX(x) =



0, x < 0

x

4
, 0 ≤ x < 1

1

2
+

x− 1

4
, 1 ≤ x < 2

11

12
, 2 ≤ x < 3

1, x ≥ 3

Queremos a expressão FX como a soma Gc +Gd, identificando-as.
Observemos a forma desta função de distribuição na Figura 3.4, podemos afirmar

que a função FX é de distribuição porque satisfaz as quatro propriedades listadas no
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Figura 3.4: Função de distribuição do Exemplo 3.16.

Teorema 3.16. Percebemos também que, nesta situação, temos três pontos claros de
descontinuidade: 1, 2 e 3. Por isso, escolhemos

Fd(x) =
1

4
δ(x− 1) +

3

12
δ(x− 2) +

1

12
δ(x− 3),

como a parte discreta no Teorema 3.21.
Corresponde assim, o restante da função FX à parte cont́ınua, podendo ser escrita

como

Fc =



0, x < 0

x

4
, 0 ≤ x < 1

1

4
+

x− 1

4
, 1 ≤ x < 2

1

2
, 2 ≤ x < 3

1

2
, x ≥ 3

·

A decomposição única de FX em suas partes discreta Fd e cont́ınua Fc, dispońıveis neste
exemplo, estão apresentadas na Figura 3.5.

Com estes dois teoremas, Teorema 3.21 e Teorema 3.22, estamos concluindo que toda
função de distribuição pode ser escrita como uma parte discreta e uma outra cont́ınua. Agora
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Figura 3.5: Função de distribuição do Exemplo 3.16.

estamos em condições de classificar as variáveis aleatórias dependendo da caracteŕıstica da
correspondente função de distribuição. Embora existam dois tipos de funções de distribuição
existem, pelo menos, três tipos de varáveis aleatórias: discretas, cont́ınuas e mistas. As
variáveis aleatórias discretas estão relacionadas com às funções de distribuição discretas, já
as variáveis aleatórias cont́ınuas estão relacionadas às funções de distribuição cont́ınuas e
as mistas são discretas em alguns pontos e cont́ınuas em intervalos. Dentre as variáveis
aleatórias cont́ınuas dedicaremos nossa atenção a um subgrupo important́ıssimo, as variáveis
aleatórias absolutamente cont́ınuas. Vejamos a definição de cada uma delas nas seguintes
seções.

3.2.1 Variáveis aleatórias discretas

Definição 3.8

Consideremos que a função de distribuição F que pode ser representada na forma

F (x) =
∑
i

biδ(x− ai),

onde {ai} é um conjunto enumerável de números reais, bi > 0 para cada i,
∑

i bi = 1 e δ a
função delta, definida em (3.6). Nestas condições F é chamada de função de distribuição
discreta.

Uma definição verbal plauśıvel de uma função de distribuição discreta pode ser dado assim:
“É uma função de distribuição que tem saltos e é constante entre os saltos”. Essa função às
vezes é chamada de “função por etapas”, embora o significado deste termo não pareça estar
bem estabelecido. O que há de errado com isso? Mas suponha que o conjunto de pontos
de salto seja “discreto”na topologia euclidiana, então a definição é válida, além da nossa
convenção de continuidade à direita.



3.2. FUNÇÃO DE DISTRIBUIÇÃO 107

Definição 3.9 (Variável aleatória discreta)

A variável aleatória X é dita ser discreta se sua correspondente função de distribuição
FX(x) é discreta.

Exemplo 3.17

As variáveis aleatórias simples são discretas. A forma da função de distribuição nesta
situação foi apresentada no Exemplo 3.13.

Observemos que nada foi afirmado acerca da quantidade de valores diferentes que uma
variável aleatória discreta pode assumir, isto é, uma variável aleatória discreta pode assumir
tanto uma quantidade finita de valores como uma quantidade infinita enumerável.

Caso x1, x2, · · · sejam os pontos de descontinuidade de FX , em cada um destes pontos o
tamanho da descontinuidade de FX é

P (X = xi) = FX(xi)− FX(xi−) > 0·

Definição 3.10

Seja X uma variável aleatória discreta e FX sua função de distribuição. A função
P (X = x), que indica o incremento de FX em cada ponto de descontinuidade, se conhece
como função de probabilidade de X e se define como:

X x1 x2 x3 · · ·

P (X = x) P (X = x1) P (X = x2) P (X = x3) · · ·

A função de distribuição se reconstrói da seguinte forma FX(x) =
∑

u≤x P (X = u).

A função de distribuição mais simples é a correspondente à variável aleatória degenerada
num ponto. Esta é outra forma de chamarmos às variáveis aleatórias simples.

Exemplo 3.18 (Variável aleatória degenerada)

Uma variável aleatória X, assumindo somente um único valor, é chamada degenerada e
sua função de probabilidade é definida por

P (X = c) = 1 e P (X ̸= c) = 0· (3.7)

Com o aux́ılio da função delta, podemos escrever a função de distribuição FX , a função
de distribuição da variável degenerada em c, da forma

FX(x) = δ(x− c),

a qual é crescente com um salto quando x = c, logicamente então uma função de distri-
buição discreta.
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Observe que, no exemplo acima, temos somente um único ponto de salto ou descontinui-
dade.

Teorema 3.23 (Propriedades da função de probabilidade)

Seja X uma variável aleatória discreta assumindo valores em {x1, x2, · · · } e P sua função
de probabilidade. Então

(a) P (X = x) ≥ 0, para todo x ∈ {x1, x2, · · · },

(b)
∑

x∈{x1,x2,··· }

P (X = x) = 1.

Demonstração : Exerćıcio.

Vamos agora considerar diferentes novas funções de distribuição discretas mais complexas,
estas novas funções definirão modelos probabiĺısticos discretos. Observe que, até o momento
consideremos modelos probabiĺısticos nos quais a variável aleatória assume somente um ou
dois valores. Uma situação mais geral acontece quando considerarmos a possibilidade de que
a variável aleatória discreta assuma uma quantidade finita de pontos, todos com a mesma
probabilidade de acontecer. Este é o caso da variável aleatória uniforme discreta.

Definição 3.11 (Distribuição uniforme discreta)

Seja X uma variável aleatória podendo assumir valores em {x1, x2, · · · , xn}. Dizemos
que X tem distribuição uniforme discreta se

P (X = xi) =
1

n
, i = 1, 2, · · · , n· (3.8)

Fazendo uso da função indicadora definida em (3.3), podemos escrever

X =
n∑

i=1

xi111{X=xi}

também, a função de distribuição é da forma

FX(x) =
1

n

n∑
i=1

δ(x− xi)·

Um pouco mais complexa do que a distribuição degenerada, uma variável aleatória que
segue esta distribuição assume somente dois valores.
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Definição 3.12 (Distribuição Bernoulli)

Dizemos que uma variável aleatória discreta X tem distribuição Bernoulli de parâmetro
p, se assumir somente dois valores x1 e x2, com probabilidades

P (X = x1) = p e P (X = x2) = 1− p, 0 < p < 1· (3.9)

Uma variável aleatória com distribuição Bernoulli1 pode ser escrita como

X(ω) = x1111{X=x1}(ω) + x2111{X=x2}(ω),

onde a função 111{X=x} é conhecida como função indicadora da ocorrência do evento {X = x},
isto é,

111{X=x}(ω) =

{
0, se X(ω) ̸= x,
1, se X(ω) = x

(3.10)

A partir desta forma de escrever podemos perceber que a função de distribuição é dada
por

FX(x) = pδ(x− x1) + (1− p)δ(x− x2)· (3.11)

Uma outra forma de definir variável aleatória discreta é verificando se existe um conjunto
enumerável E ⊆ R, de forma que

P (X ∈ E) = 1· (3.12)

Os valores em E são chamados de descontinuidade de FX , pontos de pulo ou ponto de
acréscimo da função de distribuição de X. Observemos que E ∈ B(R) uma vez que cada
conjunto de um ponto pertence a B(R). Na verdade, se x ∈ R, então

{x} =
∞∩
n=1

{(
x− 1

n
< x ≤ x+

1

n

)}
·

Então {X ∈ E} é um evento. Seja X uma variável aleatória assumindo valores xi com
probabilidade pi, i = 1, 2, · · · . Temos então que

P ({w : X(w) = xi}) = pi,

para i = 1, 2, · · · e pi ≥ 0 para todo i. Logo

∞∑
i=1

pi = 1·

Observemos que isto significa que toda serie de probabilidades é convergente e, mais ainda,
de soma 1.

1Jacob Bernoulli(1655-1705) foi um matemático súıço e um dos muitos matemáticos proeminentes da
famı́lia Bernoulli.
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Como indicado na Definição 3.9, a função de distribuição da variável aleatória discreta X
é

FX(x) = P (X ≤ x) =
∑
xi≤x

pi·

Se 111A denota a função indicadora do conjunto A, podemos escrever qualquer variável aleatória
discreta como

X(w) =
∞∑
i=1

xi111{X=xi}(w), ∀w ∈ Ω·

com função de distribuição corresponde dada por

FX(x) =
∞∑
i=1

piδ(x− xi)· (3.13)

Uma situação um pouco mais complexa a apresentamos no seguinte exemplo. Lembremos
que na definição de variáveis aleatórias discretas dizemos que o conjunto de valores pode ser
até infinito enumerável como o caso a seguir.

Exemplo 3.19

Seja X uma variável aleatória com função de probabilidade

P (X = x) =
6

π2

1

x2
, x = 1, 2, · · ·

Então, a função de distribuição é

FX(x) =
6

π2

∞∑
k=1

1

k2
δ(x− k)·

Em teoria das probabilidades e na estat́ıstica a distribuição binomial é a distribuição de
probabilidade do número de sucessos em uma sequência de n ensaios independentes, cada um
dos quais produz como resposta sucesso com probabilidade p ou fracasso com probabilidade
1− p. Um experimento de resultado sucesso ou fracasso também é chamado de experimento
Bernoulli; quando n = 1, a distribuição binomial é uma distribuição de Bernoulli.

Definição 3.13 (Distribuição Binomial)

Dizemos que uma variável aleatória discreta X tem distribuição Binomial de parâmetro
p se sua função de probabilidade é da forma

P (X = x) =

(
n

x

)
px(1− p)n−x, x = 0, 1, 2, · · · , n; 0 < p < 1· (3.14)

Escrevemos resumidamente X ∼ Binomial(n.p). Observemos que n é um inteiro positivo
conhecido. Esta é a distribuição que atribúımos, por exemplo, ao número de caras obtido em
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n lançamentos de uma moeda tendo probabilidade p de obtermos cara em cada lançamento.
Mais geral, consideremos um experimento básico no qual estamos interessados na ocorrência
ou não de determinado evento, o qual pode acontecer com probabilidade fica p, como a
obtenção do número 6 na face superior no lançamento de um dado equilibrado. Se repetimos
o experimento básico n vezes independentes e contamos o número de ocorrências do evento
de interesse, esse número terá por distribuição Binomial(n, p).
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Figura 3.6: Representação da função de probabilidade Binomial para n = 20 e três valores
do parâmetro p = 0.3, p = 0.5 e p = 0.7.

A Figura 3.6 representa três situações da função de probabilidade Binomial para o caso
n = 20 e valores da probabilidade de sucesso 0.3; 0.5 e 0.7. Podemos perceber que esta função
é simétrica no caso p = 0.5, nas outras situações não.

Na Definição 3.13 observamos que

n∑
x=0

P (X = x) = [p+ (1− p)]n = 1,

logo a expressão em (3.14) define uma função de probabilidade. Observemos que a função
de distribuição pode ser escrita como

FX(x) =
n∑

k=0

(
n

k

)
pk(1− p)n−kδ(x− k),

onde δ(·) é a função delta definida em (3.6).

Exemplo 3.20

Considere a situação na qual r bolas sejam distribúıdas em n células, de modo que cada

uma das nr disposições posśıveis tenha probabilidade
1

nr
. Nós estamos interessados na

probabilidade pk que uma célula especificada tenha exatamente k bolas.
Então, a distribuição de cada bola pode ser considerada como uma tentativa. Um su-

cesso resulta se a bola vai para a célula especificada, com probabilidade
1

n
; caso contrário,

a tentativa resultará em uma falha, com probabilidade de 1− 1

n
.
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Seja X o número de sucessos em r tentativas. Então

pk = P (X = k) =

(
r

k

)(
1

n

)r (
1− 1

n

)r−k

, k = 0, 1, 2, · · · , n·

Uma outra distribuição discreta foi descoberta por Siméon-Denis Poisson2 e publicada
em 1838 num trabalho de focava em certas variáveis aleatórias que contavam, entre outras
coisas, o número de ocorrências cont́ınuas que tinham lugar durante um intervalo de tempo
de determinado comprimento.

Definição 3.14 (Distribuição Poisson)

Seja X uma variável aleatória assumindo valores inteiros não negativos. Dizemos que X
tem por função de probabilidade Poisson de parâmetro θ > 0 se

P (X = x) =
e−θθx

x!
, x = 0, 1, 2, · · · · (3.15)

Resumidamente escrevemos X ∼ Poisson(θ), caso a função de probabilidade da variável
aleatória seja como em (3.15). Observemos que X neste caso é o resultado de uma contagem
sem limite teórico conhecido. Verifiquemos que a função descrita em (3.15) é de probabilidade,
para isso

∞∑
x=0

P (X = x) =
∞∑
x=0

e−θθx

x!
= e−θ

∞∑
x=0

θx

x!
= e−θeθ = 1·

Nesta demonstração utilizamos o Teorema de Taylor3 para escrever

eθ =
∞∑
x=0

θx

x!
·

O Teorema de Taylor afirma que qualquer função que satisfaça certas condições pode ser
representada como:

f(x) = f(0) + xf ′(0) +
x2

2!
f ′′(0) + · · ·+ xn−1

(n− 1)!
f (n−1)(0) +

∫ x

0

(x− u)n−1

(n− 1)!
f (n)(u) du,

conhecida como série de Taylor.
Uma forma diferente de escrever o caso X ∼ Poisson(θ) é fazendo

X =
∞∑
x=0

x111{X=x},

2Siméon Denis Poisson (1781-1840) foi um matemático e f́ısico francês.
3O Teorema de Taylor foi criado por Brook Taylor em 1712 e publicado em 1715. Brook Taylor (1685 -

1731) foi um matemático inglês.
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onde 111A(w) =

{
0 se ω /∈ A
1 se ω ∈ A,

é a função indicadora do conjunto A. Podemos escrever

também

FX(x) =
∞∑
k=0

e−θ θ
k

k!
δ(x− k),

como a função de distribuição de probabilidades de X.
Observemos que, nem sempre, as variáveis aleatórias discretas assumem uma quantidade

finita de valores e como primeira situação temos a variável aleatória com distribuição ou
função de probabilidade Poisson.

Definição 3.15 (Distribuição Geométrica)

Seja X uma variável aleatória assumindo valores inteiros não negativos. Dizemos que X
tem por função de probabilidade Geométrica de parâmetro p, 0 < p < 1, se

P (X = x) = p(1− p)x, x = 0, 1, 2, · · · · (3.16)

Utiliza-se esta função de probabilidade quando contamos o número de tentativas inde-
pendentes de um experimento até o primeiro sucesso, cada tentativa tem por probabilidade
de sucesso p. Observamos que, para X = n devemos ter que as primeiras n − 1 tentativas
foram fracassos e, quando X = n, aconteceu um sucesso. É claro que P (X = x) > 0 para
qualquer x ≥ 0, também

∞∑
x=1

P (X = x) =
∞∑
x=0

p(1− p)x = p

∞∑
x=0

(1− p)x =
p

1− (1− p)
= 1, (3.17)

do qual conclúımos que, com probabilidade 1, um sucesso acabará acontecendo. Escrevemos
resumidamente X ∼ Geométrica(p) sempre que a expressão da função de probabilidade de X
for dada por (3.16). Para concluirmos que a soma das probabilidades em (3.17) é um, fizemos
uso do resultado acerca da soma infinita de uma série geométrica, resultado apresentado em
(3.19). Em matemática, uma série geométrica é uma série com uma relação constante entre
termos sucessivos. Assim, a soma dos primeiros n termos de uma série geométrica é

a+ ar + ar2 + ar3 + · · ·+ arn−1 =
n−1∑
k=0

ark = a

(
1− rn

1− r

)
, (3.18)

para r ̸= 1 conhecido como proporção comum e a sendo o primeiro termo da série. Fazendo
n→∞, o valor absoluto de r deve ser menor que um para a série convergir. Nessas condições,
a soma torna-se então

a+ ar + ar2 + ar3 + ar4 + · · · =
∞∑
k=0

ark =
a

1− r
, |r| < 1· (3.19)
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Exemplo 3.21

Suponha queX ∼ Geométrica(p). Vamos mostrar que, para qualquer inteiro não negativo
k,

P (X ≥ k) = (1− p)k·

Utilizaremos o resultado em (3.18), o qual trata acerca de soma finita de uma série
geométrica. Por definição

P (X ≥ k) = 1− P (X ≤ k − 1) =
k−1∑
x=0

p(1− p)x

= p+ p(1− p) + p(1− p)2 + · · ·+ p(1− p)k−1 = p

(
1− (1− p)k

1− (1− p)

)
= 1−

[
1− (1− p)k

]
= (1− p)k·

Uma outra variável aleatória discreta bastante utilizada é a chamada de Binomial Nega-
tiva a qual definimos a continuação. Seja (Ω,F , P ) um espaço de probabilidade de um dado
experimento estat́ıstico e consideremos A ∈ F com P (A) = p. Em qualquer desempenho do
experimento, se A acontece, chamamos isso de sucesso, caso contrário, um fracasso. Consi-
dere uma sucessão de tentativas deste experimento e calculemos a probabilidade de observar
exatamente r sucessos, onde r ≥ 1 é um número inteiro fixo. Se X denota o número de falhas
que precedem r sucessos, X + r é o número total de replicações necessárias para produzir r
sucessos. Isso acontecerá se, e somente se, a última tentativa resultar em um sucesso e entre
os (r +X − 1) testes anteriores existirem exatamente X falhas. Segue que

P (X = x) =

(
x+ r − 1

x

)
pr(1− p)x, x = 0, 1, 2, · · · · (3.20)

Reescrevendo a expressão em (3.20) na forma

P (X = x) =

(
−r
x

)
pr(−q)x, x = 0, 1, 2, · · · ; q = 1− p,

temos que
∞∑
x=0

(
−r
x

)
(−q)x = (1− q)−r = p−r, do qual segue que

∞∑
x=0

P (X = x) = 1.

Definição 3.16 (Distribuição Binomial Negativa)

Para o inteiro positivo fixo r ≥ 1 e 0 < p < 1, uma variável aleatória X com função
de probabilidade dada por (3.20) é dita ter uma distribuição Binomial Negativa, ou seja,
X ∼ BN(r; p) se a função de probabilidade é

P (X = x) =

(
x+ r − 1

x

)
pr(1− p)x, x = 0, 1, 2, · · · ·
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Podemos escrever a variável aleatória com distribuição Binomial Negativa como X =
∞∑
x=0

x111{X=x} e a função de distribuição como FX(x) =
∞∑
k=0

(
k + r − 1

k

)
pr(1− p)kδ(x− k).

Exemplo 3.22

Um dado é rolado repetidamente. Vamos calcular a probabilidade do evento A definido
como “o número 2 aparecerá antes do número 5”. Com esse objetivo vamos considerar
que Aj o evento que um 2 apareça na j-ésima tentativa, j = 1, 2, · · · , pela primeira vez e
um 5 não aparece nos j − 1 ensaios anteriores.

Então

P (A) =
∞∑
j=1

P (Aj),

onde

P (Aj) =
1

6

(
4

6

)j−1

·

Segue que

P (A) =
∞∑
j=1

1

6

(
4

6

)j−1

=
1

2
·

Da mesma forma, a probabilidade de um 2 aparecer antes de um 5 ou um 6 é 1/3 e assim
por diante.

Se, no entanto, somos interessantes na distribuição do número de tentativas necessárias
para obtermos r sucessos, temos, escrevendo Y = X + r que

P (Y = y) =

(
y − 1

r − 1

)
pr(1− p)y−r, y = r, r + 1, · · · (3.21)

Seja X uma variável aleatória com distribuição Binomial de parâmetros n e p e seja Y o
variável aleatório definida em (3.21). Se houver r ou mais sucessos nas primeiras n tentativas,
no máximo n tentativas foram necessárias para obter os primeiros r desses sucessos. Nós
temos

P (X ≥ r) = P (Y ≤ n)

e também que
P (X < r) = P (Y > n)

No caso especial quando r = 1, a distribuição de X é chamada de Geométrica (Definição
3.15).

Exemplo 3.23 (Problema da caixa de fósforos de Banach)

Um matemático carrega uma caixa de fósforos em seus bolsos direito e esquerdo. Quando
ele quer um fósforo, ele seleciona o bolso esquerdo com probabilidade p e o bolso direito
com probabilidade 1 − p. Suponha que inicialmente cada caixa contenha N fósforos.
Considere o momento em que o matemático descobre que uma caixa está vazia. Nesse
momento, a outra caixa pode conter 0, 1, 2, ..., N fósforos. Vamos identificar o sucesso
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com a escolha do bolso esquerdo. A caixa no bolso esquerdo estará vazia no momento em
que a caixa no bolso direita contiver exatamente r fósforos se, e somente se, exatamente
N − r falhas precederem o (N + 1)-ésimo sucesso. Um argumento similar se aplica ao
bolso direito e nós temos vamos chamar Pr a probabilidade de o matemático descobrir
que uma caixa num bolso estive vazia enquanto a outra contiver r fósforos. Desta maneira
vemos que

Pr =

(
2N − r

N − r

)
pN+1qN−r +

(
2N − r

N − r

)
qN+1pN−r·

Por fim, vejamos como definirmos mais uma distribuição discreta, chamada de hiper-
geométrica. Suponhas temos uma caixa que contém N bolinhas de gude. Desas, M são
retirados aleatoriamente, marcadas e devolvidos à caixa. O conteúdo da caixa é então com-
pletamente misturado. Em seguida, n bolinhas de gude são sorteadas aleatoriamente da caixa
e marcadas são contadas. Se X denota o número de bolinhas de gude marcadas, então

P (X = x) =

(
M

x

)(
N −M

n− x

)
(
N

n

) · (3.22)

Como x não pode exceder M ou n, devemos ter

x ≤ min(M,n)· (3.23)

Também, x ≥ 0 e N −M ≥ n− x, de maneira que

x ≥ max(0,M + n−N)· (3.24)

Definição 3.17 (Distribuição Hipergeométrica)

Uma variável aleatória X com função de probabilidade dada em (3.22) satisfazendo as
restrições (3.23) e (3.24) é chamada de variável aleatória hipergeométrica.

Observemos que
n∑

k=0

(
a

k

)(
b

n− k

)
=

(
a+ b

n

)
,

para a e b números arbitrários e n um inteiro positivo. Segue então que

∑
x

P (X = x) =

∑
x

(
M

x

)(
N −M

n− x

)
(
N

n

) = 1·
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Exemplo 3.24

Um lote composto por 50 lâmpadas é inspecionado tomando aleatoriamente 10 lâmpadas
e testando-as. Se o número de lâmpadas defeituosas for no máximo 1, o lote é aceito;
caso contrário, será rejeitado. Se houver, de fato, 10 lâmpadas defeituosas no lote, a
probabilidade de aceitar o lote é(

10

1

)(
40

9

)
(
50

10

) +

(
40

10

)
(
50

10

) = 0.3487103·

De maneira geral podemos concluir a afirmação do teorema seguinte como resumo das
funções de probabilidades.

Teorema 3.24

Seja {pn}n≥0 uma série de números reais não negativos tal que
∑∞

n=0 pn = 1. Então,
os {pn}n≥0 correspondem aos valores de alguma função de probabilidade, para alguma
variável aleatória X.

Demonstração : Exerćıcio.

Neste caso dizemos também que a função de distribuição é discreta. A função de proba-
bilidade P sempre existe, e se lhe conhece também como função de massa de probabilidade.
Costuma-se utilizar o termo função de densidade como uma analogia com o caso de variáveis
aleatórias cont́ınuas e absolutamente cont́ınuas, definidas mais adiante. Observe que a função
de probabilidade P é uma função não negativa de soma um

∑
i P (X = xi) = 1. Recipro-

camente, como demonstrado no Teorema 3.24 toda função da forma como na Definição 3.10
que satisfaça estas duas propriedades chama-se função de probabilidade sem que, necessari-
amente, tenha sido definida uma variável aleatória.

Vejamos agora o caso cont́ınuo.

3.2.2 Variáveis aleatórias cont́ınuas

Definição 3.18

Uma função de distribuição que é cont́ınua em todos os pontos é chamada de função de
distribuição cont́ınua.

Sabemos que Fd é uma função crescente limitada que constitui a parte de salto de F , uma
função de distribuição qualquer, e se for subtráıda de F o restante deve ser positivo, não
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conter mais saltos e assim ser cont́ınua. Isso foi provado nos Teoremas 3.21 e Teorema 3.22.
Vamos agora resumir esses dois teoremas, como segue.

Teorema 3.25

Toda função de distribuição F pode ser escrita como uma combinação lineal convexa de
uma função de distribuição discreta Fd e outra cont́ınua Fc, isto é, admite-se a seguinte
representação

F (x) = αFd(x) + (1− α)Fc(x), ∀x ∈ R,

onde 0 ≤ α ≤ 1 e esta tal decomposição é única.

Demonstração : Suponhamos que Fc ̸= 0 e Fd ̸= 0 no Teorema 3.21. Podemos então definir
α = Fd(∞) de modo que 0 < α < 1,

F1 =
1

α
Fd, F2 =

1

1− α
Fc

e escrever

F = αF1 + (1− α)F2· (3.25)

Agora, F1 é uma função de distribuição discreta e F2 é uma função de distribuição cont́ınua
e F é uma combinação convexa deles. Se Fc = 0, então F é discreta e estabelecemos α = 1,
F1 = F , F2 = 0; se Fd = 0 então F é cont́ınua e nós temos α = 0, F1 = 0, F2 = F , em
qualquer caso extremo (3.25) permanece válido.

Definição 3.19 (Variável aleatória cont́ınua)

A variável aleatória X disse-se cont́ınua se sua correspondente função de distribuição é
uma função cont́ınua.

Exemplo 3.25

A classe das funções de distribuição cont́ınuas é extensa, escolhemos agora duas delas,
as quais apresentam expressões matemáticas simples e mostradas na Figura 3.7.

A continuação as expressões matemáticas das primeiras funções de distribuição cont́ınuas
escolhidas.

(a) F (x) =


0, caso x ≤ 0

x, caso 0 < x < 1

1, caso x ≥ 1

e (b) F (x) =

{
0, caso x ≤ 0

1− e−x, caso 0 < x
·

As distribuições cont́ınuas se classificam, por sua vez, em distribuições absolutamente
cont́ınuas e distribuições singulares.
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Figura 3.7: Funções de distribuição apresentadas no Exemplo 3.25. À esquerda a distribuição
em (a) e a direita a distribuição definida em (b).

Definição 3.20 (Variável aleatória absolutamente cont́ınua)

Uma variável aleatória cont́ınua X, com função de distribuição FX(x) se disse absoluta-
mente cont́ınua, se existe uma função não negativa e integrável f tal que, para qualquer
valor de x ∈ R se cumpre

FX(x) =

∫ x

−∞
f(u)du. (3.26)

Em tais situações diz-se que a função f(x) é função de densidade de X.

Mesmo quando exista uma função não negativa e integrável f que satisfaça (3.26), esta
pode não ser única, pois basta modifica-la num ponto para que seja ligeiramente diferente e
mesmo assim seguir cumprindo (3.26). Embora isso, nos referiremos à função de densidade
como si fosse única e justifica-se pelo fato de que as probabilidades são as mesmas, seja
utilizando uma função de densidade o modificações dela que cumpram (3.26).

É claro que a função de densidade de uma variável aleatória absolutamente cont́ınua é
não negativa e sua integral sobre toda a recta real é um. Reciprocamente, toda função f
não negativa que integre um em R chama-se função de densidade. Se X é absolutamente
cont́ınua com função de distribuição FX e função de densidade cont́ınua f , então teorema
fundamental do cálculo estabelece que, da relação em (3.26), F ′(x) = f(x), ∀x ∈ R. Além
disso, a probabilidade de que X tome um valor no intervalo (a, b) é a área baixo a função de
densidade sobre o intervalo.

Isto se ilustra na Figura 2.6, a probabilidade é a mesma incluindo ou excluindo os ex-
tremos do intervalo. Podem construir-se exemplos de variáveis aleatórias cont́ınuas que não
tem função de densidade, isto é, que não exista uma função f não negativa e integrável sa-
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tisfazendo (3.26) para qualquer número real x. Em tais situações diz-se que a distribuição é
singular.

Definição 3.21 (Variável aleatória singular)

A variável aleatória cont́ınua X ou sua correspondente função de distribuição cont́ınua
FX , chama-se singular se F ′

X(x) = 0 quase certamente, isto é, o conjunto nos quais
F ′
X(x) = 0 tem probabilidade 1 de ocorrer.

Podemos escrever diferente a afirmação neste definição: dizemos que X é uma variável
aleatória cont́ınua singular se

P
(
{x ∈ R : F ′

X(x) = 0}
)
= 1· (3.27)

Uma situação interessante das variáveis aleatórias singulares, isto é, de variáveis aleatórias
cujas funções de distribuição são cont́ınuas porém não têm função de densidade é o caso
da distribuição de Cantor. Uma excelente referência neste assunto é Dovgoshey, Martio,
Ryazanov & Vuorinen (2006).

Exemplo 3.26 (Distribuição de Cantor)

A distribuição de Cantor é a distribuição de probabilidade cuja função de distribuição é a
função Cantor. Esta distribuição não tem nem uma função de densidade nem uma função
de probabilidade, pois embora sua função de distribuição seja uma função cont́ınua, a
distribuição não é absolutamente cont́ınua nem possui probabilidades positivas pontuais.
Portanto, não é uma distribuição de probabilidade discreta nem absolutamente cont́ınua,
nem é uma mistura dessas. Pelo contrário, é um exemplo de uma distribuição singular.
Esta função de distribuição é cont́ınua em todos os lugares, mas horizontal em quase
todos os lugares.

A distribuição de Cantor é a distribuição de probabilidade única para a qual em
qualquer Cn, n ∈ {0, 1, 2, 3, · · · }, que definem o conjunto de Cantor (ver Exemplo 2.5), a
probabilidade de um intervalo particular em Cn contendo a variável aleatória distribúıda
por Cantor é identicamente 2−n em cada um dos 2n intervalos.

Seja x ∈ [0, 1], a expansão ternária de x é

x =
∞∑
n=1

an(x)

3n
, an(x) ∈ {0, 1, 2}· (3.28)

Denotemos por Nx o menor n com an(x) = 1 se existir e escolhemos Nx = ∞ se não
houver tal an(x). Então, a função de Cantor F : [0, 1]→ R pode ser definida como

F (x) =
1

2Nx
+

1

2

Nx−1∑
n=1

an(x)

2n
· (3.29)

Vamos demonstrar que F , definida em (3.29) é cont́ınua e crescente, mas não absolu-
tamente cont́ınua.
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Demonstração : Segue-se diretamente de (3.29) que F é uma função crescente, e além disso
(3.29) implica que F é constante em todo intervalo J ⊆ [0, 1] \ C, sendo C o conjunto de
Cantor. Observe também que se x, y ∈ [0, 1], x ̸= y, e x tende para y, então podemos
tomar representações ternárias (3.28) para que

min{n : |an(x)− an(y)| ̸= 0} → ∞·

Assim, a continuidade de F também decorre de (3.29). O fato de F ser monótona e a
constância de F em cada intervalo J implica que F é singular. Devida a que F é singular
e não constante então não é absolutamente cont́ınua. Outro detalhe é que F (x) ≤ 1,
para todo x ∈ [0, 1].

Mostramos a forma da distribuição de Cantor na Figura 3.8.

Um detalhe interessante é que o conjunto de Cantor C pode ser constrúıdo como o conjunto
de todos os pontos de [0, 1] que tenham expansão como em (3.28), utilizando somente os
d́ıgitos 0 e 2. No caso x ∈ C, temos an(x) ∈ {0, 2} e a função de Cantor assume a forma

F (x) =
1

2

∞∑
n=1

an(x)

2n
·

Observe que existe um sutil diferença entre uma função de distribuição discreta e a função
de distribuição de Cantor. O detalhe é que toda função de distribuição discreta tem des-
continuidade em pontos fixos, em todos os exemplos mostrados anteriormente de varáveis
aleatórias X discretas, P (X = x) > 0 para valores fixos de x, por exemplo, nas distribuições
Poisson e Geométrica em todo x ∈ N, no caso Bernoulli de X = x1 e X = x2 fixos, no caso
Binomial quando X ∈ {1, 2, · · · , n}. Isso não acontece na distribuição de Cantor, embora
pareça discreta não é, é cont́ınua e constante em todo intervalo J ⊆ [0, 1] \ C. Pode-se de-
monstrar que P (C) = 0, logo a distribuição de Cantor tem derivada F ′(x) = 0 num conjunto
de probabilidade 1.

Figura 3.8: Função de distribuição de Cantor. Reprodução da figura mostrada no artigo de
Dovgoshey et al. (2006).
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Lembremos que todo conjunto da σ-álgebra de Borel pode ser obtido por uma quantidade
enumerável de operações de uniões, interseções, complementos e diferenças de intervalos. Por
isso, pode ser demonstrado o seguinte resultado.

Teorema 3.26

Seja X uma variável aleatória cont́ınua com função de distribuição FX . Então existe
uma função real cont́ınua de forma que

P (B) =

∫
B

f(t)dt,

para todo Boreliano B. Ainda temos que F ′
X(x) =

dFX(x)
dx

= f(x).

Demonstração : Exerćıcio.

Exemplo 3.27

Seja X uma variável aleatória com função de densidade triangular, isto é, cuja função de
densidade é da forma

f(x; θ) =
θ − |x|
θ2

, −θ ≤ x ≤ θ, θ > 0· (3.30)

Não é dif́ıcil provar que esta é uma densidade. Observemos que f ≥ 0 e que

FX(x) =



0, se x < −θ

1

θ2

∫ x

−θ

(θ + u) du =
1

2
+

1

θ2

(
θx+

x2

2

)
, se −θ ≤ x < 0

1

2
+

1

θ2

∫ x

0

(θ − u) du =
1

2
+

1

θ2

(
θx− x2

2

)
, se 0 ≤ x < θ

1, se x ≥ θ

No caso discreto P (X = a) é a probabilidade de que a variável aleatória X assuma o
valor a. No caso cont́ınuo f(a) não é a probabilidade de X assumir o valor a. De fato, se X
é do tipo cont́ınuo, então assume cada um dos diferentes valores com probabilidade 0.

Teorema 3.27

Seja X uma variável aleatória de qualquer tipo. Então

P (X = a) = lim
t→a
t<a

P (t < X ≤ a)·
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Demonstração : Seja t1 < t2 < · · · < a, tn → a e escrevamos

An = {tn < X ≤ a}·

Então, {An}n≥1 é uma sequência não-crescente de eventos que converge para

∞∩
n=1

An = {X = a}·

Segue então que
lim
n→∞

P (An) = P (X = a)·

Observemos que P (t < X ≤ a) = FX(a)− FX(t), do qual segue que

lim
t→a
t<a

P (t < X ≤ a) = P (X = a) = FX(a)− lim
t→a
t<a

FX(t)

= FX(a)− FX(a
−)·

Assim, FX tem uma descontinuidade de salto em a se, e apenas se, P (X = a) > 0, ou seja,
FX é cont́ınua em a se, e somente se, P (X = a) = 0. Caso X uma variável aleatória do tipo
cont́ınuo, P (X = a) = 0 para todo a ∈ R. Além, disso,

P (R \ {a}) = 1·

Desejamos lembrar mais uma vez que, se P (A) = 0 para algum A ∈ B(R), chamamos de A
um evento com probabilidade zero ou um evento nulo. No entanto, não significa que A = ∅.
Da mesma forma, se P (B) = 1 para algum B ∈ B(R), chamamos B de evento certo, mas
não segue por isso que B = Ω.

Exemplo 3.28

Seja X uma variável aleatória com função de distribuição da forma

FX(x) =


0, se x ≤ 0,

x, se 0 < x ≤ 1,

1, se 1 < x

·

Diferenciando FX em relação a x, nos pontos de continuidade, obtemos a forma da função
de densidade como

f(x) =
dFX(x)

dx
=

{
0, se x /∈ (0, 1)

1, se 0 < x < 1
·

A função f não é cont́ınua em x = 0 ou x = 1. Podemos definir f(0) e f(1) de qualquer
maneira. Escolhendo f(0) = f(1) = 0, temos que

f(x) =

{
1, se 0 < x < 1

0, caso contrário
·

Então, por exemplo, P (0.3 < X ≤ 0.55) = FX(0.55)− FX(0.3) = 0.25.
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Vejamos agora duas propriedades importantes da função de densidade. Normalmente,
é mais conveniente especificar o comportamento distribucional de uma variável aleatória
cont́ınua por meio de sua função de densidade do que por meio de sua função de distribuição.
A função de densidade descreve essencialmente a probabilidade de X assumir valores em uma
vizinhança de um ponto x e, portanto, é análoga à função de probabilidades de uma variável
aleatória discreta. Da Definição 3.20 acima, temos

P (x < X < x+ ϵ) =

∫ x+ϵ

x

f(u) du ≈ ϵf(x) ≥ 0, ∀x,

se ϵ for pequeno e f cont́ınua em x. Assim temos demonstrado a primeira propriedade da
função de densidade, ela é sempre não negativa. Uma segunda propriedade da função de
densidade é que ∫ ∞

−∞
f(x) dx = lim

x→∞
FX(x)− lim

x→−∞
FX(x) = 1·

É importante notar que as funções de densidade não são exclusivamente determinadas;
isto é, dada uma função de densidade f é sempre posśıvel encontrar uma outra função de
densidade f ∗ tal que ∫ b

a

f(x) dx =

∫ b

a

f ∗(x) dx,

para todos a e b, mas para os quais f ? e f diferem em um finito número de pontos. Esta
não-singularidade não coloca problemas, em geral, para cálculos de probabilidade, mas pode
representar problemas sutis em determinadas aplicações estat́ısticas.

Se a função de distribuição F for diferenciável em x, podemos encontrar a função de
densidade f como sendo a derivada de F em x: f(x) = F ′(x), segundo nos disse o Teorema
3.26. Para fins de manipulação, podemos assumir que f(x) = F ′(x) quando a derivada é bem
definida e definimos f(x) arbitrariamente quando não é. Vejamos isto no seguinte exemplo.

Exemplo 3.29

Suponhamos que X tenha por função de densidade

f(x) =

{
cx3, para 0 ≤ x ≤ 1

0, caso contrário
,

onde c é uma constante positiva. Para determinar o valor de c, notamos que

1 = P (−∞ < X <∞) =

∫ 0

−∞
0 dx +

∫ 1

0

cx3 dx +

∫ ∞

1

0 dx =
c

4
,

do qual obtemos que c = 4. Podemos também determinar a função de distribuição
integrando a densidade de −∞ a qualquer ponto x; nós obtemos

FX(x) =


0, caso x < 0

x4, caso 0 ≤ x ≤ 1

1, caso x > 1

·

Como observamos acima, podemos modificar a função de densidade em um número
enumerável de pontos e ainda obter a mesma função de distribuição. Por exemplo, se
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definirmos

f ∗(x) =

{
cx3, para 0 < x < 1

0, caso contrário
,

então obtemos a mesma função de distribuição, embora f ∗ difere de f em x = 0 e x = 1.

Observemos que se f ≥ 0 e satisfaz

lim
x→∞

FX(x) = FX(+∞) =

∫ +∞

−∞
f(t) dt = 1·

Sejam a e b dois números reais tais que a < b. Então

P (a < X ≤ b) = FX(b) − FX(a) =

∫ b

a

f(t) dt·

Teorema 3.28 (Caracterização de função de densidade)

Toda função real integrável f sobre R, satisfazendo:

(a) f ≥ 0 e

(b)

∫ +∞

−∞
f(x) dx = 1

é a função de densidade de alguma aleatória X de tipo absolutamente cont́ınuo.

Demonstração : Segundo o Teorema 3.26 basta mostrar que a f corresponde uma função de
distribuição F . Definimos

F (x) =

∫ x

−∞
f(t) dt, x ∈ R·

Exemplo 3.30

Segundo o Teorema 3.28, qualquer seja a função real integrável que satisfaça os itens (a)
e (b) é uma função de densidade. Vejamos a seguinte situação:

f(x) =
1

π
√

x(1− x)
, 0 < x < 1·

Observemos que f ≥ 0, para todo x ∈ (0, 1) e verifica-se que o item (b) também vale.
Esta é chamada de densidade arcoseno. Verificamos que f , acima definida, é uma função
de densidade sem mesmo dizermos qual é a variável aleatória.

Estudaremos agora distribuições absolutamente cont́ınuas usadas com mais frequência,
às quais chamaremos de modelos probabiĺısticos cont́ınuos, e descreveremos algumas de suas
propriedades importantes. Devemos deixar claro que a classe das variáveis aleatórias ab-
solutamente cont́ınuas contém muito mais modelos do que a classe das variáveis aleatórias
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singulares, por este motivo, muitas vezes confundem-se estas duas classes e consideram-se as
variáveis absolutamente cont́ınuas como sendo toas as variáveis aleatórias cont́ınuas. Em to-
das as situações definidas a continuação a função que descreve o comportamento da variável
aleatória particular é uma função de densidade. Também de vemos mencionar que os mo-
delos probabiĺısticos cont́ınuos definem-se a partir da função de densidade. No caso discreto
modelos foram descritos a partir da função de probabilidade.

Definição 3.22 (Distribuição Uniforme)

Uma variável aleatória X diz-se satisfaz a distribuição Uniforme(α, β) cont́ınua se tem
por função de densidade

f(x) =


1

β − α
, quando α ≤ x ≤ β

0, caso contrário
· (3.31)

Escrevemos X ∼ Uniforme(α, β).

Observa-se que nesta definição nada dizemos acerca da constantes α e β, entendemos que
α < β e nada mais. Significa que ambas podem ser números negativos, α pode ser negativa
enquanto β um número positivo ou ambas quantidades podem ser positivas. Qualquer seja
a situação se X ∼ Uniforme(α, β) a densidade é como em (3.31). Nesta situação a função
de distribuição é

FX(x) =


0, se x < α

x− α

β − α
, se α ≤ x ≤ β

1, se x > β

·

Assumindo que (α, β) = (0, 1) temos a distribuição Uniforme(0, 1), também chamada
Uniforme padrão, apresentamos esta função de densidade assim como a função de distribuição
correspondente na Figura 3.9.

Teorema 3.29 (Transformação Integral de Probabilidade)

Seja X uma variável aleatória absolutamente cont́ınua com função de distribuição
FX . Então, FX(X) é uma variável aleatória com distribuição Uniforme(0, 1), ou seja,
FX(X) ∼ Uniforme(0, 1).

Demonstração : Definamos Y ∼ FX(X). Então

FY (y) = P (Y ≤ y) = P
(
FX(X) ≤ y

)
= P (X ≤ F−1

X (y)) = FX(F−1
X (y)) = y, 0 ≤ y ≤ 1·

FY é a função de distribuição de uma variável aleatória Uniforme(0, 1).
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Figura 3.9: Função de densidade (esquerda) e de distribuição (direita) Uniforme(0, 1).

Exemplo 3.31

Suponhas que X tenha a função de densidade dada por

f(x) =

{
0, se x < 0

e−x, se x ≥ 0
·

Então,

FX(x) =

{
0, se x ≤ 0

1− e−x, se x > 0
·

Seja agora Y = FX(X) = 1− e−X . Encontremos a função de densidade de Y .
Com esse objetivo, vemos que a função de distribuição da variável aleatória Y é

FY (y) =


0, se y < 0

P (1− e−X ≤ y), se 0 < y ≤ 1

1, se y > 1

=


0, se y < 0

1− eln(1−y), se 0 < y ≤ 1

1, se y > 1

,

do qual conclúımos que FY (y) = y, quando y ∈ (0, 1) e zero caso contrário, portanto, Y
é uma variável aleatória com distribuição Uniforme(0, 1).

Pede-se ao leitor que considere o que acontece quando F é a função de distribuição de uma
variável aleatória discreta. Uma aplicação da propriedade apresentada no Teorema 3.29, da
distribuição Uniforme, é o chamada reśıduo quantil nos modelos de regressão generalizados
e outros modelos de regressão avançados (Dunn & Smyth, 1996). Podemos perceber que,
mesmo sendo a distribuição Uniforme(0, 1) simples, como função de densidade, a aplicabi-
lidade é grande. Na direção inversa, o seguinte resultado é válido.
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Teorema 3.30

Seja F uma função de distribuição e X uma variável aleatória com distribuição
Uniforme(0, 1). Então existe uma função h de maneira que h(X) têm por distribuição
F , ou seja,

P
(
h(X) ≤ x

)
= F (x), ∀x ∈ (−∞,+∞)·

Demonstração : Temos três situações:

(i) Seja F uma função de distribuição discreta. Consideremos que Y ∼ F e que P (Y =
yk) = pk, k = 1, 2, 3, · · · . Definamos h como segue:

h(x) =



y1, se 0 ≤ x < p1

y2, se p1 ≤ x < p1 + p2

y3, se p1 + p2 ≤ x < p1 + p2 + p3

...
...

...

·

Então
P
(
h(X) = y1

)
= P

(
0 ≤ X < p1

)
= p1

P
(
h(X) = y2

)
= P

(
p1 ≤ X < p1 + p2

)
= p2

P
(
h(X) = y3

)
= P

(
p1 + p2 ≤ X < p1 + p2 + p3

)
= p3

...
...

...

e, em geral, P
(
h(X) = yk

)
= pk, k = 1, 2, 3, · · · Portanto, h(X) é uma variável

aleatória discreta com distribuição F .

(ii) Seja F uma função de distribuição cont́ınua e estritamente crescente. Neste caso F−1

está bem definida e podemos escolher h(X) = F−1(X). Temos então que

P
(
h(X ≤ x

)
= P

(
F−1(X) ≤ x

)
= P

(
X ≤ F (x)

)
= F (x)·

(iii) No caso geral, definimos

F−1(y) = min{x : F (x) ≥ y} (3.32)

e seja h(X) = F−1(X). Acontece que, se y satisfaz que F−1(y) ≤ x, isto implica que
para todo ϵ > 0, y ≤ F (x + ϵ). Desde que ϵ > 0 é arbitrário e F cont́ınua a direita,
fazendo ϵ→ 0 conclúımos que y ≤ F (x). Dado que y ≤ F (x) implica que F−1(y) ≤ x,
pela definição em (3.32) segue que

{y ∈ R : F−1(y) ≤ x} = {y ∈ R : y ≤ F (x)}·

Então
P
(
F−1(X) ≤ x

)
= P (X ≤ F (x)) = F (x)·
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Este teorema é bastante útil na geração de amostras com a ajuda da distribuição uniforme:
escolhemos um y ∈ (0, 1) arbitrário e, em seguida, usamos o inverso da função de distribuição
desejada x = F−1

X (y) para encontrar um elemento x da distribuição correspondente FX .

Exemplo 3.32

Vejamos o procedimento teórico de geração de dados na distribuição loǵıstica. Conside-
remos a função de densidade loǵıstica de parâmetros µ ∈ R e σ > 0, definida como

f(x) =
1

σ

e−(x−µ)/σ(
1 + e−(x−µ)/σ

)2 , x ∈ R·

A função de distribuição loǵıstica é da forma

FX(x) =
1

1 + e−(x−µ)/σ
·

Queremos encontrar um ponto da distribuição FX .
Para isso escolhemos y ∈ (0, 1) qualquer e fazemos

y =
1

1 + e−(x−µ)/σ
,

de uma simples álgebra, obtemos que

ln
( y

1− y

)
=

x− µ

σ
,

de maneira que o valor procurado de FX é x = µ+ σ ln
( y

1− y

)
.

Uma caracterização interessante da distribuição uniforme é dada pelo seguinte teorema,
este resultado será utilizado para caracterizar algumas outras distribuições.

Teorema 3.31

Seja X uma variável aleatória absolutamente cont́ınua com valores em (0, 1) ou suporte
o intervalo (0, 1). Se P (x < X ≤ y) depende somente do comprimento y − x para todo
0 ≤ x ≤ y < 1, então

X ∼ Uniforme(0, 1)·

Demonstração : Seja P (x < X ≤ y) = f(y − x), sendo f alguma função. Então,

f(x+y) = P (0 < X ≤ x+y) = P (0 < X ≤ x) + P (x < X ≤ x+y) = f(x) +f(y)· (3.33)

Observemos que f é cont́ınua à direita. Temos então que, pela relação em (3.33), f(x) =
f(x) + f(0), de maneira que f(0) = 0. Também

0 = f(0) = f(x− x) = f(x) + f(−x),
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do qual vemos que f(−x) = −f(x). Isso mostra que f(x) = cx para alguma constante c. É
suficiente mostrar o resultado para x positivo. Seja m um inteiro, então

f(x+ x+ · · ·+ x︸ ︷︷ ︸
m vezes

) = f(x) + f(x) + · · ·+ f(x)︸ ︷︷ ︸
m vezes

= mf(x)·

Escolhendo x = n/m, sendo n < m, temos que

f
(
m× n

m

)
= mf

( n

m

)
,

de maneira que

f
( n

m

)
=

1

m
f(n) =

n

m
f(1),

para n e m inteiros positivos. Escolhendo f(1) = c, provamos que f(x) = cx, para número
racionais x. Para completarmos a demonstração vamos considerar a caso onde x é um número
irracional positivo. Podemos encontrar uma sequência decrescente de números racionais
positivos x1, x2, · · · tais que limn→∞ xn = x−. Como f é cont́ınua à direita,

f(x) = lim
xn→x−

f(xn) = lim
xn→x−

cxn = cx·

Agora, para 0 ≤ x ≤ 1,

F (x) = P (X ≤ 0) + P (0 < X ≤ x)

= F (0) + P (0 < X ≤ x) = f(x) = cx·

Dado que F (1) = 1, nós devemos ter c = 1, de modo que F (x) = x, 0 ≤ x ≤ 1.

Definição 3.23 (Distribuição Exponencial)

Seja X uma variável aleatória assumindo valores reais não negativos. Dizemos que X
tem por função de densidade Exponencial de parâmetro θ > 0 se

f(x) = θe−θx, x > 0· (3.34)

Não é dif́ıcil demonstrarmos que se X tem densidade como em (3.34) a integral definida,
no intervalo de variação da variável [0,∞), é um e ainda temos que a função de distribuição
é FX(x) = 1− e−θx. Dado que a função de distribuição FX é estritamente crescente sobre o
conjunto onde FX(x) > 0, podemos determinar a inversa F−1

X resolvendo a equação

1− exp
(
− θF−1(x)

)
= x,

que produz F−1(x) = −1

θ
ln(1− x). Então, se U ∼ Uniforme(0, 1) temos que

X = −θ−1 ln(1− U) ∼ Exponencial(θ)·
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Observe que 1 − U tem a mesma distribuição que U , também temos que −θ−1 ln(U) ∼
Exponencial(θ).

Uma observação interessante é que uma função de distribuição pode corresponder a várias
variáveis aleatórias no mesmo espaço de probabilidade (Ω,F , P ). Por exemplo, seja X uma
variável aleatória com função de distribuição FX(x) = e−x2/2/

√
2π, definida para todo x ∈ R.

Então, a variável aleatória −X tem a mesma função de distribuição e, consequentemente,
FX = F−X . No entanto, P (X = −X) = P (2X = 0) = P (X = 0) = 0.

Uma função interessante é a chamada generalização do fatorial ou fatorial de um número
real. Esta função é a gama, definida como

Γ(α) =

∫ ∞

0

xα−1e−x dx, (3.35)

quando α > 0. Em particular, se α = 1, Γ(1) = 1. Caso α > 1, por integração por partes
prova-se que

Γ(α) = (α− 1)

∫ ∞

0

xαe−x dx = (α− 1)Γ(α− 1)·

Caso α = n seja um inteiro, temos que Γ(n) = (n − 1)!. Utilizaremos a função gama para
definirmos a seguinte função de densidade.

Existe uma relação especial entre a distribuição Poisson e a função gama incompleta4.
Seja X ∼ Poisson(λ), então

P (X ≤ x) =
1

x!

∫ ∞

λ

e−uux du, (3.36)

de maneira que expressamos a função de distribuição Poisson em termos da função gama
incompleta. Para percebermos que a relação acima é verdadeira, observemos que

d

dx
P (X ≤ x) =

x∑
k=0

1

k!

(
ke−λλk−1 − λke−λ

)
=
−λxe−λ

x!
,

do qual segue que a expressão em (3.36).

Definição 3.24 (Distribuição Gama)

Seja X uma variável aleatória assumindo valores positivos. Dizemos que X tem por
função de densidade gama de parâmetros α > 0 e β > 0 se

f(x) =
1

Γ(α)βα
xα−1e−x/β, x ≥ 0, (3.37)

e zero caso contrário. Escrevemos X ∼ Gama(α, β).

4A função gama incompleta é uma variação da função gama completa definida em (3.35). No caso da
gama incompleta define-se por uma integral com um dos limites, superior ou inferior, finito e não infinito.
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Um caso especial acontece quando α = 1, nesta situação chegamos à distribuição expo-
nencial de parâmetro 1/β. A função de distribuição de X ∼ Gama(α, β) é da forma

FX(x) =


0, se x ≤ 0

1

Γ(α)βα

∫ x

0

uα−1e−u/β du, se x > 0
· (3.38)

Na Figura 3.10 apresentamos diferentes formas das densidade exponencial, gama e χ2,
esta última definida logo a depois da figura. Nas definições destas distribuições assim como
no caso uniforme, estas e todas as funções de densidade apresentadas e que depois iremos
definir dependem de valores reais que, se não especificados são chamados de parâmetros.
Desta forma a densidade Uniforme(α, β) depende dos parâmetros α < β, α, β ∈ R; a
densidade Exponencial(θ), depende do parâmetro θ > 0 e a densidade Gama(α, β) depende
dos parâmetros α > 0 e β > 0. Podemos dizer que, mais do uma função de densidade,
definimos famı́lias de funções de densidade em todas as situações anteriores. O mesmo
acontece com as funções de probabilidade.

Dependendo de diferentes valores dos parâmetros que definem as densidades exponencial,
gama e χ2 mostramos nas Figuras 3.10 e 3.11 alguns dos elementos que formam as famı́lias
mencionadas.
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Figura 3.10: À esquerda mostramos diferentes formas que pode assumir a função de densidade
χ2, com valores do parâmetro n = 1, 2, 3, 5. À direita mostramos a forma correspondente
assumida pela distribuição Exponencial(θ) com valores do parâmetro θ = 0.5, 1.0 e θ = 2.0.
Perceba como são parecidas estas densidades, conforme os valores dos parâmetros.

Um outro caso especial da densidade gama acontece quando α = n/2, n > 0, n ∈ N e
β = 2, esta situação chama-se distribuição qui-quadrado.
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Figura 3.11: No gráfico mostramos formas assumidas pela densidade Gama(α, β), para os
valores dos parâmetros mostrados.

Definição 3.25 (Distribuição χ2)

Dizemos que X tem por função de densidade χ2 com n graus de liberdade se

f(x) =


0, se x ≤ 0

1

Γ(n/2)2n/2
xn/2−1e−x/2, se x > 0

· (3.39)

Resumidamente escrevemos X ∼ χ2(n).

Acontece que se X ∼ Poisson(λ), sua função de distribuição pode ser escrita em termos
da função gama incompleta ou em termos da distribuição χ2 da seguinte maneira:

d

dλ
P (X ≤ x) =

x∑
k=0

1

k!

(
ke−kλk−1 − λke−λ

)
=
−λxe−λ

x!
,

disto segue que

P (X ≤ x) =
1

x!

∫ ∞

λ

uxe−u du· (3.40)

A distribuição qui-quadrado é uma das distribuições de probabilidade mais amplamente
usadas nas estat́ısticas inferenciais, principalmente no teste de hipóteses ou na construção de
intervalos de confiança. A distribuição definida em (3.39) é às vezes chamada de distribuição
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qui-quadrado central. Essa distribuição foi descrita pela primeira vez pelo estat́ıstico alemão
Friedrich Robert Helmert em artigos de 1875 a 1876, onde ele calculou a distribuição amostral
da variação da amostra de uma população normal.

Uma outra forma de escrever a expressão em (3.40) é a seguinte:

P (X ≤ x) = P (Y ≥ 2λ),

onde X ∼ Poisson(λ) e Y ∼ χ2(2x+ 2).
No seguinte exemplo definimos um distribuição chamada de Cauchy5.

Exemplo 3.33 (Distribuição Cauchy)

A variável aleatória X diz-se tem distribuição Cauchy de parâmetros σ > 0 e µ ∈ R se
tiver por função de densidade

f(x) =
σ

π

1

σ2 + (x− µ)2
, x ∈ R· (3.41)

Escrevemos X ∼ Cauchy(µ, σ). Vamos demonstrar que a expressão em (3.41) é uma
função de densidade. Para isso notemos que f ≥ 0, portanto devemos provar somente
que a integral é 1. Fazendo a substituição y = (x− µ)/σ, temos que∫ ∞

∞
f(x) dx =

1

π

∫ ∞

−∞

dy

1 + y2
=

2

π
tan−1(y)

∣∣∣∣∞
−∞

= 1·

Observemos que para provarmos que a função em (3.41) é função de densidade, trans-
formamos X ∼ Cauchy(µ, σ) em uma nova variável aleatória Y ∼ Cauchu(0, 1). Nesta
situação, a função de distribuição assume a forma

FY (y) =
1

2
+

1

π
tan−1(y), −∞ < y <∞·

Diversas propriedades da distribuição Cauchy podem ser encontradas em Pitman & Wil-
liams (1967).

Definição 3.26 (Distribuição Beta)

Uma variável aleatória X é dita ter por distribuição Beta de parâmetros α > 0 e β > 0
se sua função de densidade tiver a forma

f(x) =
Γ(α + β)

Γ(α)Γ(β)
xα−1(1− x)β−1, 0 < x < 1· (3.42)

Escrevemos X ∼ Beta(α, β).

5Augustin-Louis Cauchy (1789 - 1857) foi um matemático, engenheiro e f́ısico francês que fez contribuições
pioneiras para vários ramos da matemática, incluindo análise matemática e mecânica cont́ınua.
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A função de distribuição Beta(α, β) é da forma

FX(x) =


0, se x ≤ 0

Γ(α + β)

Γ(α)Γ(β)

∫ x

0

uα−1(1− u)β−1 du, se 0 < x < 1

1, se 1 ≤ x

·

Observemos que no caso especial α = β = 1, temos a distribuição Uniforme(0, 1). Uma
caracteŕıstica importante é se X ∼ Beta(α, β), então 1 − X ∼ Beta(β, α). Em particular,
X ∼ Beta(α, α) se, e somente se, 1 − X ∼ Beta(α, α). Estas afirmações implicam que a
função de densidade em (3.42) satisfaz que

f(x) = f(1− x), 0 < x < 1·

Devemos destacar que se X e 1 − X tem a mesma distribuição, isto não significa que
X ∼ Beta(α, α). Para vermos isso basta assumirmos que a densidade de X seja

f(x) = 2
Γ(α + β)

Γ(α)Γ(β)

(
(1− x)α−1xβ−1 + (1− x)α−1xβ − 1

)
,

a qual satisfaz que f(x) = f(1− x), mas não é a densidade Beta(α, β).

Definição 3.27 (Distribuição Normal)

Seja X uma variável aleatória assumindo valores reais. Dizemos que X tem por função
de densidade Normal se

f(x) =
1√
2π

e−
x2

2 , x ∈ R, (3.43)

resumidamente escrevemos X ∼ N(0, 1).

Esta função de densidade é conhecida como densidade Normal padrão, isso porque não
depende de parâmetros. Outra forma de definir a densidade Normal será apresentada na
Seção 3.3. Vamos demonstrar agora que a função em (3.43) é uma densidade. Como f é
não-negativa uma ideia então é verificar que o quadrado da integral é igual a 1. Temos que(∫ +∞

−∞
f(z) dz

)2

=

(∫ +∞

−∞
f(x) dx

)
×
(∫ +∞

−∞
f(y) dy

)
=

1

2π

∫ +∞

−∞

∫ +∞

−∞
e−(x2+y2)/2 dx dy·

Mudemos para coordenadas polares (θ, ρ), onde x = ρ cos(θ) e y = ρ sen(θ), com θ ∈
(0, 2π) e ρ ∈ (0,+∞). Desta maneira ρ2 = x2 + y2 e dx dy = ρ dρ dθ. Então

1

2π

∫ +∞

−∞

∫ +∞

−∞
e−(x2+y2)/2 dx dy =

1

2π

∫ +∞

0

∫ 2π

0

ρe−ρ2/2 dθ dρ

=

∫ +∞

0

ρe−ρ2/2 dρ,
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fazendo a transformação u = ρ2/2, obtemos

∫ +∞

0

e−u du = 1, como queŕıamos demonstrar.

Mais geral ainda seria considerar a variável aleatória com distribuição X ∼ N(µ, σ2).
Estas quantidades µ e σ2 são chamados de parâmetros da distribuição, definem a famı́lia
de distribuições Normal e determinam a forma espećıfica da função de densidade quando
especificamos valores particulares. Assim, a famı́lia de densidades Normal(µ, σ2) é da forma

f(x) =
1√
2πσ2

e−
(x−µ)2

2σ2 , (3.44)

onde µ ∈ R e σ2 > 0.
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Figura 3.12: À esquerda mostramos diferentes formas que pode assumir a função de densidade
Normal, sempre com valor do parâmetro µ = 0 e modificando o valor do parâmetro σ2,
podendo este ser σ2 = 1 no caso Normal padrão, nas outras curvas σ2 = 0, 25 e σ2 = 2, 25.
Percebe que quanto menor o valor do parâmetro σ2 mais concentrada no zero apresenta-se a
densidade Normal. À direita mostramos a forma correspondente assumida pela distribuição
Beta com valores dos parâmetros mostrados.

Nos exemplos a seguir mostramos duas distribuições derivadas da densidade Normal.

Exemplo 3.34 (Distribuição Normal inversa)

A distribuição Normal inversa, é uma famı́lia de distribuições de dois parâmetros µ > 0
e σ > 0, com função de densidade

f(x) =

√
σ

2πx3
exp

(
−σ (x− µ)2

2µ2x

)
, x > 0·

Esta distribuição também conhecida como distribuição de Wald, quando σ tende ao in-
finito, a distribuição Normal inversa torna-se mais parecida com uma distribuição Normal.
A distribuição Normal inversa tem várias propriedades análogas à distribuição Normal.
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Exemplo 3.35 (Distribuição log-Normal)

Uma distribuição log-Normal é uma distribuição de probabilidade cont́ınua, cujo loga-
ritmo é normalmente distribúıdo. Assim, se a variável aleatória X tiver distribuição
log-Normal, então Y = ln(X) tem uma distribuição Normal. Da mesma forma, se Y
tem uma distribuição Normal, então a função exponencial de Y , X = exp(Y ), tem uma
distribuição log-Normal. Então, a função de densidade log −Normal(µ, σ2) é da forma

f(x) =
1

x

1

σ
√
2π

exp

(
−
(
ln(x)− µ

)2
2σ2

)
, x > 0·

3.2.3 Variáveis aleatórias mistas

Esta aqui definida é uma outra das diversas variáveis aleatórias cont́ınuas. Quando mis-
turamos uma variável discreta com uma outra cont́ınua o resultado, tomando os devidos
cuidados, é uma variável mista: em alguns pontos discreta e cont́ınua em intervalos. Uma
situação diferente foi considerada no Exemplo 3.36. Também podemos misturar duas ou mais
variáveis cont́ınuas.

Definição 3.28

Seja X uma variável aleatória com função de densidade na forma

f(x) =
m∑
k=1

αkfk(x), x ∈ R, (3.45)

onde cada fk é uma função de densidade ou de probabilidade, cada αk é positivo e∑m
k=1 αk = 1. A variável aleatória X com densidade como em (3.45) é chamada de

mista.

Estas variáveis aleatórias podem admitir alguns pontos de salto, como as discretas, porém
os restantes valores são números reais.

Exemplo 3.36

Uma situação de distribuições cont́ınuas acontece quando a variável aleatória tem por
distribuição normal inversa com ajuste no zero, definida como

f(x;µ, σ, ν) = ν se x = 0

e

f(x;µ, σ, ν) = (1− ν)

√
σ

2πx3
exp

(
−σ (x− µ)2

2µ2x

)
caso contrário, isto para x ∈ (0,∞), µ > 0, σ > 0 e 0 < ν < 1. A forma funcional esta
apresentada na Figura 3.13.
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Figura 3.13: Função de densidade cont́ınua normal inversa com ajuste no zero.

Segundo a definição acima podemos ter misturas de três tipos: misturas de densidade pro-
priamente, misturas de funções de probabilidade e misturas de densidades e probabilidades.
Observemos que a variável considerada no Exemplo 3.36 é também chamada de mista, porém
de natureza diferente às definidas. As variáveis mistas mais utilizadas em aplicações são aque-
las aqui definidas. Na Figura 3.14 apresentamos diferentes posśıveis formas de funções de
densidade mista, sempre no caso particular de duas densidades ou probabilidades. No quadro
superior esquerdo dessa figura mostramos, na curva em preto, a misturas de duas distribuições
normais uma de parâmetros µ = −3 e σ2 = 1 e outra com µ = 1 e σ2 = 0.64, por isso no
denominador aparecer a quantidade 2σ2 = 2 × 0.64 = 1.28; no caso da linha em vermelho
temos a mistura de também duas densidade normais de parâmetros µ = −3 e σ2 = 0.36 no
primeiro caso e µ = 1 e σ2 = 3.24, em ambas situações α1 = 0.3 e α2 = 1− α1 = 0.7.

Ainda acerca da Figura 3.14, no gráfico acima à direita temos a mistura de uma densidade
normal, de parâmetros µ = 2 e σ2 = 0.16, e uma densidade exponencial de parâmetro θ = 0.6
no caso da linha em vermelho e a mistura de uma densidade exponencial de parâmetro θ = 0.4
e uma densidade normal de parâmetros µ = 4 e σ2 = 0.49, no caso da linha preta; em ambas
situações os parâmetros α1 e α2 da combinação linear foram escolhidos como 0.4 e 0.6. Nos
gráficos abaixo temos dois gráficos com misturas de funções de probabilidade; a esquerda a
mistura é de duas binomiais, uma com n = 6 e p = 0.6 a outra com n = 8 e p = 0.8. Por
último, a mistura foi de duas probabilidades Poisson de parâmetros θ = 2 e θ = 10, na linha
preta e θ = 6 e θ = 15, no caso da linha em vermelho.

Evidentemente, os gráficos mostrados na Figura 3.14, são somente alguns poucos exemplos
das diversas possibilidades de misturas. Devemos considerar que podemos misturar também
funções de densidade com funções de probabilidade. Mais ainda, os exemplos aqui mostrados
referem-se sempre a mistura de duas funções de densidades ou de duas funções de probabili-
dades quando na verdade, segundo a definição, a mistura pode ser de uma quantidade finita
de densidades ou probabilidades e continuarmos tendo misturas.
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Figura 3.14: Diferentes formas de funções de densidade correspondentes à variáveis aleatórias
mistas nos dois quadros superiores, à esquerda misturamos duas densidades Normais en-
quanto a direita misturamos uma densidade Normal e uma densidade Exponencial. Abaixo
temos misturas de funções de probabilidade pertencentes às mesmas famı́lias: à esquerda
temos uma mistura de binomiais e a direita misturas de Poisson. Em cada situação conside-
ramos misturas de duas densidades ou probabilidades, por isso, sempre aparece um coeficiente
à frente de cada expressão e perceba que sempre somam um, sendo estes coeficientes esco-
lhidos diferentes a propósito em cada diferente quadro mas não nas combinações diferentes.
Um outro detalhe é que decidimos mostrar a mistura de probabilidades utilizando função
em degraus e não simplesmente pontos, foi decidido assim para aparentar continuidade nas
curvas e melhor diferenciá-las. Percebe-se a grande quantidade de misturas posśıveis com
somente as poucas densidades e probabilidades conhecidas até o momento. Devemos men-
cionar também que as funções de densidade ou de probabilidade mistas satisfazem todas as
propriedades correspondentes, ou seja, somam ou integram 1 e são sempre não negativas.
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O detalhe continua sendo a aplicabilidade destes modelos. Também associamos a estas
variáveis funções de distribuição, porém geralmente são de dif́ıcil obtenção anaĺıtica sendo
utilizadas, quando necessário, de maneira numérica.

3.3 Funções de variáveis aleatórias

Sejam X uma variável aleatória de qualquer tipo com uma distribuição conhecida FX e g uma
função real. Queremos identificar a distribuição de g(X), uma função de X, desde que esta
função, ou seja, desde que g(X) seja também uma variável aleatória. Perguntamos então:
qualquer função de uma variável aleatória é também uma variável aleatória? caso g(X) seja
uma variável aleatória, sempre será posśıvel encontrar a distribuição transformada?

Definição 3.29

Dizemos que Y é uma função da variável aleatória X se

Y = g(X), (3.46)

para alguma função real g.

Logicamente, qualquer seja a função real g, Y é uma transformação da variável aleatória
original. Vejamos agora um exemplo no qual fazemos modificações numa variável discreta.

Exemplo 3.37

Consideremos X ∼ Bernoulli(p), ou seja, X tem função de probabilidade Bernoulli de
parâmetro p, o qual significa que

P (X = x1) = p, P (X = x2) = 1− p,

sendo x1, x2 ∈ R diferentes e 0 < p < 1. Seja agora g(x) = x + a, para ∀x ∈ R e ”a”um
número real fixo. Nestas condições, Y = g(X) é tal que X = g−1(Y ), sendo y1 = x1 + a
e y2 = x2 + a, logo x1 = y1 − a e x2 = y2 − a.

Portanto,

P (Y = y1) = P (X + a = y1) = P (X = y1 − a) = P (X = x1) = p

e
P (Y = y2) = P (X + a = y2) = P (X = y2 − a) = P (X = x2) = 1− p·

Conclúımos então que Y é também uma variável aleatória Bernoulli(p).

Definimos Y como função de uma variável aleatória mas não dizemos se esta é uma nova
variável aleatória, para isso a função g não pode ser qualquer uma, deve ser uma função Borel
mensurável. Às funções Borel mensuráveis são dedicadas os próximos conceitos.
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Definição 3.30

Seja g : R → R e seja A ⊆ R. Entendemos por imagem de A através da função g os
elementos y de R tais que y = g(x), para algum x ∈ A. Denotamos esta imagem como
g(A). Se B ⊆ R, definimos a imagem inversa de B por g ao conjunto dos y ∈ R para os
quais g−1(y) ∈ B e escrevemos

g−1(B) = {x ∈ R : g(x) ∈ B}·

Aqui definimos imagem inversa de um conjunto A por uma função real g, de maneira
similar à Definição 3.1. No caso do Exemplo 3.37 a função real é a translação g(x) = x+ a,
sendo ”a”um número real fixo. Propriedades similares ao Teorema 3.1 é apresentado a seguir
para o caso de imagem inversa de uma função real.

Teorema 3.32

Seja g : R→ R uma função real e B,B1, B2, . . . subconjuntos em R. Então

a) g−1(Bc) =
(
g−1(B)

)c
,

b) g−1

(
∞∪
k=1

Bk

)
=

∞∪
k=1

g−1(Bk),

c) g−1

(
∞∩
k=1

Bk

)
=

∞∩
k=1

g−1(Bk).

Demonstração : Exerćıcio.

Agora estamos em condições para definir quando diremos que uma função é Borel men-
surável.

Definição 3.31 (Função Borel mensurável)

A função g : R→ R é chamada Borel mensurável se

g−1(B) ∈ B(R), ∀B ∈ B(R)·

Nesta definição dizemos que g é uma função Borel mensurável se transforma elementos
de da sigma álgebra B(R) em elementos de B(R). É claro que uma função real g da variável
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real x é Borel mensurável se o conjunto

{x : −∞ < g(x) ≤ y} ∈ B(R),

para qualquer número real y. Vejamos se isso acontece no Exemplo 3.37. Nessa situação

{x : −∞ < g(x) ≤ y} = {x : −∞ < x+ a ≤ y} = {x : −∞ < x ≤ y − a} ∈ B(R)·

Teorema 3.33

Toda função g : R→ R cont́ınua é Borel mensurável.

Demonstração : Exerćıcio.

Lembremos alguns detalhes acerca de funções diferenciáveis e cont́ınuas. Primeiro, o
fato da função g ser cont́ınua não implica seja diferenciável e, por último, devemos lembrar
ainda existem funções que não são diferenciáveis em nenhum ponto. Tudo isto porque se g é
diferenciável então é cont́ınua e, pelo teorema acima, g é Borel mensurável (Spivak, 1994).

Teorema 3.34

Seja X uma variável aleatória e g uma função cont́ınua. Então g(X) é uma variável
aleatória.

Demonstração :
{g(X) ≤ y} = {X ∈ g−1(−∞, y]},

e, dado que g é cont́ınua, g−1(−∞, y] ∈ B(R). Logo, {g(X) ≤ y} ∈ B(R).

Exemplo 3.38

Seja X o número de falantes ativos em um grupo de n falantes. Seja p a probabilidade
de um falante estar ativo. Sabemos que X ∼ Binomial(n, p). Suponha que um sistema
de transmissão de voz possa transmitir até m sinais de voz de cada vez e que, quando X
excede m, os sinais selecionados aleatoriamente de X −m são descartados.

Seja Y o número de sinais descartados, então

Y = (X −M)+·

A nova variável aleatória Y assume valores no conjunto {0, 1, 2, · · · , n−m}. Y será igual
a zero sempre que X for menor ou igual a m e Y será igual quando X for igual a k > 0,
quando X for igual a m+ k, ou seja,

Y =

{
0, se X ≤ m

X, se X ∈ {m+ 1, · · · , n}
·
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Assim sendo

P (Y = 0) = P
(
X ∈ {0, 1, 2, · · · ,m}

)
=

m∑
x=0

P (X = x)

e
P (Y = k) = P (X = m+ k), 0 < k ≤ n−m·

Teorema 3.35

Dada a variável aleatória X com função de distribuição conhecida, a distribuição da
variável aleatória Y = g(X), sendo g uma função Borel mensurável, é conhecida.

Demonstração : Temos que

P (Y ≤ y) = P
(
X ∈ g−1(−∞, y]

)
· (3.47)

No que segue, sempre assumiremos que as funções em consideração são Borel mensuráveis.
Na verdade, a restrição de um valor único para o inverso de g não é necessária. Caso g tenha
um número finito ou inclusive um número enumerável de inversas para cada valor y, da
propriedade de σ-aditividade da função de probabilidade P temos que

P (Y = y) = P
(
g(X) = y

)
= P

(∪
a

[
X = a, g(a) = y

])
=

∑
a

P
(
X = a, g(a) = y

)
·

Exemplo 3.39

Seja X uma variável aleatória com função de probabilidade

P (X = −2) = 1

5
, P (X = −1) = 1

6
, P (X = 0) =

1

5
, P (X = 1) =

1

15
e

P (X = 2) =
11

30
·

Seja Y = X2. Então A = {−2,−1, 0, 1, 2} e B = {0, 1, 4}. Temos

P (Y = y) =



1

5
=

6

30
, se y = 0,

1

6
+

1

15
=

7

30
, se y = 1,

1

5
+

11

30
=

17

30
, se y = 4·
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Exemplo 3.40

Seja X uma variável aleatória com função de distribuição FX . Então

(a) |X|,

(b) aX + b, onde a ̸= 0 e b são constantes,

(c) Xn, onde n ≥ 0 é um inteiro e

(d) |X|α, sendo α > 0

são todas variáveis aleatórias. Definamos

X+ =

{
X, caso X ≥ 0,

0, caso X < 0,

e

X− =

{
X, caso X ≤ 0,

0, caso X > 0·
Então, X+ e X− são também variáveis aleatórias. Vejamos cada situação:

(a) Temos que, para y > 0,

P
(
|X| ≤ y

)
= P

(
− y ≤ X ≤ y

)
= P (X ≤ y)− P (X < −y)

= FX(y)− FX(−y) + P (X = −y)·

(b) P
(
aX + b ≤ y

)
= P

(
aX ≤ y − b

)
=


P

(
X ≤ y − b

a

)
, se a > 0

P

(
X ≥ y − b

a

)
, se a < 0

(c) Dado que n é um inteiro,

P
(
Xn ≤ y

)
= P

(
X ≤ n

√
y
)
·

(d) |X| = X+ −X− e

P
(
X+ ≤ y

)
=


0, se y < 0,

P (X ≤ 0), se y = 0,

P (X < 0) + P (0 ≤ X ≤ y), se y > 0·

Similarmente

P
(
X− ≤ y

)
=

{
1, se y ≥ 0,

P (X ≤ y), se y < 0,

e
P
(
|X|α ≤ y

)
= P

(
|X| ≤ y1/α

)
·
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Exemplo 3.41

Seja X ∼ Poisson(θ) o qual implica que a função de probabilidade da variável aleatória
é

P (X = x) =


θx

x!
e−θ, x = 0, 1, 2, · · · , θ > 0

0, caso contrário

Agora seja Y = X2 + 3, logo g(x) = x2 + 3 é uma função cont́ınua e Y = g(X) é uma
variável aleatória. Então, y = x2 + 3 é uma transformação entre os conjuntos

A = {0, 1, 2, 3, 4, , 5, · · · } e B = {3, 4, 7, 12, 19, 28, · · · }·

A inversa é x =
√
y − 3 e como não existem números negativos em A, escolhemos a raiz

quadrada positiva de y − 3. Temos então,

P (Y = y) = P (X =
√

y − 3) =
e−θθ

√
y−3

√
y − 3!

, y ∈ B,

e P (Y = y) = 0 caso contrário.

O caso em que X é uma variável aleatória do tipo cont́ınuo não é tão simples. Observamos
que, se X é uma variável aleatória de tipo cont́ınuo e g é alguma função Borel mensurável
tal que Y = g(X), pode acontecer de Y não ser uma variável aleatória do tipo cont́ınuo.

Exemplo 3.42

Seja X ∼ Uniforme(−1, 1), isto é, a função de densidade de X é da forma

f(x) =


1

2
, se − 1 < x < 1

0, caso contrário·

Seja Y = X+. Então, pelo Exemplo 3.40, temos que

P (Y ≤ y) =



0, se y < 0

1

2
, se y = 0

1

2
+

1

2
y, se 0 < y < 1

1, se, y > 1

·

Vemos que a função de distribuição de Y tem um salto em y = 0 e que Y não é nem
discreta nem cont́ınuo. Note que, nesta situação nossa escolha foi

g(x) =

{
0, se x ≤ 0

x, se x ≥ 0
,

a qual é uma função cont́ınua.
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No Exemplo 3.42 mostramos que precisamos de algumas condições em g para garantir
que g(X) seja também uma variável aleatória do tipo cont́ınuo, sempre que X for cont́ınuo.
Este será o caso quando g é uma função monotônica cont́ınua. Uma condição suficiente é
dada no seguinte teorema conhecido como transformação do Jacobiano6.

Teorema 3.36 (Jacobiano)

Seja X uma variável aleatória cont́ınua com função de densidade f . Seja y = g(x) uma
função derivável para todo x e seja g′(x) > 0 para todo x ou g′(x) < 0 para todo x. Então
Y = g(X) é também uma variável aleatória cont́ınua com função de densidade

h(y) =

 f
(
g−1(y)

) ∣∣∣∣ ddyg−1(y)

∣∣∣∣ se α < y < β,

0 caso contrário,
(3.48)

onde α = min{g(−∞), g(+∞)} e β = max{g(−∞), g(+∞)}.

Demonstração : Se g é uma função diferenciável para todo x e g′(x) > 0 para todo x, então
g é cont́ınua e estritamente crescente. Os limites α e β existem, podendo ser infinitos, e a
função inversa x = g−1(y) existe, sendo estritamente crescente e diferenciável. A função de
distribuição de Y , para α < yβ é dada por

P (Y ≤ y) = P
(
X ≤ g−1(y)

)
·

A função de densidade de g é obtida por diferenciação. Temos que

h(y) =
d

dy
P (Y ≤ y) = f

(
g−1(y)

) d

dy
g−1(y)·

Similarmente, se g′ < 0 então g é estritamente decrescente e temos

P (Y ≤ y) = P
(
X ≥ g−1(y)

)
= 1− P

(
X ≤ g−1(y)

)
,

lembrando que X é uma variável aleatória do tipo cont́ınua, de modo que

h(y) = −f
(
g−1(y)

) d

dy
g−1(y)·

Uma vez que g e g−1 são ambas estritamente decrescentes,

d

dy
g−1(y) < 0

e a relação em (3.48) é válida.

6Carl Jacob Jacob Jacobi (1804 - 1851) foi um matemático alemão, que fez contribuições fundamentais
para funções eĺıpticas, dinâmica, equações diferenciais e teoria dos números. Jacobi foi o primeiro matemático
judeu a ser nomeado professor em uma universidade alemã.
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Observemos que

d

dy
g−1(y) =

1

d

dx
g(x)

∣∣∣∣∣∣∣
x=g−1(y)

,

de maneira que (3.48) pode ser escrita como

h(y) =
f(x)

d

dx
g(x)

∣∣∣∣∣∣∣
x=g−1(y)

, α < y < β· (3.49)

A chave para encontrar a distribuição induzida de Y = g((X) da distribuição de X é (3.47).
Se as condições do Teorema 3.36 são satisfeitas, somos capazes de identificar o conjunto{

X ∈ g−1(−∞, y]
}

como {
X ≤ g−1(y)

}
ou

{
X ≥ g−1(y)

}
,

de acordo com g, se está crescendo ou decrescendo. Em situações práticas, o Teorema 3.36
é bastante útil, mas sempre que as condições sejam violadas deve-se retornar a (3.47) para
calcular a distribuição induzida. Caso a função de densidade f de X for zero fora do intervalo
[a, b] de comprimento finito basta supor que g é diferenciável em (a, b) e g′(x) > 0 ou g′(x) < 0
ao longo do intervalo. Então, tomamos

α = min
(
g(a), g(b)

)
e β = max

(
g(a), g(b)

)
no Teorema 3.36.

Exemplo 3.43

Seja X ∼ Exponencial(2), ou seja, X é uma variável aleatória com função de densidade

f(x) =

{
2e−2x se x > 0

0 caso contrário·

Consideremos uma nova variável aleatória Y = X3. Significa que y = g(x) = x3 e então
X = 3

√
Y . A função inversa é g−1(y) = 3

√
y do qual obtemos que

h(y) =

 f( 3
√
y)

∣∣∣∣ d

dy
3
√
y

∣∣∣∣ , se y > 0

0 caso contrário

Observe que g′(x)3x2 > 0, quando x > 0. Portanto, a função de densidade de Y é

h(y) =


2

3
y−2/3e−2 3

√
y, se y > 0

0 caso contrário
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Vamos encontrar agora a função de densidade quando a transformação é Y = Xα e o
suporte da função de densidade de X seja a reta positiva. Nestas situações consideramos
uma grande classe de densidades. Então, seja X uma variável aleatória com densidade f(x)
quando x ≥ 0, zero noutras situações e α > 0. Do qual temos que

P
(
Y ≤ y

)
= P

(
Xα ≤ y

)
=

{
P
(
X ≤ y1/α

)
, se y ≥ 0

0, se y < 0
·

A função de densidade de Y é dada por

h(y) = f
(
y1/α

) ∣∣∣∣ d

dy
y1/α

∣∣∣∣ =


1

α
y1/α−1f(y1/α) se y > 0

0 caso contrário,
(3.50)

Uma caso particular da situação descrita em (3.50) acontece quandoX ∼ Exponencial(θ),
ou seja, quando a função de densidade de X é

f(x) = θe−θx, para x ≥ 0,

e zero caso contrário. Dado que Y = Xα, a função de densidade de Y é

h(y) =
1

α
y1/α−1θe−θy1/α

sempre que y ≥ 0 e α > 0.

Exemplo 3.44

Consideremos agora uma variável aleatória X com função de densidade

f(x) =
1√
2π

e−x2/2, −∞ < x <∞,

conhecida como densidade Normal padrão. Seja Y = X2. Nesta situação g′(x) = 2x, a
qual é positiva se x > 0 e negativa caso x < 0. Portanto, as condições do Teorema 3.36
não se satisfazem. Mas, para y > 0

P (Y ≤ y) = P
(
−√y ≤ X ≤ √y

)
= F (

√
y)− F (−√y),

onde F é a função de distribuição de X. Então, a função de densidade de Y é dada por

h(y) =


1

2
√
y

[
f(
√
y) + f(−√y)

]
, se y > 0

0, se y ≤ 0
·

Desta maneira,

h(y) =


1√
2πy

e−y/2, se y > 0

0, se y ≤ 0
·
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Exemplo 3.45 (Distribuição arcoseno)

Seja Θ ∼ Uniforme(−π/2, π/2) e a transformação é Y = sen(Θ). Note que, em geral,
y = sen(θ) não é uma transformação monotônica, mas sob a restrição −π/2 < θ <
π/2, essa transformação está de fato aumentando monotonicamente. Observe também
que com esta transformação a variável aleatória resultante Y , deve assumir valores no
intervalo (−1, 1). Portanto, qualquer que seja a função de densidade obtida para Y ,
deve-se entender que esta função é zero fora do intervalo (−1, 1).

Aplicando os resultados em (3.48) proporciona

h(y) =
f(θ)

cos(θ)

∣∣∣∣
θ=sen−1(y)

=
1

π cos
(
sen−1(y)

) =
1

π
√

1− y2
, −1 < y < 1·

Esta é conhecida como a distribuição arcoseno.

Exemplo 3.46

A função de densidade da variável aleatória X é

f(x) =


2x

π2
, se 0 < x < π

0, caso contrário
·

Seja Y = sen(X). Nesta situação g′(x) = cos(x) > 0 para x ∈ (0, π/2) e negativa quando
x ∈ (π/2, π) de maneira que as condições do Teorema 3.36 não são satisfeitas. Para
calcularmos a função de densidade de Y voltamos nosso olhas à (3.47) e vemos que a
função de distribuição de Y é dada por

P (Y ≤ y) = P
(
sen(X) ≤ y

)
, 0 < y < 1,

= P
(
{0 ≤ X ≤ x1} ∪ {x2 ≤ X ≤ π}

)
,

onde x1 = sen−1(y) e x2 = π − sen−1(y). Obtemos que

P (Y ≤ y) =

∫ x1

0

f(x) dx+

∫ π

x2

f(x) dx =
(x1

π

)2
+ 1−

(x2

π

)2
,

e a função de densidade de Y é dada por

h(y) =
d

dy

{(
sen−1(y)

π

)2

+

[
1−

(
π − sen−1(y)

π

)2
]}

=


2

π
√

1− y2
, 0 < y < 1,

0, caso contrário
·

No Exemplo 3.44 e no Exemplo 3.46 a função y = g(x) pode ser escrita como soma de
duas funções monótonas. Aplicamos então o Teorema 3.36 a cada uma dessas duas funções
monótonas. Esses dois exemplos são situações especiais do seguinte resultado.
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Teorema 3.37 (Generalização do Jacobiano)

Seja X uma variável aleatória cont́ınua com função de densidade f e y = g(x) uma
função diferenciável para todo x. Consideremos que g′(x) é cont́ınua e diferente de zero
em quase tudo, exceto um número finito de valores de x. Então, para todo número real y

(a) existe um número inteiro n = n(y) e números reais x1(y), x2(y), · · · , xn(y) tais que

g
(
xk(y)

)
= y, g′

(
xk(y)

)
̸= 0, k = 1, 2, · · · , n(y),

ou

(b) não existe x tal que g(x) = y, g′(x) ̸= 0, caso em que escrevemos n(y) = 0.

Então, Y é uma variável aleatória cont́ınua com função de densidade dada por

h(y) =


n∑

k=1

f
(
xk(y)

) ∣∣g′(xk(y)
)∣∣−1

se n > 0

0 se n = 0

·

Demonstração : Exerćıcio.

Exemplo 3.47

SejaX uma variável aleatória absolutamente cont́ınua com função de densidade f e função
de distribuição FX . Queremos fazer

Y = X2

e encontrar a função de densidade de Y e sua função de distribuição
Primeiro devemos observar que Y = g(X), onde g(x) = x2 é uma função derivável com

derivada g′(x) = 2x, a qual satisfaz que g′(x) < 0, se x < 0 e g′(x) > 0 se x > 0. Significa
que n(y) = 2, sendo que x1(y) =

√
y e x2(y) = −

√
y, para y > 0, com g′

(
x1(y)

)
< 0 e

g′
(
x2(y)

)
> 0. Logo, estão satisfeitas as exigências do Teorema 3.37. Assim,

h(y) =
1

2
√
y
f(
√
y) +

1

2
√
y
f(−√y)

é a função de densidade de Y . A função de distribuição FY é então

FY (y) =

{
0, se y ≤ 0

FX(
√
y) − F (−√y), se y > 0

·

Uma outra forma sempre posśıvel é observando, na Figura 3.15, que o evento {Y ≤ y}
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ocorre quando {X2 ≤ y} ou, equivalentemente, quando {−√y ≤ X ≤ √y} para y não
negativo. O evento é nulo quando y é negativo. Assim obtemos as expressões de h(y) e
FY (y) no exemplo anterior.

Figura 3.15: O evento equivalente para o evento {Y ≤ y} é o evento {−√y ≤ X ≤ √y}, se
y ≥ 0.

Exemplo 3.48

Seja X uma variável aleatória positiva com função de densidade f , ou seja, afirmar que
X é positiva significa que

P (X < 0) = 0 e P (X ≥ 0) = 1·

Seja Y = |X|. Nesta situação n(y) = 2, x1(y) = y, x2(y) = −y para y > 0 e

h(y) =

{
f(y) + f(−y), y > 0

0, y ≤ 0
·

(i) Se f(x) =


1

2
, se − 1 ≤ x ≤ 1

0, caso contrário
, então

h(y) =

{
1, 0 ≤ y ≤ 1

0, caso contrário
·

(ii) Se f(x) =
1√
2π

e−
x2

2 , quando −∞ < x <∞, temos que

h(y) =


2√
2π

e−
y2

2 , y > 0

0, caso contrário

·
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Exemplo 3.49

Consideremos novamente uma variável aleatória cont́ınua positiva com função de densi-
dade f . Seja Y = X2m onde m é um inteiro positivo. Nesta situação

g(x) = x2m

e

g′(x) =

{
2mx2m−1 > 0, para x > 0

g′(x) < 0, para x < 0
·

Escrevendo n = 2m, vemos que, para qualquer y > 0, n(y) = 2,

x1(y) = −y1/n e x2(y) = y1/n·

Segue que

h(y) = f [x1(y)]
1

ny1−1/n
+ f [x2(y)]

1

ny1−1/n

=


1

ny1−1/n

[
f(y1/n) + f(−y1/n)

]
, y > 0,

0, y ≤ 0

·

Neste mesmo exemplo, caso a função de densidade seja como àquela no Exemplo 3.44,
temos que

h(y) =


2√
2π

1

ny1−1/n
exp

{
−y2/n

2

}
, y > 0

0, y ≤ 0

·

A fórmula básica em (3.47) e a σ-aditividade das probabilidades nos permite calcular a
distribuição de Y = g(X) em alguns casos, mesmo que g tenha um número enumerável de
inversas. Seja A ⊆ R e g uma função que transforma A em B ⊆ R. Suponhamos que A possa
ser representado como a união enumerável de conjuntos disjuntos Ak, k = 1, 2, · · · , tais que
g define uma transformação um-a-um de cada Ak em B. Então, a função de distribuição de
Y é definida por

P (Y ≤ y) = P
(
X ∈ g−1(−∞, y]

)
= P

(
X ∈

∞∪
k=1

[
{g−1(−∞, y]} ∩ Ak

] )
=

∞∑
k=1

P
(
Ak ∩ {g−1(−∞, y]}

)
·

Caso as condições do Teorema 3.36 sejam cumpridas pelas restrições de g a cadaAk, obtemos a
função de densidade de Y diferenciando a função de distribuição de Y . Lembramos ao leitor
que a diferenciação termo-a-termo é permitida se a série diferenciada for uniformemente
convergente (Spivak, 1994).
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Vejamos um exemplo no qual a variável aleatória é positiva e no qual temos uma trans-
formação com um número enumerável de inversas.

Exemplo 3.50

Seja X ∼ Exponencial(θ), ou seja, f(x) =

{
θe−θx, se x > 0

0, se x ≤ 0
θ > 0. Escolhemos

Y = sen(X) e seja sen−1(y) o valor principal. Então, para 0 < y < 1

P
(
sen(X) ≤ y

)
=

= P
(
0 < X ≤ sen−1(y) ou (2n− 1)π − sen−1(y) ≤ X ≤ 2nπ + sen−1(y),

para algum inteiro n ≥ 1
)

= P
(
0 < X ≤ sen−1(y)

)
+

∞∑
n=1

P
(
(2n− 1)π − sen−1(y) ≤ X ≤ 2nπ + sen−1(y)

)
= 1− e−θ sen−1(y) +

∞∑
n=1

{
e−θ
(
(2n−1)π− sen−1(y)

)
− e−θ

(
2nπ+sen−1(y)

)}
= 1− e−θ sen−1(y) +

(
eθπ+θ sen−1(y) − e−θ sen−1(y)

) ∞∑
n=1

e−2θπn

= 1− e−θ sen−1(y) +
(
eθπ+θ sen−1(y) − e−θ sen−1(y)

)( e−2θπ

1− e−2θπ

)
= 1 +

e−θπ+θ sen−1(y) − e−θ sen−1(y)

1− e−2θπ
·

Um cálculo similar pode ser feito para y < 0. Segue que a função de densidade de Y é
dada por

h(y) =



θe−θπ

1− e−2θπ

eθ sen
−1(y) + e−θπ−θ sen−1(y)√

1− y2
, se −1 < y < 0

θ

1− e−2θπ

e−θ sen−1(y) + e−θπ+θ sen−1(y)√
1− y2

, se 0 < y < 1

0, caso contrário

·
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3.4 Exerćıcios

Exerćıcios da Seção 3.1

1. Demonstrar o Teorema 3.1.

2. Demonstre o resultado contrário no Teorema 3.4, ou seja, prove que A ∈ F então IA é variável
aleatória.

3. Demonstrar o Teorema 3.8.

4. Demonstrar o Teorema 3.10.

5. Suponha X uma variável aleatória não negativa com média µ > 0 e variância σ2 < ∞. O coeficiente
de variação de X é definido como CV (X) = σ/µ. Considere X e Y duas variáveis aleatórias não
negativas com coeficientes de variação finito CV (X) e CV (Y ), respectivamente. Prove que

CV (X + Y ) ≤ CV (X) + CV (Y )·

6. Demonstre que se a variável aleatória X é independente de si mesma, então X é uma variável degene-
rada.

7. Suponhamos que X e Y são duas variáveis aleatórias discretas assumindo um número finito de valores
x1, · · · , xm e y1, · · · , yn, respectivamente. Prove que X e Y são independentes se

P (X = xi, Y = yj) = P (X = xi)P (Y = yj)

para 1 ≤ i ≤ m− 1 e 1 ≤ j ≤ n− 1. Em outras palavras, para provar que X e Y são independentes,
basta verificar que (m− 1)(n− 1) equações.

8. Mostre que se as variáveis aleatórias (X,Y ) são permutáveis, com densidade conjunta f(x, y), então

P (X < Y ) = P (X > Y ) =
1

2
,

com P (X = Y ) = 0.

9. Considere as variáveis aleatórias cont́ınuas permutáveisX1, · · · , Xn, com função de densidade f(x1, · · · , xn).
Prove que

P (X1 < X2 < · · · < Xn) = P (Xπ1 < Xπ2 < · · · < Xpin) =
1

n!
,

com P (Xi = Xj) = 0 para algum par (i, j), tal que i ̸= j.

10. Seja Ω = {−1, 0, 1} um espaço amostral e F = {∅, {0}, {−1, 1},Ω} uma σ-álgebra definida em Ω.
Considere X(ω) = ω. Prove que X2 é variável aleatória porém X não é variável aleatória.

11. Um dado é lançado cinco vezes. Seja X a soma dos valores de face. Escreva os eventos {X = 4},
{X = 6}, {X = 30}, {X ≥ 29}.

12. Sejam X1, X2, . . . , Xn variáveis aleatórias. Prove que:

X =
1

n

n∑
i=1

Xi e S2 =
1

n− 1

n∑
i=1

(Xi −X)2,

são variáveis aleatórias.

13. Seja X uma variável aleatória. Prove que as funções X2, eX , senX, cos(X) e 1/X são variáveis
aleatórias, onde {X = 0} = ∅.

14. Seja X o número de caras em três lançamentos de uma moeda. Qual é o espaço amostral? Quais
valores X faz corresponder a cada elemento de Ω? Descreve os eventos {X ≤ 2.75} e {0.5 ≤ X ≤ 1.72}
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15. Seja Ω = [0, 1] e B(R) a σ-álgebra dos Borelianos em Ω. Defina X em Ω como

X(ω) =

{
ω se 0 ≤ ω ≤ 1/2
ω − 1/2 se 1/2 < ω ≤ 1

·

Prove que X é variável aleatória. Qual é o evento {w : X(w) ∈ (1/4, 1/2)}?

16. Seja Ω um espaço amostral e F = {∅,Ω} uma σ-álgebra definida em Ω. Prove que a função X : Ω→ R
é variável aleatória se, e somente se, X é constante.

17. Prove que X é variável aleatória se, e somente se, {X < x} ∈ F , ∀x ∈ R.

18. Prove que X é variável aleatória se, e somente se, {X ≥ x} ∈ F , ∀x ∈ R.

19. Prove que X é variável aleatória se, e somente se, {X > x} ∈ F , ∀x ∈ R.

20. Prove que X é variável aleatória se, e somente se, {a < X < b} pertence à σ-álgebra F para todo
intervalo (a, b) em R.

21. Seja c uma constante e X uma variável aleatória. Prove que max{X, c} e min{X, c} também são
variáveis aleatórias.

22. Seja X uma variável aleatória qualquer. Prove que a parte inteira de X, denotada por [X], é uma
variável aleatória discreta.

23. Prove que a função X : Ω → R é variável aleatória se, e somente se, as funções X+ = max{0, X} e
X− = −min{0, X} forem também variáveis aleatórias.

24. Seja Ω um espaço amostral e F = {∅, A,Ac,Ω} uma σ-álgebra em Ω, com A ⊆ Ω. Prove queX : Ω→ R
constante em A e em Ac é variável aleatória. Desta forma, toda variável aleatória nesta σ-álgebra
assume somente dois valores distintos.

25. Seja A1, . . . , An uma partição finita de Ω, isto é, Ai∩Aj = ∅ para i ̸= j e ∪ni=1Ai = Ω. Considere ainda
F = σ{A1, . . . , An}, ou seja, F a σ-álgebra gerada pela partição. Prove que X : Ω → R é variável
aleatória se, e somente se, X é constante para cada elemento da partição. Como consequência, X
assume no máximo n valores distintos.

26. Seja X uma variável aleatória e a < b duas constantes. Prove que as seguintes funções são variáveis
aleatórias:

a)

Y =

{
X se X < a
a se X ≥ a

·

b)

Y =

 a se X < a
X se a ≤ X ≤ b
b se X ≥ b

·

c)

Y =

{
X se |X| ≤ a
0 se |X| > a,

supondo que a > 0.
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Exerćıcios da Seção 3.2

1. Cinco pontos são escolhidos, independentemente e ao acaso, do intervalo [0, 1]. Seja X o número de
pontos que pertencem ao intervalo [0, c], onde 0 < c < 1. Qual é a distribuição de X?

2. Um ponto é selecionado, ao acaso, do quadrado unitário [0, 1]× [0, 1]. Seja X a primeira coordenada do
ponto selecionado. Qual a função de distribuição dessa variável aleatória. Represente-a graficamente.

3. Demonstre o item 2 do Teorema 3.16.

4. Seja X uma variável aleatória com função de distribuição

FX(x) =

 0 se x < 0
x se 0 ≤ x ≤ 1/2
1 se x > 1/2

·

Encontre P (X > 1/4) e P (1/3 < X ≤ 3/8).

5. Seja X uma variável aleatória com função de distribuição

F (x) =

{
0 se x < 0
1− e−x se x ≥ 0

·

Encontre P (−∞ < X < 2).

6. Seja X uma variável aleatória com função de distribuição

F (x) =

{
0 se x < 2

1− 4

x2
se x ≥ 2

·

Calcule P (X ≤ 1), P (X = 1), P (0 < X < 3) e P (X ≥ 3).

7. Prove que as seguintes funções são de distribuição:

a)

F (x) =

{
0 se x ≤ 0
1− e−x se x > 0

·

b)

F (x) =

{
0 se x ≤ 0
1− (1 + x)e−x se x > 0

·

c)

F (x) =


0 se x < −1
x+ 1

2
se − 1 ≤ x ≤ 1

1 se x > 0

·

8. Sejam F (x) e G(x) duas funções de distribuição cont́ınuas e estritamente crescentes. Prove que:

a) Se F (x) ≥ G(x), então F−1(x) ≤ G−1(x),

b) Se X tem distribuição F (x), então Y = G−1(F (X)) tem função de distribuição G(x),

c) Se F (x) = G(x), então existem variáveis aleatórias X e Y de funções de distribuição são F (x) e
G(x), respectivamente, e tais que X = Y . Sugestão: Usse o resultado anterior.

9. Seja X uma variável aleatória com função de distribuição F (x). Prove que F (x) é cont́ınua em x = x0

se, e somente se, P (X = x0) = 0.

10. Seja F (x) uma função de distribuição cont́ınua. Prove que para qualquer inteiro n ≥ 1, as seguintes
funções também são de distribuição:
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a) [F (x)]n,

b) 1− [1− F (x)]n.

11. Prove que

f(x) =

{
0 se x ≤ 0

θ2xe−θx se x > 0
,

onde θ > 0, define uma função de densidade. Encontre a função de distribuição de probabilidades e
se X tiver esta como função de densidade, encontre P{X ≥ 1}.

12. Para quais valores da constante c as seguintes funções são de probabilidade para alguma variável
aleatória?

a) f(x) = cλx/x!, para x = 0, 1, 2, . . . e λ > 0.

b) f(x) = c/N , para x = 1, 2, . . . , N .

13. Seja f(x) uma função de densidade e c uma constante qualquer. Prove que f(x + c) é também uma
função de densidade.

14. Prove que as seguintes funções são de distribuição, encontre as correspondentes funções de densidade
e prove que, de fato, são funções de densidade. Apresente-as graficamente.

a)

F (x) =

{
0 se x < 0
1 se x ≥ 0,

b)

F (x) =

 0 se x ≤ 0
x se 0 < x < 1
1 se x ≥ 1,

c)

F (x) = ex/(1 + ex),

d)

F (x) =
1

2

∫ x

−∞
e|u|du·

15. Seja X uma variável aleatória com densidade

f(x) =

{
cx2 se − 1 ≤ x ≤ 1
0 caso contrário.

Determine o valor da constante c para que f(x) seja efetivamente função de densidade e ache o valor
de α tal que FX(α) = 1/4, o valor de α que satisfaz a equação anterior é conhecido como primeiro
quartil da distribuição.

16. Uma variável aleatória X tem função de distribuição

FX(x) =

 0 se x < 0,
x3 se 0 ≤ x ≤ 1
1 se x > 1.

Qual é a densidade de X?
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Exerćıcios da Seção 3.3

1. Seja X ∼ Binomial(n, p), ou seja, uma variável aleatória com função de probabilidade

P (X = r) =

(
n

r

)
pr(1− p)n−r, r = 0, 1, 2, · · · , n, 0 ≤ p ≤ 1·

Encontrar as funções de probabilidade das variáveis aleatórias:

(a) Y = aX + b, sendo a e b constantes conhecidas.

(b) Y = X2.

(c) Y =
√
X.

2. Seja X uma variável aleatória não negativa com densidade fX e Y = Xn. Encontre a expressão da
função de densidade de Y em termos de fX .

3. Seja X uma variável aleatória com densidade

fX(x) =


0 se x ≤ 0

1

(x+ 1)2
se x > 0

·

Seja Y = max{X, c}, onde c é uma constante estritamente positiva.

a) Ache a função de distribuição de Y .

b) Decomponha FY em suas partes discreta, absolutamente cont́ınua e singular.

4. Seja X uma variável aleatória com função de densidade fX . Seja Y = a + bX, onde a e b são duas
constantes. Prove que, se a ̸= 0 então

fY (y) =
1

|a|
fX((y − b)/a)·

5. Seja X uma variável aleatória com função de densidade

fX(x) =

{
θe−θx se x ≥ 0

0 caso contrário
·

Seja Y = (X − 1/θ)2. Encontre a função de densidade de Y .

6. Seja X ∼ Cauchy(0, σ). Prove que c/X ∼ Cauxhy(0, |c|/σ), sendo c uma constante.

7. Prove que X ∼ Cauchy(0, 1) se, e somente se, 1/X ∼ Cauchy(0, 1).

8. Seja X ∼ Uniforme(−π/2, π/2). Prove que Y = tan(X) tem distribuição Cauchy.

9. Seja X uma variável aleatória com função de densidade

fX(x) =


1

2π
se 0 < x < 2π

0 caso contrário.

Seja Y = sen(X). Encontre a função de densidade de Y .

10. Seja X uma variável aleatória com função de densidade

fX(x) =


1

3
se − 1 < x < 2π

0 caso contrário.

Seja Y = |X|. Encontre a função de densidade de Y .
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11. Seja X uma variável aleatória com função de densidade

fX(x) =


1

2θ
se − θ < x < θ

0 caso contrário.

Seja Y = 1/X2. Encontre a função de densidade de Y .

12. Determine a função de densidade de Y = (b− a)X + a, sendo X ∼ Uniforme(0, 1).

13. Se X tem densidade fX(x) = e−|x|/2, para −∞ < x <∞. Qual a distribuição de Y = |X|?

14. Seja X uma variável aleatória com função de densidade fX . Encontre a função de densidade de

U =
X

1 +X
. Se, em particular, X ∼ Uniforme(0, 1), qual é a função de densidade de U?

15. Seja X uma variável aleatória com função de densidade fX e seja Y = g(X), g definida como segue:

(a) g(x) =

{
1 se x > 0
−1 se x ≤ 0

(b) g(x) =

 b se x ≥ b
x se |x| < b
−b se x ≤ b

(c) g(x) =

{
x se |x| ≥ b
0 se |x| < b

Encontre a função de distribuição de Y em cada caso.

16. Seja X ∼ Normal(2, 4). Encontre a função de densidade de Y = X+.

17. Seja X ∼ Normal(0, σ2), sendo σ > 0 uma quantidade real qualquer. Seja Y = X3 e encontre fY a
função de densidade de Y .

18. A tensão X é uma variável aleatória Normal(1, 2). Encontre a função de densidade da potência
dissipada P por um resistor de R-ohm, sendo a potência calculada como P = RX2.

19. A amplitude de um sinal de rádio X é uma variável aleatória com função de densidade Rayleigh(α)
de expressão:

fX(x) =
x

α2
e−x2/2α2

, x > 0, α > 0·

(a) Encontre a função de densidade de Y = (X − r)+, sendo r > 0 um número real.

(b) Encontre a função de densidade de Y = X2.

20. Consideremos as constantes β > 0 e λ > 0. Dizemos que a variável aleatória Y tem distribuição
Weibull(β, λ) se:

FX(x) =

{
1− e−(x/λ)β se x ≥ 0

0 se x < 0

Seja Y = (X/λ)β . Encontre a função de densidade de Y .
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Caṕıtulo 4

Momentos

O estudo das funções de distribuição de variáveis aleatórias é essencialmente o estudo de
algumas caracteŕısticas numéricas associadas. Esses parâmetros que caracterizam as funções
de distribuição e, portanto, as funções de densidade ou de probabilidade associadas têm um
papel muito importante no cálculo das probabilidades.

Aqui queremos estudar medidas pontuais que permitirão reduzir os valores das variáveis
aleatórias a números especiais com os quais as identificaremos.

Por exemplo, se X é uma variável aleatória com função de distribuição FX ; dado FX(x)
para todos os valores de x, sabemos tudo o que precisamos sobre X. No entanto, às vezes é
útil resumir a distribuição de X por certas caracteŕısticas, como esperança ou valor esperado
da distribuição. Estes valores são uma forma de caracterizar a distribuição, essencialmente
o valor esperado de X é o centro de massa de sua distribuição. Este conceito será melhor
compreendido no seguinte exemplo.

Exemplo 4.1

Definamos porX uma variável aleatória discreta de valores x1, · · · , xn com probabilidades
p1, · · · , pn. Imagine, por exemplo, certas vigas com massas p1, · · · , pn suspensas pelos
pontos x1, · · · , xn. Suponha que tentamos equilibrar as vigas sobre um ponto de apoio
µ. A força para baixo exercida pela massa colocada em xi é proporcional à pi|xi − µ| e,
portanto, para o feixe estar em equiĺıbrio no fulcro µ, devemos ter∑

xi<µ

pi|xi − µ| =
∑
xi>µ

pi|xi − µ|

ou ∑
xi<µ

pi(µ− xi) =
∑
xi>µ

pi(xi − µ)· (4.1)

Resolvendo esta equação para µ, obtemos

µ =
n∑

i=1

xipi =
n∑

i=1

xiP (Xi = xi),

como expressão do centro de massa µ, chamado de esperança ou valor esperado de X.

161
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4.1 Esperança

Certamente um dos conceitos mais conhecidos na teoria das probabilidade é a esperança
de uma variável aleatória, mas não com esse nome e sim com os nomes de média ou valor
esperado. Durante todo este estudo consideraremos X uma variável aleatória qualquer com
função de distribuição FX .

Estender o conceito de centro de massa para distribuições mais gerais é posśıvel, embora
conte com algumas sutilezas matemáticas: não é claro que o centro de massa existirá se X
assumir infinitos valores, sejam estes enumeráveis ou não.

Se, por exemplo,

P (X = x) =
6

π2x2
,

para x = 1, 2, · · · temos que

µ =
∞∑
x=1

xP (X = x) =
6

π2

∞∑
x=1

1

x
= ∞,

isto seguindo o desenvolvimento no Exemplo 4.1. Significa que, para esta função de proba-
bilidade o centro de massa não existe.

Definição 4.1 (Esperança)

Suponha X uma variável aleatória não negativa com função de distribuição FX . A
esperança ou valor esperado de X, denotado por E(X), é definido como

E(X) =

∫ ∞

0

(
1− FX(x)

)
dx, (4.2)

quando a integral esteja bem definida.

Observemos que uma variável aleatória X é não negativa se X(w) ≥ 0, ∀w ∈ Ω ou, de
maneira equivalente, se P (X ≥ 0) = 1. Nesta situação, a função de distribuição satisfaz que
FX(x) = 0, para todo x < 0. Ainda observamos que

E(X) =

∫ ∞

0

(1− FX(x)) dx =

∫ ∞

0

P (X > x) dx· (4.3)

Na Definição 4.1 com a frase “quando a integral esteja bem definida” queremos dizer que
a integral em (4.2) ou em (4.3) possa ser calculada, sendo o resultado finito.

Exemplo 4.2 (Distribuição Exponencial)

Seja X ∼ Exponencial(θ). Sabemos que a função de distribuição assume a forma
FX(x) = 1− e−θx. Então

E(X) =

∫ ∞

0

(
1− FX(x)

)
dx =

∫ ∞

0

(
1− (1− e−θx)

)
dx =

1

θ
·
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Observemos também que ∫ 1
θ

0

(
1

θ
− x

)
θe−θx dx = e−θ, (4.4)

a que, por outro lado ∫ ∞

1
θ

(
x− 1

θ

)
θe−θx dx = e−θ· (4.5)

Isto significa que, de fato, 1/θ é o centro de massa da distribuição Exponencial(θ). As
expressões em (4.4) e (4.5) acima representam as equações similares às equações em (4.1),
que o centro de massa ou esperança deve satisfazer, ou seja, estas são as equivalentes
cont́ınuas das expressões em (4.1).

Observando a definição de esperança, os exemplos mais simples são àqueles nos quais a
função de distribuição assume uma expressão funcional conhecida, como no exemplo anterior.
A seguinte é uma situação onde a variável é discreta.

Exemplo 4.3 (Distribuição Bernoulli)

No caso em que X é Bernoulli de parâmetro p, temos que

P (X = x) = p111{x1}(x) + (1− p)111{x2}(x),

onde x1 e x2 são os valores que assume a variável aleatória e x ∈ R. Então

E(X) =

∫ ∞

0

(
1− FX(x)

)
dx = x1 + (1− p)× (x2 − x1) = px1 + (1− p)x2·

Não sabemos muito acerca da esperança, mas vamos considerar que x1 < µ < x2, sendo
µ = E(X). Aceita esta consideração vamos verificar se as relações em (4.1) são válidas
nesta situação. Então∑

xi<µ pi(µ− xi) = P (X = x1)(µ− x1) = p
(
px1 + (1− p)x2 − x1

)
= p(1− p)(x2 − x1)

e ∑
xi>µ pi(xi − µ) = P (X = x2)(x2 − µ) = (1− p)

(
x2 − px1 − (1− p)x2

)
= p(1− p)(x2 − x1)·

Verificamos assim que µ = px1+(1− p)x2 é o centro de massa e, como definido, é o valor
da esperança nesta situação.

A questão agora é: realmente x1 < µ < x2? verificar isso é o mesmo que verificar se

x1 ≤ px1 + (1− p)x2 ≤ x2· (4.6)

A solução desta questão é deixada ao leitor.
Uma situação particular importante acontece quando x1 = 0 e x2 = 1, neste caso

µ = 1− p.
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Teorema 4.1

Se a variável aleatória X assume somente valores inteiros não negativos, então

E(X) =
∞∑
n=0

P (X > n) =
∞∑
n=1

P (X ≥ n)· (4.7)

Demonstração : Consideramos valores inteiros não negativos 1, 2, 3, · · · . Então

P (X > n) = P (X ≥ n+ 1) n = 1, 2, 3, · · · ,

portanto
∞∑
n=0

P (X > n) =
∞∑
n=0

P (X ≥ n+ 1) =
∞∑
n=1

P (X ≥ n)·

Pela definição de esperança e segundo a Definição 3.8, de função de distribuição discreta,
temos que

E(X) =

∫ ∞

0

(
1− FX(x)

)
dx =

∫ ∞

0

(
1−

∞∑
n=1

P (X = n)111{n}(x)
)
dx

=

∞∑
n=0

(
1− FX(n)

)
=

∞∑
n=0

P (X > n)·

Para entendermos a demonstração do Teorema 4.1 prestemos atenção à Figura 4.1. Mos-
tramos dois gráficos, em (a) a função de distribuição FX(n) numa situação espećıfica e em
(b) 1− FX(n). Vejamos os detalhes no Exemplo 4.4.

Exemplo 4.4 (Distribuição Geométrica)

Seja X ∼ Geoétrica(θ), ou seja, X é uma variável aleatória discreta, com valores nos
números naturais incluindo o zero e que tem por função de probabilidade Geométrica de
parâmetro θ. Significa que

P (X = x) = θ(1− θ)x, x = 0, 1, 2, · · · , 0 < θ < 1·

A função de distribuição geométrica de parâmetro θ = 0.6 é mostrada para os primeiros
6 valores da variável no gráfico (a) da Figura 4.1. Lembremos que a função de distribuição
é a soma das probabilidades até o n, assim

FX(n) =
n∑

x=0

P (X = x) =
n∑

x=0

θ(1− θ)x, (4.8)

é a expressão matemática da função de distribuição geométrica.
Na Figura 4.1, gráfico (b), mostramos a área de 1 − FX(n), cujo valor nos permite
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encontrar o valor da esperança. Neste caso

E(X) =
∞∑
n=0

P (X ≥ n) =
∞∑
n=0

(
1− FX(n)

)
=

∞∑
n=0

(
1−

n∑
x=0

0.6× 0.4x
)

= 1.66666·

Aqui utilizamos os resultados de uma progressão geométrica, isto é, de uma coleção de
números que satisfazem a relação arx, onde |r| < 1. Nesta situação a soma dos n-ésimos
primeiros termos é

a(1− rn)

1− r
, e a soma da série é

a

1− r
·
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Figura 4.1: Gráfico (a) Função de distribuição Geométrica(0.6), a área por cima desta curva
é E(X). Gráfico (b) A direita mostramos a função 1 − FX(n), sendo FX(n) a função de
distribuição Geométrica definida em (4.8) e aqui apresentada somente para os primeiros 6
valores. A área sombreada é o valor de E(X).

Exemplo 4.5

Dizemos que uma variável aleatória tem distribuição uniforme discreta nos primeiros N
números naturais se

P (X = n) =
1

N
, n = 1, 2, · · · , N ·

Esta é uma situação de variável aleatória discreta positiva. Então, segundo o Teorema
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4.1 devemos calcular a soma

N∑
n=1

P (X ≥ n) = 1 + P (X ≥ 2) + P (X ≥ 3) + · · ·+ P (X ≥ N)

= 1 +
N − 1

N
+

N − 2

N
+ · · ·+ 1

N

=
N

N
+

N − 1

N
+

N − 2

N
+ · · ·+ 1

N
·

Observemos que o numerador na expressão acima corresponde à soma dos N primeiros
números naturais, que é

1 + 2 + · · ·+N − 2 +N − 1 +N =
N(N + 1)

2
,

do qual obtemos que

E(X) =
N + 1

2
·

Fomos convencidos de que o centro de massa, quando existe, ou seja, quando é finito
corresponde à esperança de uma variável aleatória positiva. Vejamos agora como calcular
a integral em (4.2) para cada caso: na situação de variáveis discretas e caso estas sejam
cont́ınuas.

Teorema 4.2 (Cálculo da esperança no caso discreto)

Seja X uma variável aleatória discreta assumindo valores x1, x2, · · · com probabilidades
p1, p2, · · · . Então a esperança de X calcula-se como

E(X) =
∞∑
i=1

xiP (X = xi) =
∞∑
i=1

xipi, (4.9)

quando a série é convergente.

Demonstração : Seja I =

∫ ∞

0

(
1− FX(x)

)
dx. Então

I =

∞∑
k=1

∫ k
n

k−1
n

P (X > x) dx

e, desde que P (X > x) é uma função não crescente, temos que

1

n

∞∑
k=1

P

(
X >

k

n

)
≤ I ≤ 1

n

∞∑
k=1

P

(
X >

k − 1

n

)
,

para todo inteiro positivo n. Sejam

Un =
1

n

∞∑
k=1

P

(
X >

k − 1

n

)
e Ln =

1

n

∞∑
k=1

P

(
X >

k

n

)
·
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Obtemos

Ln =
1

n

∞∑
k=1

∞∑
i=k

P

(
i

n
< X ≤ i+ 1

n

)
=

1

n

∞∑
k=2

(k − 1)P

(
k − 1

n
< X ≤ k

n

)
,

reagrupando as séries. Então

Ln =

∞∑
k=2

k

n
P

(
k − 1

n
< X ≤ k

n

)
−

∞∑
k=2

1

n
P

(
k − 1

n
< X ≤ k

n

)
=

∞∑
k=2

k

n

∑
k−1
n

<xi≤ k
n

pi −
1

n
P

(
X >

1

n

)

≥
∞∑
k=1

∑
k−1
n

<xi≤ k
n

xipi −
1

n
= E(X)− 1

n
·

De maneira similar, pode-se demonstrar que, para todo inteiro positivo n,

Un ≤ E(X) +
1

n
·

Então, temos que

E(X)− 1

n
≤
∫ ∞

0
[1− FX(x)] dx ≤ E(X) +

1

n

para todo inteiro positivo n. Tomando limite quando n→∞, vemos que

E(X) =

∫ ∞

0

(
1− FX(x)

)
dx·

Este valor está bem definido quando a soma não depende da ordem dos termos, em
particular quando a série converge absolutamente, isto é, quando

∞∑
i=1

|xi|P (X = xi) <∞· (4.10)

Devemos observar que a série
∞∑
i=1

xiP (X = xi)

pode ser finita mas a série em (4.10) não. Nestas situações dizemos que E(X) não existe.
Vejamos no seguinte exemplo os detalhes desta particularidade.

Exemplo 4.6

Consideremos a variável aleatória X com função de probabilidade dada por

pk = P
(
X = (−1)k+13

k

k

)
=

2

3k
, k = 1, 2, · · ·

Então
∞∑
k=1

|xk|pk =
∞∑
k=1

2

k
= ∞,
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e E(X) não existe. Por outro lado, a série

∞∑
k=1

xkpk =
∞∑
k=1

(−1)k+1 2

k
= log(4) ≈ 1.3862 · · ·

é convergente. Mas ainda, se a série acima é convergente, então a podemos decompor
como a soma dos número pares mais a soma dos números ı́mpares, assim vemos que

∞∑
k=1

(−1)2k+1 2

2k
+

∞∑
k=1

(−1)2k+2 2

2k + 2
̸=

∞∑
k=1

(−1)k+1 2

k
,

isto porque as somas das números pares é impares são divergentes.

Teorema 4.3 (Cálculo da esperança no caso cont́ınua)

Seja X uma variável aleatória cont́ınua assumindo valores positivos com função de den-
sidade de fX . Então a esperança de X calcula-se como

E(X) =

∫ ∞

0

xfX(x) dx, (4.11)

quando a integral é convergente.

Demonstração : Consideremos que E(X) <∞, então

E(X) =

∫ ∞

0
xf(x) dx = lim

n→∞

∫ n

0
xf(x) dx·

Integrando por partes obtemos∫ n

0
xf(x) dx = nFX(n) −

∫ n

0
FX(x) dx = − n

(
1− FX(n)

)∣∣∣∣∣
n

0

+

∫ n

0

(
1− FX(x)

)
dx·

Mas,

n
(
1− FX(n)

)∣∣∣∣∣
n

0

= n

∫ ∞

n
f(x) dx <

∫ ∞

n
xf(x) dx

e, como E(X) <∞, segue que lim
n→∞

n
(
1− FX(n)

)
→ 0. Temos então que

E(X) = lim
n→∞

∫ n

0
xf(x) dx = lim

n→∞
[1− FX(x)] dx =

∫ ∞

0

(
1− FX(x)

)
dx·

Caso X seja absolutamente cont́ınua com função de densidade fX dizemos que E(X)

existe e é igual a

∫ ∞

−∞
xfX(x) dx, desde que∫ ∞

−∞
|x|f(x) dx < ∞· (4.12)
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Enfatizamos que a condição em (4.12) deve ser verificada antes se pode concluir que E(X)

existe e é igual a

∫ ∞

−∞
xfX(x) dx. Além disso, vale a pena recordar neste ponto que a integral∫ ∞

−∞
g(x) dx existe, desde que exista o limite lim

a→∞

∫ a

−a

g(x) dx. É bem posśıvel que o limite

lim
a→∞

∫ a

−a

g(x) dx exista sem a existência de

∫ ∞

−∞
g(x) dx, como no Exemplo 4.8.

Exemplo 4.7

Seja X uma variável aleatória com função de densidade fX(x) =


2

x3
, x ≥ 1

0, x < 1
.

Então

E(X) =

∫ ∞

1

2

x2
dx = 2·

Consideremos agora X assumindo valores reais quaisquer. Como vamos calcular a espe-
rança uma variável deste tipo? a resposta aparece no resultado a seguir o qual demonstra-se
em parte.

Teorema 4.4

Seja X uma variável aleatória com função de distribuição FX . Então

E(X) =

∫ ∞

0

(
1− FX(x)

)
dx−

∫ 0

−∞
FX(x) dx, (4.13)

quando a integral é convergente.

Demonstração : Caso a variável aleatória assuma somente valores positivos, a expressão em
(4.13) coincide com a expressão em (4.2) da definição de esperança de X. Interessa-nos
então a situação mais geral, quando a variável assume valores reais. Considerando a variável
aleatória cont́ınua a demonstração segue utilizando integração por partes. O caso discreto é
deixado como exerćıcio para o leitor.

Devemos esclarecer duas coisas: a primeira é que no Teorema 4.2 não foi dito, mas somente
foram considerados valores não negativos da variável discreta. O segundo esclarecimento tem
a ver com a forma de cálculo da esperança, mesmo somente tendo sido demonstrado para
situações positivas os teoremas 4.2 e 4.3 valem para as situações mais gerais nas quais as
variáveis aleatórias assumem valores reais. Podemos então concluir que

E(X) =

∫ +∞

−∞
xf(x) dx, (4.14)

caso a variável aleatória X seja absolutamente cont́ınua, com função de densidade f e tenha
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esperança finita. Caso a variável aleatória X seja discreta, então

E(X) =
∑
x

xP (X = x), (4.15)

caso a esperança seja finita.

Exemplo 4.8 (Distribuição Cauchy)

Seja X uma variável aleatória com distribuição Cauchy(0, 1), ou seja, com função de
densidade

fX(x) =
1

π

1

1 + x2
, −∞ < x <∞·

Acontece que

lim
a→∞

∫ a

−a

x

π

1

1 + x2
dx = 0· (4.16)

Contudo, E(X) não existe, desde que a integral∫ ∞

−∞

|x|
π

1

1 + x2
dx

diverge. Observe que esta é uma situação muito especial porque, além das integrais em
(4.16) serem finitas mas E(X) não existir, a densidade Cauchy(0, 1) é simétrica com
centro de simetria em 0, mas 0 não é a esperança de X, que não existe.

Exemplo 4.9

Seja X uma variável aleatória com função de probabilidade dada por

P (X = −2) = P (X = 0) =
1

4
, P (X = 1) =

1

3
e P (X = 2) =

1

6
.

A função de distribuição é da forma

FX(x) =



0 se x ≤ −2
1

4
se −2 ≤ x < 0

1

4
+

1

4
=

1

2
se 0 ≤ x < 1

1

2
+

1

3
=

5

6
se 1 ≤ x < 2

1 se x ≥ 2

·

Sabemos que para valores positivos se satisfaz que∫ ∞

0

[1− FX(x)] dx =
4∑

i=2

xipi,

onde x1 = −2, x2 = 0, x3 = 1 e x4 = 2 são os valores da variável, dos quais somente
desconsideramos o x1 = −2, por ser negativo e então

∑4
i=2 xipi = 2

3
, sendo cada pi a
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probabilidade da variável assumir cada valor. Vejamos a integral correspondente à parte
negativa. ∫ 0

−∞
FX(x) dx =

∫ −2

∞

0 dx +

∫ 0

−2

1

4
dx =

1

2
,

com o qual temos que

E(X) =
2

3
− 1

2
=

1

6
=

4∑
i=1

xipi·

4.1.1 Propriedades da esperança

Vamos considerar nesta seção que a esperança das variáveis aleatórias sempre existem.

Teorema 4.5

Seja X uma variável aleatória que satisfaz P (X ≥ 0) = 1. Então E(X) ≥ 0.

Demonstração : Exerćıcio.

Exemplo 4.10 (Distribuição Binomial Negativa)

Seja X ∼ BN(r; p) uma variável aleatória com função de probabilidade Binomial Ne-
gativa de parâmetros r ≥ 1 e 0 < p < 1, segundo a Definição (3.16). Encontremos
E(X).

A distribuição Binomial Negativa recebe esse nome da relação(
x+ r − 1

x

)
= (−1)x

(
−r
x

)
= (−1)x (−r)(−r − 1) · · · (−r − x+ 1)

x(x− 1) · · · 2 · 1)
, (4.17)

que é a equação que define o coeficiente binomial com números inteiros negativos. Junta-

mente com (4.17), temos
∞∑
x=0

P (X = x) = 1. Da expansão binomial negativa que afirma

que
1

(1 + t)r
=

∞∑
k=0

(
−r
k

)
tk =

∞∑
k=0

(−1)k
(
k + r − 1

k

)
tk·

Temos então

E(X) =
∞∑
x=0

x

(
x+ r − 1

x

)
pr(1− p)x =

∞∑
x=1

(x+ r − 1)!

(x− 1)!(r − 1)!
pr(1− p)x

=
r(1− p)

p

∞∑
x=1

(
x+ r − 1

x− 1

)
pr+1(1− p)x−1

=
r(1− p)

p

∞∑
z=0

(
r + 1 + z − 1

z

)
pr+1(1− p)z = r

1− p

p
> 0·
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Esta primeira propriedade nos conta que a esperança de variáveis aleatórias positivas
são estritamente positivas. Como exemplos podemos mencionar quase todos os exemplos
de variáveis aleatórias discretas considerados até o momento, assim como diversas variáveis
cont́ınuas. No caso de variáveis aleatórias cont́ınuas positivas podemos mencionar a distri-
buição Exponencial.

Teorema 4.6

Seja X uma variável aleatória. Se X = c, ou seja, X(ω) = c, para todo ω ∈ Ω. Então
E(X) = c.

Demonstração : Exerćıcio.

Esta propriedade pode ser traduzida de várias maneiras. Uma é que a esperança de uma
constante é ela própria ou que a esperança de uma variável determińıstica (degenerada) é
ela própria. Na próxima propriedade utilizamos a relação X ≤ Y , isto significa que X(ω) ≤
Y (ω), ∀ω ∈ Ω.

Teorema 4.7

Sejam X e Y duas variáveis aleatórias. Se X ≤ Y , ou seja, se P (X ≤ Y ) = 1, então
E(X) ≤ E(Y ).

Demonstração : Para esta propriedade ser válida basta que as esperanças estejam bem defi-
nidas e, com isto, queremos dizer que alguma das esperanças seja finita, ou E(X) = −∞ ou
E(Y ) = +∞. Se Y ≤ z então X ≤ z, logo

{ω ∈ Ω : Y (ω) ≤ z} ⊆ {ω ∈ Ω : X(ω) ≤ z}·

Portanto, FY (z) ≤ FX(z), sendo FX e FY as funções de distribuição das variáveis aleatórias
X e Y , respectivamente. Também 1− FY (z) ≥ 1− FX(z). Pela propriedade em (4.13),

E(Y ) =

∫ ∞

0

(
1−FY (z)

)
dz−

∫ 0

−∞
FY (z) dz ≥

∫ ∞

0

(
1−FX(z)

)
dz−

∫ 0

−∞
FX(z) dz = E(X)·

Uma questão em aberto no Teorema anterior é se existem variáveis X e Y , tais que
X ≤ Y . A resposta está também no seguinte exemplo.

Exemplo 4.11

Sejam Y ∼ U(0, 1) e X = min(Y, 1/2), logo X ≤ Y . Então

E(X) =

∫ 1/2

0

x dx+

∫ 1

1/2

1

2
P

(
X =

1

2

)
dx

= =
1

8
+

1

2
P

(
Y ≥ 1

2

)
=

1

8
+

1

4
=

3

8
<

1

2
= E(Y )·
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Como consequência dos Teoremas 4.6 e 4.7 conclúımos que, se α ≤ X(ω) ≤ β, para todo
ω ∈ Ω, então

α ≤ E(X) ≤ β,

desde que a esperança exista, ou seja, se a variável aleatória for limitada e a esperança exista,
afirmamos que a esperança é também limitada. Isto ficará claro no Teorema 4.9, chamado
de Teorema de Existência.

Teorema 4.8 (Linearidade)

Seja X uma variável aleatória para a qual E(X) < ∞ e sejam a e b dois números reais
quaisquer. Então

E(aX + b) = aE(X) + b·

Demonstração : (a) Caso a = 0, temos que E(aX + b) = E(b) = b = aE(X) + b.

(b) Agora, caso a > 0 e b ̸= 0 definamos Y = aX + b, então

FY (x) = P (aX + b ≤ x) = P

(
X ≤ x− b

a

)
= FX

(
x− a

b

)
·

Logo

E(Y ) =

∫ ∞

0

(
1− FY (x)

)
dx −

∫ 0

−∞
FY (x) dx

=

∫ ∞

0

(
1− FX

(
x− a

b

))
dx −

∫ 0

−∞
FX

(
x− a

b

)
dx,

escrevendo y =

(x− a)/b e pela mudança de variáveis vemos que

E(Y ) = a

∫ ∞

−b/a

(
1− FX(y)

)
dy − a

∫ −b/a

−∞
FX(y) dy

= a

∫ ∞

0

(
1− FX(y)

)
dy − a

∫ 0

−∞
FX(y) dy+

+ a

∫ 0

−b/a

(
1− FX(y)

)
dy + a

∫ 0

−b/a
FX(y) dy

= aE(X) + a

∫ 0

−b/a
dy = aE(X) + b·

(c) Por último, caso a < 0 é análogo ào item (b).

Exemplo 4.12

Consideremos X ∼ U(0, 1). Nesta situação, sabemos que E(X) = 1/2. Caso Y ∼ U(4, 5),
acontece que Y = X + 4, do qual obtemos que

E(Y ) = E(X + 4) = E(X) + 4 = 4 + 1/2·
Observe que este exemplo é uma aplicação do Teorema 4.8 quando a = 1 e b = 4.
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Teorema 4.9 (Existência)

Seja X uma variável aleatória limitada, isto é,

P
(
|X| < M

)
= 1,

para 0 < M <∞. Então, E(X) existe.

Demonstração : Isto é consequência direta dos Teoremas 4.6 e 4.7. Como a variável aleatória
é limitada, então −M < X < M , logo E(X) ≤M .

Exemplo 4.13 (Distribuição Uniforme)

Seja X ∼ Uniforme(α, β), sendo α < β duas quantidades reais. A função de densidade
é

f(x) =


1

β − α
, se x ∈ (α, β)

0, se x /∈ (α, β)

Queremos verificar a existência de E(X) e, caso afirmativo, o valor da esperança.
Logicamente,

P
(
|X| < max{|α|, |β|}

)
= 1·

Assim, denotando como M = max{|α|, |β|} temos que |X| < M e, portanto, E(X) existe
pela afirmação do Teorema 4.9. Mais ainda, um cálculo simples fornece-nos que

E(X) =
α+ β

2
·

Uma outra distribuição naturalmente limitada é quando X ∼ Beta(α, β), a expressão de
sua função de densidade foi apresentada na Definição 3.26, nesta situação |X| = X < 1. O
cálculo não é simples, mas podemos afirmar que

E(X) =
α

α + β
·

Definição 4.2 (Variável aleatória simétrica)

Dizemos que uma variável aleatória X é simétrica a respeito do ponto α se

P (X ≥ α + x) = P (X ≤ α− x), ∀x ∈ R·

Podemos escrever esta definição em termos da função de distribuição FX de X, isso
significa que se

FX(α− x) = 1− FX(α + x) + P (X = α + x),
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vale para todo x ∈ R, dizemos que a função de distribuição FX da variável aleatória X é
simétrica com α o centro de simetria. Caso α = 0, então para todo x

FX(−x) = 1− FX(x) + P (X = x)·

Em particular, se X é cont́ınua dizemos que é simétrica com centro de simetria α se, e
somente se, a função de densidade de X satisfizer que

f(α− x) = f(α + x), ∀x ∈ R·

A situação α = 0 implica que X seja simétrica com relação à origem. Acontece que o conceito
de esperança matemática está relacionado com o valor central da distribuição como veremos
no Teorema 4.12. Em algumas situações as distribuições têm um valor central natural, essas
são as chamadas distribuições simétricas.

Exemplo 4.14 (Distribuição t-Student)

Uma variável aleatória diz-se ter distribuição t− Student(n) se sua função de densidade
é da forma

f(x) =
Γ(n+1

2
)

Γ(n
2
)
√
nπ

(
1 +

x2

n

)−n+1
2
, −∞ < x <∞· (4.18)

Caso n = 1 a distribuição t− Student de reduz à distribuição Cauchy(0, 1), isto implica
que, como vimos no Exemplo 4.8 não para todo valor de n a esperança existe.

A função de densidade em (4.18) é simétrica, para vermos isso observemos que f(x) =
f(−x), o qual implica que a distribuição t − Student é simétrica com relação à origem.
Para n grande, a distribuição t− Student está próxima da distribuição normal. De fato,

lim
n→∞

(
1 +

x2

n

)−n+1
2

= e−x2/2 e lim
n→∞

Γ(n+1
2
)

Γ(n
2
)
√
nπ

=
1√
2π
·

Para o caso de n pequeno, entretanto, desvia consideravelmente da normal. De fato,

P
(
|X| ≥ x0

)
≥ P

(
|Z| ≥ x0

)
, Z ∼ N(0, 1),

ou seja, para n pequeno (n < 30) há mais probabilidade na cauda da distribuição t −
Student do que na cauda da normal padrão.

Mostramos no exemplo anterior que a distribuição t − Student é simétrica em torno da
origem, outras distribuições conhecidas são também simétricas, como a distribuição Normal
e Cauchy.

Teorema 4.10

A variável aleatória X tem distribuição simétrica a respeito do 0 se, e somente se,
FX = F−X .
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Demonstração : Consideremos X uma variável aleatória simétrica no 0. Então, pela Definição
4.2 temos que P (X ≥ x) = P (X ≤ −x), ∀x ∈ R então

P (0 < X < x) = P (−x < X < 0), ∀x > 0· (4.19)

Isto implica que
P (0 < X < x) + P (X = x) = FX(x)− FX(0) (4.20)

e
P (−x < X < 0) + P (X = x) = P (0 < −X ≤ x) = F−X(x)− F−X(0)· (4.21)

Portanto, de (4.19), (4.20) e (4.21) resulta que, se X tem distribuição simétrica no zero então

FX(x)− FX(0) = F−X(x)− F−X(0), ∀x > 0· (4.22)

Resulta que

lim
x→∞

FX(x)− FX(0) = lim
x→∞

F−X(x)− F−X(0)

1− FX(0) = 1− F−X(0)

FX(0) = F−X(0)· (4.23)

Procedendo de maneira similar caso x < 0 temos, dos resultados em (4.21) e (4.23), que se
X é simétrica no zero, então

FX(x) = F−X(x), ∀x ∈ R· (4.24)

Vamos supor agora que a relação em (4.24) é válida. Então, para todo x ∈ R vale que

P (X ≤ x) = FX(x) = F−X(x) = P (−X ≤ x) = P (X ≥ x)·

Em particular
P (X ≤ 0) = P (X ≥ 0),

do qual conclúımos que X é simétrica a respeito do ponto 0.

Exemplo 4.15 (Distribuição Exponencial dupla)

Dizemos que a variável aleatória X tem por distribuição exponencial dupla ou Laplace
se sua função de densidade é da forma

f(x) =
1

2
e−|x|, x ∈ R·

A distribuição de Laplace é fácil de integrar. Sua função de distribuição é a seguinte:

FX(x) =


1

2
ex, se x ≤ 0

1− 1

2
e−x, se x ≥ 0

·

Vamos utilizar o Teorema 4.10 para demonstrarmos que esta é uma distribuição
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simétrica. Observemos que

F−X(x) = P (−X ≤ x) = P (X ≥ −x)

= 1− P (X ≤ −x) = 1− FX(−x),

a qual pode ser escrita como

FX(x) =


1− 1

2
e−x, se x ≥ 0

1

2
ex, se x ≤ 0

,

a qual é exatamente a mesma função. Conclúımos então que a distribuição Laplace é
simétrica com relação à origem.

Devemos observar que a maioria das variáveis aleatória simétricas são absolutamente
cont́ınuas, quase nenhuma variável aleatória discreta é simétrica. Podemos mencionar como
exemplos de variáveis aleatórias simétricas discretas o caso X ∼ Binomial(p) se assumir
como valores −x e x, sendo x > 0, ou seja,

P (X = −x) = 1− p e P (X = x) = p·

Uma outra situação discreta simétrica seria a uniforme discreta, caso esta assuma um número
par de valores e simétricos.

Teorema 4.11

A variável aleatória simétrica X tem centro de simetria α se, e somente se, Y = X − α
tem centro de simetria 0.

Demonstração : Segundo a Definição 4.2, temos que P (X ≥ α+x) = P (X ≤ α−x), ∀x ∈ R.
Então

P (X ≥ x+ α) = P (X − α ≥ x) = P (Y ≥ x)·
P (X ≤ α− x) = P (X − α ≤ −x) = P (Y ≤ −x),

então Y é simétrica com centro de simetria α.

Uma consequência da variável aleatória X ser simétrica com centro de simetria α é que o
centro de simetria coincide com a esperança, se esta existe, resultado fornecida pelo teorema
a seguir.

Teorema 4.12 (Esperança de variáveis simétricas)

Seja X uma variável aleatória com distribuição simétrica com esperança finita, de centro
de simetria α. Então E(X) = α.
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Demonstração : Consideremos primeiro que α = 0. Nesta situação, pelo Teorema 4.8, esco-
lhendo a = −1 e b = 0 temos

E(−X) = −E(X)· (4.25)

Segundo vimos no Teorema 4.10 FX = F−X e

E(X) =

∫ ∞

0
[1− FX(x)] dx−

∫ 0

−∞
FX(x) dx

=

∫ ∞

0
[1− F−X(x)] dx−

∫ 0

−∞
F−X(x) dx = E(−X),

do qual conclúımos que E(X) = E(−X), então E(X) = 0. Na situação geral α ̸= 0 sabemos,
pelo resultado no Teorema 4.11, que X − α tem distribuição simétrica em 0. Utilizando
novamente o Teorema 4.8 vemos que

0 = E(X − α) = E(X)− α·

Vejamos uma última propriedade, chamada de critério de integralidade. Lembremos que
consideramos uma variável integrável quando tem esperança finita. Agora vamos entender
quando podemos afirmar que a esperança de uma variável aleatória é finita.

Teorema 4.13 (Critério de integrabilidade)

Seja X uma variável aleatória qualquer. Então

∞∑
n=1

P
(
|X| ≥ n

)
≤ E

(
|X|
)
≤ 1 +

∞∑
n=1

P
(
|X| ≥ n

)
,

portanto, X é integrável se, e somente se,
∞∑
n=1

P
(
|X| ≥ n

)
<∞.

Demonstração : Caso x ≥ 0, seja [x] a parte inteira de x.1. Então, a variável aleatória [|X|]
satisfaz que

0 ≤ [|X|] ≤ |X| ≤ 1 + [|X|]·
Pelos Teoremas 4.7 e 4.8 obtemos que

0 ≤ E
(
[|X|]

)
≤ E(|X|) ≤ 1 + E

(
[|X|]

)
·

A nova variável aleatória [|X|] assume somente valores inteiros não negativos, então vale o
Teorema 4.1 do qual conclúımos que

∞∑
n=1

P
(
|X| ≥ n

)
≤ E

(
|X|
)
≤ 1 +

∞∑
n=1

P
(
|X| ≥ n

)
,

1 A função matemática parte inteira é definida como

[x] = max{n ∈ Z : n ≤ x}·
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Exemplo 4.16 (Continuação do Exemplo 4.2)

Na situação referida encontramos que seX ∼ Exponencial(θ), então E(X) = 1/θ. Vamos
utilizar o critério no Teorema 4.13. Sabemos que P (|X| ≥ n) = 1− FX(n) = e−nθ. Com
isso, chegamos à conclusão que

∞∑
n=1

P (|X| ≥ n) =
∞∑
n=1

e−nθ =
1

eθ − 1
,

logo
1

eθ − 1
≤ 1

θ
≤ eθ

eθ − 1
·

Vamos utilizar o Teorema 4.12, que nos diz qual é a esperança de variáveis aleatórias
simétricas caso existam, e o critério de integrabilidade (Teorema 4.13) para encontrarmos a
esperança de distribuições simétricas.

Por exemplo, caso X ∼ Laplace, como no Exemplo 4.15, temos que

P (|X| > n) = 1−
∫ n

−n

fX(x) dx

= 1−
∫ 0

−n

1

2
ex dx −

∫ n

0

1

2
e−x dx

= 1−
(
1− e−n

)
= e−n·

Desta forma
P (|X| > n) = e−n

e, portanto,
∞∑
n=1

P (|X| > n) =
∞∑
n=1

e−n =
1

e− 1
≈ 0.581976·

Provamos assim que X é integrável e, pelo Teorema 4.12, E(X) = 0. Vejamos agora
como proceder caso a distribuição seja normal padrão.

Teorema 4.14

Seja Z ∼ Normal(0, 1). Então

P (Z > x) ≈ 1

x
√
2π

e−x2/2, quando x→∞· (4.26)

Mais precisamente, para todo x > 1/
√
2 vale que

max

{
0,

1√
2π

(1
x
− 1

x3

)
e−x2/2

}
< P (Z > x) <

1

x
√
2π

e−x2/2· (4.27)
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Demonstração : Temos que

1√
2π

∫ ∞

x
e−u2/2

(
1− 3

u4

)
du =

1√
2π

(1
x
− 1

x3

)
e−x2/2

e
1√
2π

∫ ∞

x
e−u2/2

(
1 +

1

u2

)
du =

1√
2π

1

x
e−x2/2·

Juntando estes dois resultados temos as expressões em (4.26) e (4.27).

Na Figura 4.2 apresentamos o comportamento dos limites da função P (Z > x) encon-
trados no Teorema 4.14. No gráfico à direita vemos que a aproximação em (4.26) apresenta
resultado satisfatórios quando x > 2. Quanto aos limites em (4.27) vemos que, embora
sempre se cumprem, somente para valores x > 1 o limite inferior é maior do zero.
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Figura 4.2: Aproximação à P (|Z| > x) no gráfico à esquerda, expressão (4.26). Limites
inferior e superior para P (|Z| > x) a direita, expressões em (4.27).

Qual é o objetivo de dedicarmos tanto esforço a encontrarmos expressões aproximadas da
distribuição normal padrão? ou formulando a pergunta de uma outra forma, qual o objetivo
em encontrarmos resultados como o apresentado no Teorema 4.14?

Queremos encontrar expressões que possamos utilizar para provarmos propriedades desta
distribuição. Devemos esclarecer que para a função de distribuição normal padrão não temos
uma expressão matemática anaĺıtica, então como vamos demonstrar, por exemplo, que a
distribuição normal padrão têm esperança finita? vamos utilizar os resultados no Teorema
4.14 e o critério de integrabilidade no Teorema 4.13 para demonstrarmos isso.

Segundo o critério de integrabilidade devemos demonstrar que

∞∑
n=1

P
(
|Z| ≥ n

)
<∞,
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quando Z ∼ Normal(0, 1). Mas,

∞∑
n=1

P (|Z| > n) <

∞∑
n=1

2

n
√
2π

e−n2/2·

Acontece que 2/
√
2π =

√
2/π ≈ 0.79788 e que a série

∞∑
n=1

1

n
e−n2/2 ≈ 0.677986

é convergente, de maneira que

∞∑
n=1

P (|Z| > n) < 0.540951·

Conclúımos então que para a distribuição normal padrão vale o critério de integrabilidade,
logo esta distribuição têm média finita e é zero, ou seja, E(Z) = 0 devido a ser simétrica.
Devemos lembrar que o fato da distribuição de X ser simétrica em torno se α, não significa
tenha esperança finita e que esta seja α, deve ser demonstrado a existência de esperança para
podermos afirmar que E(X) = α. O seguinte exemplo é uma outra situação de função de
densidade simétrica em torno do zero e que têm esperança finita.

Exemplo 4.17

Veja agora como demonstrar que se X ∼ t−Student(n) então E(X) = 0 quando n > 1.
Lembremos que no Exemplo 4.18 demonstramos que esta é uma distribuição simétrica,
logo se E(X) <∞, então esta é zero.

Provemos que a integral em (4.12) é finita nesta situação, ou seja, provemos que∫ ∞

−∞
|x|

Γ(n+1
2
)

Γ(n
2
)
√
nπ

(
1 +

x2

n

)−n+1
2

dx <∞·

Seguiremos o desenvolvimento apresentado em Psarakis & Panaretoes (1990).
Observemos que

E(|X|) =

∫ ∞

0

xC(n)
(
1 +

x2

n

)−n+1
2

dx −
∫ 0

−∞
xC(n)

(
1 +

x2

n

)−n+1
2

dx,

onde C(n) = Γ(
n+ 1

2
)/
(
Γ(

n

2
)
√
nπ
)
. Desenvolvendo cada integral, obtemos que∫ ∞

0

xC(n)
(
1 +

x2

n

)−n+1
2

dx = − n

n− 1

∫ ∞

0

x
d

dx

(
1 +

x2

n

)−n−1
2
C(n) dx

=
n

n− 1
C(n)

e ∫ 0

−∞
xC(n)

(
1 +

x2

n

)−n+1
2

dx = − n

n− 1

∫ 0

−∞
x

d

dx

(
1 +

x2

n

)−n−1
2
C(n) dx

= − n

n− 1
C(n),
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do qual obtemos que E(|X|) =
2n

n− 1
C(n). Esta expressão significa que a distribuição t-

Student têm esperança finita e, devido a ser uma função de densidade simétrica, podemos
afirmar que a esperança é zero. Um detalhe, a distribuição da variável aleatória |X|,
quando X ∼ t− Student(n) é conhecida como distribuição t-Student dobrada.

4.1.2 Esperança de funções de variáveis aleatórias

As funções g(x) = xn, onde n é um inteiro positivo e g(x) = |x|α, onde α é um número real
positivo, são de especial importância. Queremos aqui encontrarmos a esperança de funções
de variáveis aleatórias e logicamente surgem perguntas: como calcular a esperança dessas
transformações? a esperança de X é uma média ponderada dos valores posśıveis de X,
onde os pesos são determinados pela sua distribuição agora, será que a esperança de g(X)
continuará sendo uma média ponderada com pesos determinados pela distribuição de X?

Teorema 4.15

Seja X uma variável aleatória e g uma função Borel mensurável nos reais e Y = g(X).
Então

E(Y ) =
∞∑
i=1

g(xi)P (X = xi) (4.28)

no sentido de que, se um dos lados de (4.28) existe, o mesmo acontece com o outro, e
então os dois são iguais.

Demonstração : Seja X uma variável aleatória discreta e suponhamos que P (X ∈ A) = 1. Se
y = g(x), onde g : A→ B é uma função um-para-um, então

P (Y = y) = P (X = g−1(y)), y ∈ B·

Temos que ∑
x∈A

g(x)P (X = x) =
∑
y∈B

yP (Y = y)·

Caso X seja cont́ınua e g satisfizer as condições do Teorema 3.36, temos que∫
g(x)f(x) dx =

∫ β

α
f
(
g−1(y)

) ∣∣∣∣ ddy g−1(y)

∣∣∣∣ dy,
mudando de variáveis para y = g(x). Então∫

g(x)f(x) dx =

∫ β

α
yh(y) dy·

Claro que esta demonstração é restrita à situação de funções um-para-um mesmo sendo
o enunciado do teorema escrito para qualquer funções Borel mensurável. Para uma demons-
tração mais geral, incluindo o caso onde g não é uma função um-para-um, pode-se consultar
o livro Loève (1977).
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Exemplo 4.18

Seja X ∼ Exponencial(θ). Isto implica que P (X > x) = e−θx, quando x ≥ 0 e

E(Xn) = n

∫ ∞

0

xn−1e−
x
θ dx·

Sabemos que E(X) = θ. Então,

E(X2) = 2

∫ ∞

0

xe−
x
θ dx = 2θ

∫ ∞

0

x

θ
e−

x
θ dx

= 2θ

∫ ∞

0

xf(x) dx = 2θE(X) = 2θ2,

e

E(X3) = 3

∫ ∞

0

x2e−
x
θ dx = 3θ

∫ ∞

0

x2

θ
e−

x
θ dx

= 3θ

∫ ∞

0

x2f(x) dx = 3θE(X2) = 6θ3·

Por indução, temos que E(Xk) = k!θk.

Acontece que nem sempre as variáveis X e Y são do mesmo tipo, ou seja, pode ser que
X seja discreta e Y não ou reciprocamente. Queremos dizer que, nem sempre a variável X
e sua transformada Y = g(X), nem sempre são ambas discretas ou ambas cont́ınuas; pode
acontecer que, por exemplo, a transformada Y seja de natureza diferente de X. No seguinte
exemplo, utilizando novamente o conceito de parte inteira de x, mostramos uma situação na
qual X é cont́ınua mas sua transformada, Y é discreta. O conceito de parte inteira de um
número foi definido na nota de rodapé 1.

Exemplo 4.19

Seja X uma variável aleatória com distribuição Exponencial(θ). Definamos

Y = [X] + 1, (4.29)

onde [X] denota a parte inteira de X. Queremos obter a distribuição de Y .
A variável Y assume valores naturais, ou seja, assume valores {1, 2, · · · }. Observemos

que, para n ∈ N+

P (Y = n) = P (n− 1 ≤ X < n)

e, dado que FX(x) = 1− e−θx, temos por resultado que

P (Y = n) = FX(n
−)− FX(n− 1) = e−θn(eθ − 1), (4.30)

a qual é uma progressão geométrica de soma 1. Significa que Y , definida em (4.29)
é uma variável aleatória discreta com valores em N+ ou suporte N+ e com função de
probabilidade dada em (4.30), θ > 0.

Durante a resolução deste exemplo não dizemos, mas não é dif́ıcil perceber que a função
g(x) = [x] + 1 é Borel mensurável.
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Definição 4.3 (Momentos finitos de variáveis aleatórias discretas)

Seja X é uma variável aleatória discreta e n um número natural qualquer. Definimos a
esperança da função de variável aleatória g(X) = Xn como

E(Xn) =
∞∑
i=1

xn
i P (X = xi),

onde x1, x2, · · · são os valores assumidos pela variável aleatória X e p1, p2, · · · as proba-
bilidades correspondentes.

Caso E(Xn) exista para algum inteiro positivo n, dizemos que E(Xn) é o momento de
n-ésima ordem de X ou o momento de n-ésima ordem da distribuição de X.

Exemplo 4.20 (Continuação do Exemplo 4.5)

Caso X tenha por distribuição uniforme discreta nos primeiros N números naturais, isto
é, se

PX = n) =
1

N
, n = 1, 2, · · · , N,

obtivemos que

E(X) =
N + 1

2
·

Encontremos E(X2).

E(X2) =
N∑

n=1

n2

N
=

(N + 1)(2N + 1)

6
·

Definição 4.4 (Momentos finitos de variáveis aleatórias cont́ınuas)

Seja X é uma variável aleatória cont́ınua com função de densidade f e n um número
natural qualquer. Definimos a esperança da função de variável aleatória g(X) = Xn como

E(Xn) =

∫ ∞

−∞
xnf(x) dx·

Uma situação interessante é apresentada no exemplo a seguir, é o caso de uma variável
aleatória com esperança finita mas com momento de ordem superior infinito.

Exemplo 4.21

Seja X uma variável aleatória com função de densidade f(x) =


2

x3
, se x ≥ 1

0, se x < 1
.
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Então

E(X) =

∫ ∞

1

2

x2
dx = 2·

Por outro lado,

E(X2) =

∫ ∞

1

2

x
dx,

a qual não existe. Mais ainda, todos os momentos de ordem superior, ou seja, quando
n ≥ 2 não existem.

Exemplo 4.22 (Distribuição Uniforme)

Consideremos que X ∼ Uniforme(0, 1), esta é uma situação simples para obtermos
todos os momentos finitos. Nesta situação

E(Xn) =

∫ 1

0

xn dx =
xn+1

n+ 1

∣∣∣∣1
0

=
1

n+ 1
·

Observemos que, como consequência do resultado acima, quando n = 1, E(X) = 1/2 e
que, quando n→∞ acontece que

lim
n→∞

E(Xn) = lim
n→∞

1

n+ 1
= 0·

Devemos observar que, embora quando n → ∞ os momentos de ordem superior desta
distribuição tendem a zero, para cada n finito todos os momentos existem.

Na verdade, é posśıvel construir exemplos de variáveis aleatórias para as quais existem
todos os momentos até uma ordem especificada, mas não há momentos de ordem superior à
especificada. Este é o caso da distribuição t−Student(n), para ela existem todos os momentos
até ordem menor do que n mas, os momentos de ordem superior à n não existem.

Exemplo 4.23 (Distribuição t-Student)

Segundo o Exemplo 4.14, se X ∼ t−Studen(n) a esperança existe e é zero. Um resultado
relevante é que E(Xr) existe para r < n. Em particular, temos que

E(Xr) =



0, se r < n, r par

nr/2

Γ

(
r + 1

2

)
Γ

(
n− 1

2

)
Γ

(
1

2

)
Γ
(n
2

) , se r < n, r ı́mpar

Como consequência, vemos que E(X) = 0, se n > 2.

Para a demonstração do resultado no Exemplo 4.23 utiliza-se um conceito que será estudo
na Seção 6.2 e, por isso, mostraremos o cálculo no momento adequado. Mais ainda, este um
exemplo para no qual momentos de ordem superior existem, mas não todos. Observe que
a existência dos momentos estão limitados à r < n, significa que o momento de ordem n
também não existe. Nada garante a existência de todos os momentos de ordem superior.
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Teorema 4.16

Seja X uma variável aleatória. Suponhamos que o momento de X de ordem t exite.
Então existem os momentos de X de ordem 0 < s < t.

Demonstração : Seja X uma variável cont́ınua com função de densidade f . Temos então

E(|X|s) =

∫
{w∈Ω : |x|s≤1}

|x|sf(x) dx+

∫
{w∈Ω : |x|s>1}

|x|sf(x) dx

≤ P (|X|s ≤ 1) + E(|X|t) <∞·

Demonstração similar pode ser realizada no caso de X discreta.

No Exemplo 4.21 foi visto que a existência dos momentos de ordem r nada garantem
acerca da existência de momentos de ordem superiores. Por outro lado, o Teorema 4.16
garante a existência dos momentos de ordem inferior. Vejamos no exemplo a seguir duas
distribuições; a distribuição qui-quadrado e sua raiz quadrada, a distribuição qui. Vamos
encontrar as esperanças correspondentes como exemplos da afirmação no Teorema 4.16.

Exemplo 4.24 (Distribuição qui)

Na Definição 3.25 apresentamos a função de densidade χ2(n). Então, se X ∼ χ2(n), para
encontrarmos os momentos de ordem superior desta distribuição fazemos

E(Xr) =

∫ ∞

0

xr

Γ(n/2)2n/2
xn/2−1e−x/2 dx·

Escrevendo m = 2r + n, obtemos

E(Xr) =
Γ(m/2)

Γ(n/2)
2r
∫ ∞

0

1

Γ(m/2)2m/2
xm/2−1e−x/2 dx =

Γ(m/2)

Γ(n/2)
2r· (4.31)

Temos, portanto, uma expressão para os momentos de ordem superior caso a distribuição
seja χ2(n). Por outro lado, o Teorema 4.16 trata acerca de momentos de ordem inferior.

Por exemplo, E(
√
X), a qual sabemos existe dado que E(X) =

Γ((n+ 2)/2)

Γ(n/2)
2.

Acontece que, a raiz quadrada de uma variável aleatória com distribuição χ2(n) é uma
variável aleatória com distribuição χ(n), chamada de distribuição qui. Para encontrarmos
a função de densidade qui utilizaremos o Teorema 3.36. A transformação Y = g(X) =

√
X

é uma transformação um-a-um com inversa X = g−1(Y ) = Y 2 e Jacobiano dg−1(y)/ dy =
2y. Portanto, pela técnica de transformação, a função densidade de Y é

f(y) = fX(g
−1(y))

∣∣∣∣ dxdy
∣∣∣∣ = 1

2n/2Γ(n/2)
(y2)n/2−1e−y2/2|2y|

=
1

2n/2 − 1Γ(n/2)
yn−1e−y2/2, y > 0·

Similarmente ao desenvolvimento em (4.31), obtemos que E(Y ) =
√
2
Γ((n+ 1)/2)

Γ(n/2)
.



4.1. ESPERANÇA 187

Teorema 4.17

Seja X uma variável aleatória e E
(
|X|k

)
<∞, para algum k > 0. Então

lim
n→∞

nkP
(
|X| > n

)
= 0·

Demonstração : Faremos a demonstração somente para o caso cont́ınuo, com função de den-
sidade f . Temos que

lim
n→∞

∫
|x|≤n

|x|kf(x) dx =

∫
|x|kf(x) dx < ∞·

Segue que

lim
n→∞

∫
|x|>n

|x|kf(x) dx = 0·

Mas,

nkP
(
|X| > n

)
≤
∫
|x|>n

|x|kf(x) dx·

Probabilidades do tipo P (|X| > n) ou qualquer um de seus componentes, P (X > n) ou
P (X < −n), são chamadas probabilidades de cauda. O resultado do Teorema 4.17, portanto,
fornece a taxa na qual P (|X| > n) converge para 0 quando n → ∞. O inverso do Teorema
4.17 não se sustenta em geral, isto é, caso

lim
n→∞

nkP
(
|X| > n

)
= 0,

ara algum k não implica necessariamente que E
(
|X|k

)
<∞.

Exemplo 4.25

Vamos considerar uma variável aleatória discreta com função de probabilidade dada por

P (X = n) =
c

n2 log(n)
, n = 2, 3, · · · ,

onde c é uma constante determinada pela restrição
∞∑
n=2

c

n2 log(n)
= 1·

Queremos provar que o inverso do Teorema 4.17 pode não ser verdade. Para isso, obser-
vamos que

P (X > n) ≈ c

∫ ∞

n

c

x2 log(x)
dx ≈ c

n log(n)
(4.32)

e, então, lim
n→∞

nP (X > n) = 0 e ainda E(X) =
∞∑
n=1

c

n log(n)
= ∞.
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Na expressão em (4.32), com o simbolo ≈, queremos dizer que o quociente dos dois lados
converge a 1 quando n→∞. Observamos que precisamos

lim
n→∞

nk+δP (|X| > n) = 0,

para algum δ > 0 a fim de garantir que E(|X|k) < ∞. Essa é chamada de condição de
momentos. Podemos então afirmar que para uma variável aleatória X, E(|X|) < ∞ se, e
somente se, as integrais∫ 0

−∞
P (X ≤ x) dx e

∫ ∞

0

P (X > x) dx

forem ambas convergentes e, nesse caso

E(X) =

∫ ∞

0

P (X > x) dx−
∫ 0

−∞
P (X ≤ x) dx·

Teorema 4.18

Seja X uma variável aleatória com momento absoluto de ordem α > 0 finito. Então

E(|X|α) =

∫ ∞

0

P (|X|α > x) dx = α

∫ ∞

0

xα−1P (|X| > x) dx·

Demonstração : Mudança de variáveis.

Com este resultado podemos afirmar que uma variável aleatória possui momento absoluto
de ordem α > 0 se, e somente se,

|x|α−1P (|X| > x)

é integrável no intervalo (0,∞). Mais ainda, podemos afirmar que

E(|X|α) <∞ se, e somente se,
∞∑
n=1

P (|X| > n1/α) <∞·

Teorema 4.19

Seja X uma variável aleatória com função de distribuição satisfazendo que

lim
n→∞

nαP (|X| > n) = 0, (4.33)

para algum α > 0. Então, E(|X|β) <∞, para algum 0 < β < α.
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Demonstração : Dado que o limite em (4.33) é zero então, para qualquer ϵ > 0, podemos
escolher N = N(ϵ), de maneira que

P (|X| > n) <
ϵ

nα
, ∀n ≥ N ·

Segue que, para 0 < β < α

E(|X|β) = β

∫ N

0
xβ−1P (|X| > x) dx + β

∫ ∞

N
xβ−1P (|X| > x) dx

≤ Nβ + βϵ

∫ ∞

N
xβ−α−1 dx < ∞·

Utilizando os resultados dos Teoremas 4.17 e 4.19 vamos mostrar no seguinte exemplo
que existem variáveis aleatórias para quais momentos de qualquer ordem não existem, ou
seja, vamos mostrar que existe uma variável aleatória satisfazendo que

lim
n→∞

nαP (|X| > n) = 0

para todo α > 0 mas, para a qual

E(|X|α) =∞, ∀α > 0·

Exemplo 4.26

Seja X uma variável aleatória com função de densidade

f(x) =


1

2|x| log2(|X|)
, caso |x| > e

0, caso contrário

·

A função de distribuição de X é dada por

FX(x) =



1

2 log(|x|)
, caso x < −e

1

2
, caso − e < x < e

1− 1

2 log(x)
, caso x ≥ e

·

Então, para x > e, temos que

P (|X| > x) = 1− FX(x) + FX(x
−) =

1

2 log(x)
,

e
lim
x→∞

xαP (|X| > x) =∞, ∀α > 0·

Segue então que E(|X|) =∞, qualquer seja α > 0.
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Na próxima propriedade vamos utilizar funções convexas. Uma função g é dita convexa
se podemos afirmar que, para quaisquer x e y pertencentes ao domı́nio e ∀α ∈ [0, 1], tem-se:

g
(
αx+ (1− α)y

)
≤ αg(x) + (1− α)g(y)g

(
αx+ (1− α)y

)
≤ αg(x) + (1− α)g(y)·

Caso g seja duas vezes diferenciável e g′′(x) ≥ 0 para todo x, então g é convexa. Pode-se
demonstrar que se g é convexa, então g encontra-se acima de qualquer linha que atinge g em
algum ponto, chamada de linha tangente.

Caso a função g seja convexa, temos que −g é côncava. Muitas funções bem conhecidas
são convexas, como exemplos podemos mencionar g(x) = x2, g(x) = |x| e g(x) = ex. Caso
a função seja côncava, além dos exemplos evidentes, a função g(x) = log(x) é um exemplo
t́ıpico de função côncava.

Teorema 4.20 (Desigualdade de Jensen)

Seja g uma função real convexa. Se a variável aleatória X têm média finita, então

g
(
E(X)

)
≤ E

(
g(X)

)
· (4.34)

Demonstração : Seja l(x) = a+bx a linha tangente a g no ponto E(X). Dado que g é convexa,
fica acima da linha l. Assim,

E
(
g(X)

)
≥ E

(
l(X)

)
= E(a+ bX) = a+ bE(X) = l

(
E(X)

)
= g

(
E(X)

)
·

Pode-se utilizar a desigualdade de Jensen em diversas situações. Por exemplo, se g(x) =
|x|, como consequência da afirmação em (4.34) temos que

|E(X)| ≤ E(|X|)·

Mais ainda, caso g(x) = x2 obtemos(
E(X)

)2 ≤ E(X2),

da qual também deduzimos que, escolhendo g(x) = |x|p onde p ≥ 1 temos∣∣E(X)
∣∣p ≤ E(|X|p)·

Como última situação particular de função convexa consideramos g(x) = 1/x, da qual con-
clúımos que

1

E(X)
≤ E

(
1

X

)
·

Foi mencionado que caso g fosse uma função convexa então −g é côncava e, nesta situação,
vale a desigualdade de Jensen contrária, isto é

g
(
E(X)

)
≥ E

(
g(X)

)
,

para função côncavas. Um exemplo t́ıpico desta situação acontece quando g(x) = log(x) e,
portanto

E
(
log(X)

)
≤ log

(
E(X)

)
·
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4.1.3 Percentis

Vimos que, para algumas distribuições, a média não existe. Consideramos a seguir outras
caracteŕısticas, chamadas de percentis, os quais sempre existem.

Exemplo 4.27 (Apostas Justas)

Suponha que X seja a quantidade de chuva que cairá amanhã e que X tenha função de
distribuição FX . Suponha ainda que queremos colocar uma aposta de dinheiro igual em
X da seguinte forma: Se X ≤ x0, ganhamos um Real e se X > x0 perdemos um Real.
Para tornar esta aposta justa, precisamos que

P (X ≤ x0) = P (X > x0) = 1/2·

Podemos pesquisar através de todos os números reais x tentando encontrar um tal que
FX(x) = 1/2, e então vamos considerar x0 igual ao valor que encontramos. Se FX é uma
função um-para-um, então FX tem inversa e

x0 = F−1
X (1/2)·

O valor x0 que procuramos no Exemplo 4.27 é chamado de quantil 0.5 de X ou do 50%
percentil de X, porque 50% da distribuição de X é igual ou inferior a x0.

Definição 4.5 (Percentil)

O número x satisfazendo que

P (X ≤ x) ≥ p e P (X ≥ x) ≥ 1− p, 0 < p < 1,

é chamado de percentil de ordem p ou 100p-ésimo percentil para a variável aleatória X
ou percentil da distribuição FX de X. Escrevemos que δp é o percentil de ordem p da
variável aleatória X.

Exemplo 4.28

Seja X ∼ Exponencial(θ). Então, a função de distribuição de X é

FX(x) = 1− e−
x
θ , x ≥ 0·

Para encontrarmos o percentil desta distribuição fazemos 1 − e−
x
θ ≥ p e e−

x
θ ≥ 1 − p,

do qual temos que e−
x
θ = 1 − p e obtemos que a expressão do percentil da distribuição

Exponencial é
δp = −θ ln(1− p)·

No próximo exemplo utilizaremos um conceito empregado nas apólices ou contratos de
seguros, conhecido como valor em risco2.

2Segundo a SUSEP, Valor em Risco (VR) é o valor total de reposição dos bens segurados imediatamente
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Exemplo 4.29 (Valor em risco)

Valor em risco. O gerente de uma carteira de investimentos está interessado em quanto
dinheiro a carteira pode perder em um horizonte de tempo fixo. Seja X a mudança
no valor da carteira dada durante um peŕıodo de um mês. Suponha que X seja uma
variável aleatória. O gerente calcula uma quantidade conhecida no mundo da gestão de
risco como valor em risco, denotado por VR. Para ser espećıfico, consideremos Y = −X
representar a perda incorrida pela carteira ao longo de um mês. O gerente quer ter um
ńıvel de confiança sobre o tamanho do Y . Neste exemplo, o gerente especifica um ńıvel
de probabilidade como 0.99 e, em seguida, localiza y0, o quantil 0.99 de Y .

O gerente agora tem 99% de certeza de que Y ≤ y0 e y0 é chamado de valor em risco
ou VR. Se X tem uma distribuição cont́ınua, então é fácil ver que y0 está intimamente
relacionado ao quantil 0.01 da distribuição de X. O quantil x0 de 0.01 tem a propriedade
que

P (X < x0) = 0.01·

Mas
P (X < x0) = P (Y > −x0) = 1− P (Y ≤ −x0)·

Portanto, −x0 é um quantil de 0.99 de Y .

No exemplo utilizamos o conceito de quantil. Quantis são pontos estabelecidos em in-
tervalos regulares a partir da função distribuição, de uma variável aleatória. Os quantis
dividem os dados ordenados em q subconjuntos de dados de dimensão essencialmente igual
dando origem a q-quantis.

De outra forma, o k-ésimo q-quantil é o valor x tal que a probabilidade da variável aleatória
ser inferior x é, no máximo, k/q e a probabilidade da variável aleatória ser superior ou igual
a x é, pelo menos, (q − k)/q. Temos então q − 1 quantis, sendo k um inteiro satisfazendo
0 < k < q.

Mais especificamente ainda, quantis são alguns dos percentis assim temos que δ0.01 é o
quantil de 0.01. Se, em vez de usar inteiros k e q, o p-quantil é baseado em um número real
p com 0 < p < 1, então, p substitui k/q nas fórmulas acima e conclúımos que percentil e
quantil são dois nomes para o mesmo conceito.

Acontece que, se δp é o percentil de ordem p da variável aleatória X, com função de
distribuição FX , temos que

p ≤ FX(δp) ≤ p+ P (X = δp)·

Observemos ainda que, se P (X = δp) = 0, como no caso de variáveis aleatórias cont́ınuas, o
percentil de ordem p é solução da equação

FX(δp) = p· (4.35)

Se a função de distribuição FX é estritamente crescente a equação em (4.35) tem solução
única, como a situação apresentada no Exemplo 4.28. Caso contrário, pode haver várias
soluções, inclusive un número não enumerável, uma de tais soluções será chamada de percentil
de ordem p.

antes da ocorrência do sinistro. A SUSEP é o órgão responsável pelo controle e fiscalização dos mercados de
seguro, previdência privada aberta, capitalização e resseguro. Autarquia vinculada ao Ministério da Fazenda.
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Exemplo 4.30

Seja X ∼ Bernoulli(p). Utilizando a expressão da função de probabilidade mostrada em
(3.11), a função de distribuição correspondente é

FX(x) =


0, se, x < x1

p, se x1 ≤ x < x2

1, se x2 ≤ x

·

Vejamos agora como obter os percentis. Acontece que somente podemos definir percentis
de ordem p e qualquer seja o ponto entre x1 e x2 satisfaz que FX(δp) = p.

No seguinte Exemplo 4.32 utilizaremos que se c é uma constante qualquer a distribuição
da variável aleatória cX continua sendo Uniforme cont́ınua no intervalo [ac, bc]. Resulta que,

se X ∼ U(a, b), ou seja, se f(x) =
1

b− a
para a ≤ x ≤ b e zero em caso contrário temos que

P (cX ≤ x) = P
(
X ≤ x

c

)
= FX

(x
c

)
=

x

c
− a

b− a
=

x− ca

cb− ca
, para x ∈ [ca, cb]·

Exemplo 4.31

No Exemplo 3.22 foi encontrado que, caso a distribuição de X seja Uniforme cont́ınua,
então

FX(x) =
x− a

b− a
, x ∈ [a, b]·

Isto implica que o percentil de ordem p desta distribuição é da forma

δp = pb+ (1− p)a,

sendo esta expressão obtida como solução da equação em (4.35).

Vejamos um exemplo da utilidade dos percentis, também associado a risco de investimen-
tos, como no Exemplo 4.29.

Exemplo 4.32 (Investidor)

Um investidor está tentando escolher entre duas ações posśıveis para comprar um inves-
timento de três meses. Uma ação custa R$50,00 por ação e tem uma taxa de retorno de
R1 reais por ação para o peŕıodo de três meses, em que R1 é uma variável aleatória. O
segundo estoque custa R$30,00 por ação e tem uma taxa de retorno de R2 por ação para
o mesmo peŕıodo de três meses. O investidor tem um total de R$6.000,00 para investir.
Para este exemplo, suponha que o investidor compre ações de apenas uma ação. Supo-
nha que R1 tem a distribuição uniforme cont́ınua no intervalo [−10, 20] e que R2 tem a
distribuição uniforme cont́ınua no intervalo [−4, 5, 10]. Devemos primeiro calcular o valor
esperado em reais de investir em cada uma das duas ações. Para o primeiro estoque, os
R$6.000,00 serão aplicados para comprar 120 ações, então o retorno será 120 × R1, cuja
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esperança é 120E(R1) =R$600,00. Para o segundo estoque, os R$6.000,00 vai comprar
200 ações, então o retorno será 200E(R2) =R$550,00.

O primeiro estoque tem um retorno esperado maior. Além de calcular o retorno espe-
rado, devemos também perguntar qual dos dois investimentos é mais arriscado. Vamos
agora calcular o valor em risco (VR) a uma probabilidade de 0.97 para cada investimento.
VR será o negativo do quantil 1− 0.97 = 0.03 para o retorno de cada investimento. Para
o primeiro estoque, o retorno 120×R1 tem a distribuição uniforme cont́ınua no intervalo
[−1.200, 2.400], cujo quantil 0.03 é 0.03×2.400+0, 97× (−1.200) = −1.092. Então VR =
1.092. Para o segundo estoque, o retorno 200×R2 tem a distribuição uniforme cont́ınua
no intervalo [−900, 2.000] cujo quantil 0.03 é 0.03×2.000+0.97×(−900) = −813, segundo
o resultado obtido no Exemplo 4.31. Então VR = 813. Até embora o primeiro estoque
tenha maior retorno esperado, o segundo estoque parece ser ligeiramente menos arriscado
em termos de VR. Como devemos equilibrar risco e retorno esperado e escolher entre as
duas compras? Uma maneira de responder a essa pergunta é ilustrada no Exemplo 4.37,
depois de aprendermos sobre utilidade.

Uma desvantagem da esperança é ser instável, isto é, é muito senśıvel à pequenas per-
turbações, pequenas modificações na distribuição da variável se refletem em importantes
mudanças nos valores da esperança. Outra desvantagem da esperança é que nem sempre
existe. Inclusive isto pode ocorrer em distribuições simétricas. Portanto, a simetria não ga-
rante a existência da esperança. Neste sentido, não é uma boa medida de centralidade, dado
que qualquer medida de centralidade deveria coincidir com o centro de simetria da função de
densidade f , no caso deste existir.

Para entendermos o porquê pequenas perturbações na distribuição de uma variável aleató-
ria são refletidas na esperança consideremos, no seguinte exemplo, o caso de uma variável
aleatória Y com distribuição Uniforme modificada.

Exemplo 4.33

Seja X ∼ Uniforme(0, 1), com função de densidade segundo a Definição 3.22. Faremos
agora uma pequena modificação na função de densidade Uniforme(0, 1) da seguinte forma

f(y) =


1, se 0 ≤ y < 0.9

0.8, se 0.9 ≤ y < 0.95

1.2, se 0.95 ≤ y ≤ 1

· (4.36)

Diremos que Y é uma variável aleatória Uniforme modificada se tiver como função de
densidade a explicitada em (4.36). Pode-se verificar que a expressão acima realmente
define uma função de densidade.

Não é muito dif́ıcil perceber que E(X) = 1/2 enquanto E(Y ) = 0.412.

Para eliminarmos, se posśıvel, esta deficiência surge a ideia de definirmos outras medidas
de centralidade, por exemplo, a mediana. Se existe um valor que tenha a mesma probabilidade
à sua direita do que a esquerda, esse valor é a mediana. Esse número poder ser obtido sempre
no caso de uma variável aleatória cont́ınua. Se X é simétrica então a mediana coincide com
o centro de simetria. Uma definição geral da mediana é a seguinte.
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Definição 4.6 (Mediana)

Dizemos que m é uma mediana da variável aleatória X, se satisfaz que

P (X ≥ m) ≥ 1

2
e que P (X ≤ m) ≥ 1

2
·

Observemos que, caso X seja discreta, então a mediana m deve satisfazer que

1

2
≤ P (X ≤ m) ≤ 1

2
+ P (X = m)·

Exemplo 4.34

A densidade Cauchy(0, 1) é dada por

f(x) =
1

π

1

1 + x2
, para x ∈ R·

Esta função é par e por isso simétrica. Esta distribuição não tem esperança, provaremos
isso fazendo y = 1 + x2, obtendo dy = 2x dx, logo∫ ∞

0

1

π

x

1 + x2
dx =

1

2π

∫ ∞

1

1

y
dy =

1

2π
log(y)

∣∣∣∣∞
1

= +∞·

Agora, a mediana desta variável aleatória é m = 0.

Acontece que a mediana sempre existe e, se não é única, o conjunto das medianas é
conexo, quer dizer, o conjunto de todas as medianas de uma variável aleatória é um intervalo
em R. Para demonstrarmos isto, primeiro provamos o seguinte resultado.

Teorema 4.21

Seja X uma variável aleatória com função de distribuição FX . Então,

P
(
X ≥ F−1

X (y)
)
≥ 1− y·

Demonstração : Definimos o conjunto

F−1(y) = inf{x : FX(x) ≥ y}· (4.37)

Seja x < F−1
X (y), então como F−1

X (y) é mı́nimo do conjunto em (4.37), temos que FX(x) < y.
Vamos assumir, sem perda de generalidade, que

x = F−1
X (y)− 1

n
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a qual satisfaz que x < F−1
X (y). Dessa maneira temos que

F−1
X (x) = F−1

X

(
F−1
X (y)− 1

n

)
< y,

o qual significa que P
(
X ≤ F−1

X (y)− 1
n

)
< y. Definamos os eventos

An =

{
ω ∈ Ω : X(ω) ≤ F−1

X (y)− 1

n

}
·

A sequência de eventos {An} é não decrescente e satisfaz que

∞∪
n=1

An = {ω ∈ Ω : X(ω) < F−1
X (y)}·

Portanto

lim
n→∞

P
(
X ≤ F−1

X (y)− 1

n

)
= P

(
X < F−1

X (y)
)

< y,

do qual conclúımos que P
(
X ≥ F−1

X (y)
)
≥ 1− y.

A mediana é especial. A mediana de uma distribuição é uma das várias caracteŕısticas
que as pessoas gostam de usar ao sumarizar a distribuição de uma variável aleatória. Como
a mediana é um resumo tão popular, precisamos observar que há várias definições diferentes,
porém semelhantes, de mediana. Lembre-se de que o quantil 1/2 é o menor número x tal
que FX(x) ≤ 1/2. Para algumas distribuições, geralmente distribuições discretas, haverá
um intervalo de números [x1, x2) tal que para todo x ∈ (x1, x2), FX(x) = 1/2. Nesses
casos, é comum referir para todos esses x (incluindo x2) como medianas da distribuição.
Outra convenção popular é chamar (x1 + x2)/2 a mediana. Esta última é provavelmente
a convenção mais comum. Os leitores devem estar cientes de que, sempre que encontrarem
uma mediana, pode ser qualquer uma das coisas que acabamos de discutir. Felizmente, todos
eles significam quase a mesma coisa, ou seja, que o número divide a distribuição pela metade,
tanto quanto posśıvel.

Agora vamos demonstrar o grande resultado desta subseção, com o seguinte teorema
garantimos que a mediana sempre existe e dizemos como encontrar-la.

Teorema 4.22 (Propriedades da mediana)

Seja X uma variável aleatória com função de distribuição FX . Então

(a) F−1
X

(
1
2

)
, é uma mediana.

(b) Se m é uma mediana de X, então F−1
X

(
1
2

)
≤ m.

(c) Caso ma e mb sejam medianas de X, então todo m ∈ (ma,mb), é também mediana
de X.
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Demonstração : (a) Pelo Teorema 4.21 sabemos que P (X ≥ F−1
X (12)) ≥

1
2 . Baste agora

escolher y = 1/2 e substituir em (4.37).

(b) Caso m∗ seja uma outra mediana temos que P (X ≤ m∗) ≥ 1/2, do qual resulta que

m∗ ∈ {x : FX(x) ≥ 1/2}·

Devido a que F−1
X (1/2) = inf{x : FX(x) ≥ 1/2}, resulta que F−1

X (1/2) ≤ m∗.

(c) Seja m ∈ (ma,mb). Então, P (X ≥ ma) ≥ P (X ≥ m) ≥ P (X ≥ mb) ≥ 1/2. Por outro
lado, 1/2 ≤ P (X ≤ ma) ≤ P (X ≤ m) ≤ P (X ≤ mb).

Exemplo 4.35

Seja X uma variável aleatória discreta com função de probabilidade

P (X = −2) = P (X = 0) =
1

4
, P (X = 1) =

1

3
, P (X = 2) =

1

6
·

Então

P (X ≤ 0) =
1

2
e P (X ≥ 0) =

3

4
>

1

2
·

De fato, se x é qualquer número tal que 0 < x < 1, temos que

P (X ≤ x) = P (X = −2) + P (X = 0) =
1

2

e

P (X ≥ x) = P (X = 1) + P (X = 2) =
1

2
·

Conclúımos então que qualquer x, 0 ≤ x < 1, é mediana da variável aleatória X. Utili-
zando a relação em (4.37) escolhemos como mediana o ponto 0.

Teorema 4.23

Seja X uma variável aleatória com esperança finita e seja m uma mediana. Então m
minimiza E(|X − c|), c ∈ R, isto é,

E
(
|X −m|

)
= min

c∈R
E
(
|X − c|

)
·

Demonstração : Vamos supor que m < c, a demonstração para o caso contrário c < m é
análoga. Desejamos provar que E(|X − c|) ≥ E(|X −m|). Escolhemos então λ = c−m > 0
e

• se x ≤ m, então |x− c| = |x−m|+ λ;

• se x > m, então |x− c| ≥ |x−m| − λ.

Disto obtemos que
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• caso X ≤ m, então |X − c| − |X −m| = λ;

• caso X > m, então |X − c| − |X −m| ≥ −λ.

Como m é mediana, P (X ≤ m) ≥ 1/2 e P (X > m) = 1 − P (X ≤ m) ≤ 1/2. Então, a
variável aleatória Y = |X − c| − |X −m| tem esperança não negativa, pois assume λ > 0
com probabilidade maior do que 1/2 e assume valores maiores do que −λ com probabilidade
menor do que 1/2. Podemos dizer que

Y ≥ λ111[X≤m] − λ111[x>m]

do qual obtemos que

E(Y ) ≥ λE
(
111[X≤m]

)
− λE

(
111[x>m]

)
≥ λP (X ≤ m) − λP (X > m) = λ

(
P (X ≤ m) − P (X > m)

)
≥ λ

(
1
2 −

1
2

)
= 0·

Conclúımos que E(Y ) ≥ 0, logo E
(
|X − c|

)
≥ E

(
|X −m|

)
.

4.2 Variância

Um valor central é importante porém pouco informa se não consideramos alguma medida de
quão dispersos estiverem os valores da variável ao redor dele. A utilidade do valor esperado,
como uma previsão para o resultado de um experimento, é maior quando o resultado não
é provável que se afaste demasiado do valor esperado. Nesta seção, vamos introduzir uma
medida deste desvio, chamado variância. Antes, vejamos algumas relações.

Se E(Xn) existe para algum inteiro positivo n, chamaremos E(Xn) o n-ésimo momento
de X na origem. Utilizaremos a seguinte notação

µn = E(Xn)·

Definição 4.7

Sejam k um número inteiro positivo e c uma constante. Se a esperança E(X − c)k

existe o chamaremos de momento de ordem k no ponto c. Escolhendo c = E(X) = µ,
chamaremos E(X−µ)k o momento central do ordem k ou momento de ordem k na média.
Escrevemos

mk = E(X − µ)k· (4.38)

Se conhecermos os coeficientes m1, · · · ,mk podemos calcular µ1, · · · , µk e reciprocamente.
Temos que

mk = E(X − µ)k = µk −
(
k

1

)
mµk−1 +

(
k

2

)
m2µk−2 − · · ·+ (−1)kmk
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e

µk = E(X − µ+ µ)k = mk +

(
k

1

)
mµk−1 +

(
k

2

)
m2µk−2 +mk·

O caso k = 2 na Definição 4.7 é de especial importância, é a chamada variância. Então, a
variância de uma variável aleatória é uma medida do grau de dispersão dos diferentes valores
assumidos pela variável. Sua definição é a seguinte.

Definição 4.8 (Variância)

A variância de uma variável aleatória X, denotada por Var(X), define-se como a espe-
rança a seguir, caso exista,

Var(X) = E
((

X − E(X)
)2)· (4.39)

Observemos que se E(X2) existe, a variância é momento de ordem 2 na média. Quando X
é discreta com função de probabilidade P (X) e esperança finita µ a variância de X, quando
existe, se calcula como

Var(X) =
∑
x

(x− µ)2P (X = x)·

Se X é absolutamente cont́ınua com função de densidade f(x) e esperança finita µ, então a
variância de X, quando existe, é calculada como

Var(X) =

∫ ∞

−∞
(x− µ)2f(x) dx·

Observemos que, para qualquer variável aleatória X, temos que Var(X) ≥ 0. A variância
denota-se regularmente pelo śımbolo σ2. À raiz quadrada positiva de Var(X) se le conhece
como desvio padrão e se denota por σ. Novamente há situações nas quais a variância não é
finita, e nestas situações se disse que a variável aleatória não tem variância. Observe que para
calcular a variância é necessário conhecer primeiro a esperança. Uma observação também é
que, em geral,

Var(X + Y ) ̸= Var(X) + Var(Y )·

Para ver isto, podemos escolher Y = X, com Var(X) ̸= 0 e verificamos a não igualdade.

Teorema 4.24

Seja X uma variável aleatória tal que E(X2) seja finita. Então

Var(X) = E(X2)− E2(X)·
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Demonstração : Observemos que

Var(X) = E
(
[X − E(X)]2

)
= E[X2 − 2X E(X) + E2(X)] = E(X2)− E2(X)·

Exemplo 4.36 (Distribuição Bernoulli)

Seja X uma variável aleatória com função de probabilidade Bernoulli(θ). Encontremos
Var(X). Sabemos que E(X) = θ, então devemos calcular E(X2).

E(X2) = 02P (X = 0) + 12P (X = 1) = θ,

logo E(X2) = θ e, portanto, Var(X) = θ − θ2 = θ(1− θ).

Exemplo 4.37 (Investimento)

No Exemplo 4.32 comparamos duas posśıveis compras de ações com base em seus retornos
esperados e valor em risco, VR. Suponha que o investidor tenha uma função de utilidade
não linear para reais. Para ser espećıfico, suponha que a utilidade de um retorno de x
seja uma função da forma

U(x) =

{
xα, para x ≥ 0

x, para x ≤ 0
·

Podemos calcular a utilidade esperada do retorno de cada uma das duas posśıveis compras
de ações no Exemplo 4.32 para decidir qual é mais favorável. Se R é o retorno por ação
e nós compramos s ações, então o retorno é X = sR e a utilidade esperada do retorno é

E
(
U(sR)

)
=

∫ 0

−∞
srf(r) dr +

∫ ∞

0

(sr)0.8f(r) dr, (4.40)

onde f é a função de densidade de R e selecionamos α = 0.8. Para o primeiro estoque,
o retorno por ação é R1 com distribuição uniforme no intervalo [−10, 20] e o número de
ações seria s1 = 120. Isto faz (4.40) igual a

E
(
U(120R1)

)
=

∫ 0

−10

120r

30
dr +

∫ 20

0

(120r)0.8

30
dr = 12.6·

Para o segundo estoque, o retorno por ação é R2 com distribuição uniforme no intervalo
[−4, 5, 10] e o número de ações seria s2 = 200. Isto faz (4.40) igual a

E
(
U(200R2)

)
=

∫ 0

−4.5

200r

14.5
dr +

∫ 10

0

(200r)0.8

14.5
dr = 27.9·

Com a função de utilidade, a utilidade esperada da compra de ações é negativa porque os
grandes ganhos, aqui considerados assim àqueles até 120 × 20 = 2400, adicionam menos
à utilidade 24000.8 = 506 do que as grandes perdas, àqueles até 120×−10 = −1200 tire
do utilitário. A segunda compra de ações tem utilidade esperada positiva, por isso seria
a escolha preferida neste exemplo.



4.2. VARIÂNCIA 201

4.2.1 Propriedades da variância

Teorema 4.25

Seja X uma variável aleatória constante, isto é, X = c sendo c uma constante real
qualquer. Então Var(X) = 0.

Demonstração : Sabemos que E(X) = c, então

Var(X) = E[(X − c)2] = E(0) = 0·

Significa que a variância de qualquer número real é zero e assim dizemos que ausência
de variância significa que a variável aleatória é degenerada ou não aleatória, é determińıstica
nesta situação.

Teorema 4.26

SejaX uma variável aleatória. Então, para todo a, b ∈ R, temos que Var(X+b) = Var(X)
e Var(aX + b) = a2Var(X).

Demonstração : Sabemos que E(aX + b) = aE(X) + b, então

Var(aX + b) = E[aX + b− aE(X)− b]2 = E{a2[X − E(X)]2}

= a2Var(X)·

Exemplo 4.38

Assumiremos que E|X|2 <∞ e definamos

Z =
X − E(X)√

Var(X)
=

X − µ

σ
·

Percebemos então que E(Z) = 0 e Var(Z) = 1. Chamaremos Z de variável aleatória
padronizada. Na expressão anterior assumimos Var(x) = σ2, sedo esta uma notação
comum para a variância.

Teorema 4.27

Seja X uma variável aleatória. Então Var(X) ≤ E(X − c)2, para qualquer c ̸= E(X).



202 CAPÍTULO 4. MOMENTOS

Demonstração : Temos que

Var(X) = E(X − µ)2 = E(X − c)2 + (c− µ)2·

Vejamos uma situação simples, onde possamos fazer os cálculos para mostrar esta desi-
gualdade.

Exemplo 4.39

Consideremos a situação em que X ∼ Uniforme(α, β). Neste caso E(X) =
β + α

2
e

E(X2) =
β2 + αβ − α2

3
. Obtemos então que

Var(X) =
β2 + αβ + α2

3
− (α+ β)2

4
·

Continuando nossos cálculos, encontramos que

E(X − c)2 =
3c2 − 3c+ 1

3
·

Isto significa que E(X − c)2 ≥ β2 + αβ + α2

3
− (α + β)2

4
.
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Figura 4.3: Gráfico da função E(X − c)2 em termos de c, especificamente no caso em que
X ∼ Unofmre(0, 1). Este é um caso particular daquele considerado no Exemplo 4.39.

No Teorema 4.27 foi dito que c ̸= E(X), sendo c uma constante qualquer. Acontece que
c deve pertencer ao suporte ou conjunto de valores da variável aleatória tais que a função
de densidade seja estritamente positiva. Caso contrário não faz sentido porque simplesmente
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não temos como encontrar os momentos de X. Na Figura 4.3 apresentamos o comportamento
de E(X − c)2, como função de c para o caso em que X ∼ Uniforme(0, 1).

4.3 Funções geradoras

Vamos agora considerar uma maneira diferente de caracterizar a distribuição de uma variável
aleatória mais intimamente relacionada com seus momentos do que com sua função de dis-
tribuição.

4.3.1 Função geradora de probabilidade

Nesta seção estudaremos funções que geram probabilidades ou momentos de variáveis alea-
tórias. A situação mais simples destas funções na teoria das probabilidades está associada
a variáveis aleatórias discretas com valores inteiros. Seja X uma variável aleatória discreta
com função de probabilidade como

p
X
(x) = P (X = x), (4.41)

para x = 0, 1, 2, . . . e
∞∑
x=0

p
X
(x) = 1.

Definição 4.9

Seja X uma variável aleatória discreta com função de probabilidade como em (4.41). A
função definida como

GX(s) = E(sX) =
∞∑
x=0

p
X
(x)sx, (4.42)

é chamada de função geradora de probabilidade da variável aleatória X.

Observemos que se a variável aleatória X assume somente um número finito de valores,
atribúımos probabilidade zero a todos os valores que não ocorrem. Desta forma, a série em
(4.42) sempre está bem definida. Percebemos também que

GX(0) = P (X = 0) e GX(1) =
∞∑
x=0

P (X = x) = 1·

Exemplo 4.40

Seja X ∼ Bernoulli(θ), 0 < θ < 1, ou seja, P (X = 0) = 1− θ e P (X = 1) = θ. Então

GX(s) = (1− θ)s0 + θs1 = 1− θ + θs,

é a expressão matemática da função geradora de probabilidade neste caso. Observe que,
GX(0) = 1− θ = P (X = 0) e que GX(1) = 1.
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A função GX(·) é uma série de potências que, para qualquer distribuição espećıfica, é
conhecida como a função geradora de probabilidade associada. As funções de geradoras
de probabilidades têm propriedades interessantes e geralmente podem reduzir bastante a
quantidade de trabalho árduo envolvido na análise de uma distribuição.

Teorema 4.28

Seja X uma variável aleatória discreta com função de probabilidade como em (4.41). A
função geradora de probabilidade GX(s) é uma série convergente para |s| ≤ 1.

Demonstração : A série em (4.42) é conhecida como série de potencias. Observemos que se
|s| = 1, GX(s) = 1 e se |s| < 1, então

∞∑
x=0

pX (x)|s|
x ≤

∞∑
x=0

pX (x) = 1·

Logo GX(s) é convergente quando |s| ≤ 1.

O Teorema 4.28 se refere à situação em que a variável aleatória discreta assume infinitos
valores.

Exemplo 4.41

Seja X uma variável aleatória com função de probabilidade Poisson(λ), ou seja,

P (X = x) = e−λλ
x

x!
, para x = 0, 1, 2, · · · ·

Então

GX(s) =
∞∑
x=0

p
X
(x)sx =

∞∑
x=0

e−λ

x!
(sλ)x = e−λesλ = e−λ(1−s), |s| ≤ 1·

Teorema 4.29

SejaX uma variável aleatória discreta com valores inteiros e seja GX(s) a função geradora
de probabilidade. A fórmula

P (X = n) =
1

n!

dnGX(s)

dsn

∣∣∣∣
s=0

, n = 0, 1, 2, · · · (4.43)

permite construir a função de probabilidades de X a partir de derivadas da função gera-
dora de probabilidade.
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Demonstração : Observemos primeiro que

GX(s) = pX (0)s
0 + pX (1)s

1 + pX (2)s
2 + pX (3)s

3 + · · · ,

logo GX(0) = pX (0) e, portanto, P (X = 0) = GX(0). Por outro lado

dGX(s)

ds
= pX (1) + 2pX (2)s+ 3pX (3)s

2 + · · · ,

logo dGX(0)/ds = pX (1). Também

d2GX(s)

ds2
= 2pX (2) + 3!pX (3)s+ 4× 3pX (4)s

2 + . . . ,

logo d2GX(0)/ds2 = 2!pX (2), portanto, pX (2) = ( ds2GX(0)/ds2)/2! e assim sucessiva-
mente.

Este teorema mostra uma forma de obtermos, via derivação, da função de probabilidade.
Uma outra forma de obtermos esta função seria expandir em série de potências de s a função
geradora de probabilidade e fazer p

X
(x) igual ao coeficiente respectivo da potência sx na série

resultante.

Exemplo 4.42

Seja X uma variável aleatória com função geradora de probabilidade GX(s) =
s

5
(2+3s2).

Encontremos a distribuição de X.
Utilizando o Teorema 4.29:

• GX(0) =
0

5
(2 + 3× 02) = P (X = 0) = 0,

• G′
X(s) =

2

5
+

9

5
s2, implica que G′

X(0) = P (X = 1) =
2

5
,

• G′′
X(s) =

18

5
s, implica que

1

2
G′′

X(0) = P (X = 2) = 0,

• G′′′
X(s) =

18

5
, implica que

1

3!
G′′′

X(0) = P (X = 3) =
3

5

• G
(r)
X (s) = 0, para todo r ≥ 4, do qual temos

1

r!
G

(r)
X (0) = P (X = r) = 0.

Então

X =

{
1, com probabilidade 2/5

3, com probabilidade 3/5
·

Propriedades da função geradora de probabilidade

Estudamos como a través da função geradora de probabilidade obtemos a função de proba-
bilidade de uma variável aleatória discreta. Vejamos agora outras propriedades esta função.
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Teorema 4.30

Sejam X e Y duas variáveis aleatórias assumindo valores em {0, 1, . . .} tais que GX(s)
e GY (s) existem e coincidem em algum intervalo ao redor do ponto s = 0. Então X e Y
tem a mesma distribuição de probabilidade.

Demonstração : Para cada x ≥ 0, sejam ax = P (X = x) e bx = P (Y = x). A igualdade

GX(s) = GY (s) se escreve da forma:
∞∑
x=0

axs
x =

∞∑
x=0

bxs
x.

Para que estas duas séries de potências em s coincidirem, em algum intervalo não trivial
ao redor do zero, seus coeficientes devem coincidir, isto é, ax = bx para cada x ≥ 0. Isto
significa que as distribuições de probabilidade coincidem.

O Teorema 4.30 significa que: se podemos mostrar que duas variáveis aleatórias têm a
mesma função geradora de probabilidade em algum intervalo contendo 0, então mostramos
que as duas variáveis aleatórias tem a mesma distribuição. Outra maneira de expressar isso
é dizer que a função geradora de probabilidade de X nos diz tudo o que há para saber sobre
a distribuição de X.

Além de calcular probabilidades, também podemos usar a função geradora de probabi-
lidade para calcular os momentos da distribuição de X. Os momentos de uma distribuição
são a média, variância etc.

Teorema 4.31

Se o n-ésimo momento fatorial da variável aleatória X existe, então

lim
s→1

dn

dsn
GX(s) = E

(
X(X − 1) · · · (X − n+ 1)

)
· (4.44)

Demonstração : Como as séries de potências absolutamente convergentes podem ser derivadas
termo a termo conservando-se o mesmo radio de convergência, temos que

G
(n)
X (s) =

dn

dsn

∞∑
x=0

sxpx =
∞∑
x=0

px
dn

dsn
sx

=

∞∑
x=0

pxx(x− 1) · · · (x− n+ 1)sx−n·

Como por hipóteses a esperança existe, pelo Teorema de Abel3 obtemos o resultado em
(4.44).

3Teorema de Abel: Seja a série de constantes
∑∞

n=0 cn convergente e f(x) =
∑∞

n=0 cnx
n, −1 < x < 1.

Então limx→1 f(x) =
∑∞

n=0 cn. Para demonstração ver Teorema 8.2, p.174, Rudin (1976)
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Como consequência deste teorema obtemos que

E(X) = G′
X(1) e Var(X) = G′′

X(1) +G′
X(1)−

(
G′

X(1)
)2· (4.45)

Isto deriva do fato que

G′
X(s) =

∞∑
x=0

xP (X = x)sx−1 =
∞∑
x=1

xP (X = x)sx−1,

logo G′
X(1) = E(X). Lembrando que Var(X) = E(X2) − E2(X), encontremos primeiro

E(X2). Acontece que

E(X2) = G′′
X(1) +G′

X(1), (4.46)

já que

G′′
X(s) =

∞∑
x=2

x(x− 1)P (X = x)sx−2 =
∞∑
x=2

(x2 − x)P (X = x)sx−2,

desde que a série
∞∑
x=2

x2P (X = x)sx−2 seja convergente obtém-se (4.46). Como consequência

provamos os resultados em (4.45).

Exemplo 4.43 (Distribuição Geométrica)

Seja X ∼ Geometrica(θ). Significa que P (X = x) = θ(1 − θ)x, para x = 0, 1, 2, · · · e
0 < θ < 1. Segundo a Definição 4.9

GX(s) =
∞∑
s=0

sxθ(1− θ)x = θ
∞∑
s=0

(
(1− θ)s

)x
=

θ

1− (1− θ)s
, para todo s tal que |(1− θ)s| < 1·

Portanto GX(s) =
θ

1− (1− θ)s
, sempre que |s| < 1

1− θ
.

Por simples derivação obtemos que

G′
X(s) =

d

dx

θ

1− (1− θ)s
=

θ(1− θ)(
1− (1− θ)s

)2 ,
avaliando em s = 1, temos E(X) = G′

X(1) =
1− θ

θ
. Também

G′′
X(s) =

2θ(1− θ)2(
1− (1− θ)s

)3 ,
avaliando em s = 1, temos Var(X) =

1− θ

θ2
.
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Devemos esclarecer que existe uma outra parametrização da Distribuição Geométrica,
desta vez a mudança é que a contagem começa em 1 e não em zero, como no caso do
Exemplo 4.43. Caso seja esta a situação

E(X) =
1

θ
e Var(X) =

1− θ

θ2
·

4.3.2 Função geradora de momentos

Esta é uma outra função que pode associar-se a algumas distribuições de probabilidade. Sua
existência não está garantida em todos os casos, quando existe, pode identificar a distribuição
associada e possui propriedades semelhantes à função geradora de probabilidade, estudada
na Seção 4.3.1.

Definição 4.10 (Função geradora de momentos)

Seja X uma variável aleatória definida no espaço de probabilidades (Ω, F , P ). A função
definida como

MX(s) = E(esX), (4.47)

é chamada de função geradora de momentos da variável aleatória X, caso esta esperança
existe na vizinhança da origem.

É importante observar que esta função deve existir numa vizinhança não trivial ao redor
do zero. Observemos também que a função geradora de momentos e a função geradora de
probabilidades estão relacionadas, quando existem, pela igualdade

MX(s) = GX(e
s)· (4.48)

Exemplo 4.44 (Função geradora de momentos da distribuição Gama)

Seja X uma variável aleatória com distribuição Gama(n, λ). Então a função geradora de
momentos de X calcula-se da seguinte forma

MX(s) =

∫ ∞

0

esx
(λx)n−1

Γ(n)
λe−λx dx

= λn(λ− s)−n

∫ ∞

0

[(λ− s)x]n−1

Γ(n)
(λ− s)e−(λ−s)x dx =

(
λ

λ− s

)n

·

Neste cálculo, a última integral vale um devido à que o integrando é a função de densidade
Gama. Observe que MX(s) está definida somente quando s < λ.

Exemplo 4.45

Suponhamos que a função geradora de momentos da variável aleatória X seja

MX(s) = e3(e
s−1)·

Qual o valor de P (X = 0)?
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Para respondermos esta questão lembremos a relação entre a função geradora de mo-
mentos e a função geradora de probabilidade em (4.48). Pelo enunciado do problema
sugere-se que X seja uma variável aleatória discreta, vamos então escrever

GX(s) = e3s−1, (4.49)

do qual obtemos que

P (X = 0) =
1

0!

d0GX(s)

ds0

∣∣∣∣
s=0

= e−3·

Uma outra forma é identificarmos a função geradora de momentos em (4.49) como uma
situação particular da função geradora de probabilidade encontrada no Exemplo 4.41.
Observe que, se no exemplo referido, λ = 3 temos por resposta a função geradora de
probabilidade, em (4.49).

Na próxima seção demonstramos algumas propriedades básicas da função geradora de
momentos e mostramos sua utilidade a través de exemplos.

Propriedades da função geradora de momentos

É importante notar que os momentos não identificam de maneira univoca a distribuição de
probabilidade ou densidade. Vejamos isto a través de um exemplo o qual foi apresentado por
C.C.Heyde.

Teorema 4.32

Seja X uma variável aleatória com função geradora de momentos MX(s), finita para cada
s ∈ (−t, t) e algum t > 0. Então todos os momentos de X são finitos.

Demonstração : Esta prova baseia-se nas identidades:

E(|X|n) = n

∫ ∞

0
(1− FX(x))xn−1 dx+ n

∫ 0

−∞
FX(x)|x|n−1 dx,

e

MX(s) = 1 + s

∫ ∞

0
(1− FX(x))esx dx− s

∫ 0

−∞
FX(x)esx dx,

onde, por hipóteses, as duas integrais em MX(s) são finitas para qualquer s ∈ (−t, t). De-
monstraremos que cada integral da expressão de E

(
|X|n

)
é menor ou igual à correspondente

integral em MX(s). Para o caso x > 0 escolhemos s ∈ (0, t) e então

(sx)n

n!
≤ esx·

Isto é, xn ≤ (n!/sn)esx. Desta forma vemos que a primeira integral de E
(
|X|n

)
é menor ou

igual do que a primeira integral em MX(s), sendo esta última finita, a primeira também.
Para o caso x < 0 é conveniente escolher s ∈ (−t, 0), pois neste caso sx > 0 e então

|sx|n

n!
≤ e|sx| = esx·
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Novamente, isto significa que |x|n ≤ (n!/|s|n)esx. Agora a segunda integral de E
(
|X|n

)
é

menor ou igual à segunda integral em MX(s), sendo esta última finita, a primeira também.
Desta forma todos os momentos de X existem quando MX(s) é finita em algum intervalo
não trivial ao redor do zero.

O fato do n-ésimo momento de uma variável aleatória exista, não implica que este pode
ser calculado a través da n-ésima derivada da função geradora de momentos avaliada em
zero. Significa que é necessário conhecer a existência da função geradora de momentos para
que esta possa ser utilizada na obtenção dos momentos. Vejamos melhor isto no seguinte
exemplo.

Exemplo 4.46 (Função geradora de momentos da distribuição t − Student)

Seja X uma variável aleatória com densidade t − Student(n). Então, a função geradora
de momentos é

MX(s) =

∫ +∞

−∞
esx

Γ(n+1
2
)

√
nπΓ(n

2
)

(
1 +

x2

n

)−n+1
2

dx·

Esta integral não é finita, já que limx→∞ esx(1 + x2/n)−(n+1)/2 = ∞. Portanto a função
geradora de momentos não existe para s ̸= 0. Por outro lado, sabemos que E(X) = 0 e
Var(X) = n/(n− 2) para n > 2.

Exemplo 4.47

Segundo o Exemplo 4.14, se X ∼ t−Studen(n) a esperança existe e é zero. Um resultado
relevante é que E(Xr) existe para r < n. Em particular, temos que

E(Xr) =



0, se r < n, r par

nr/2

Γ

(
r + 1

2

)
Γ

(
n− 1

2

)
Γ

(
1

2

)
Γ
(n
2

) , se r < n, r ı́mpar

Como consequência, vemos que E(X) = 0, se n > 2.

Teorema 4.33

Seja X uma variável aleatória com função geradora de momentos MX(s), finita para
cada s ∈ (−t, t) e algum t > 0. Então

MX(s) =
∞∑
n=0

sn

n!
E(Xn)·
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Demonstração : Lembremos novamente que

E(Xn) = n

∫ ∞

0
(1− FX(x))xn−1 dx− n

∫ 0

−∞
FX(x)xn−1 dx·

Então para qualquer s ∈ (−t, t) e m ≥ 1,

m∑
n=0

sn

n!
E(Xn) = 1 +

m∑
n=1

sn

n!
n

∫ ∞

0
(1− FX(x))xn−1 dx

−
m∑

n=1

sn

n!
n

∫ 0

−∞
FX(x)xn−1 dx

= 1 + s

∫ ∞

0
(1− FX(x))

m−1∑
n=0

sn

n!
xn dx

−s
∫ 0

−∞
FX(x)

m−1∑
n=0

sn

n!
xn dx·

Utilizando o teorema da convergência monótona ou de convergência dominada, dependendo
dos valores de s e x, cada uma das integrais acima é convergente para qualquer s ∈ (−t, t),
quando m tende ao infinito. De modo que

∞∑
n=0

sn

n!
E(Xn) = 1 + s

∫ ∞

0
(1− FX(x))esx dx− s

∫ 0

−∞
FX(x)esx dx = MX(s)·

É claro que, segundo o Teorema 4.33, somente podemos ter função geradora de momentos
se estes, os momentos, existirem. A situação especial da função de densidade Cauchy serve
de indicativo de que em nem toda situação existe esta função.

Exemplo 4.48

Segundo o Exemplo 4.22,

E(Xn) =
1

n+ 1
,

para n ≥ 1, no caso em que X ∼ Uniforme(0, 1). Encontremos a função geradora de
momentos utilizando o Teorema 4.33.

Simplesmente escrevendo
∞∑
n=0

sn

n!
E(Xn),

e substituindo pelos respectivos valores de E(Xn), temos que

MX(s) =
∞∑
n=0

sn

(n+ 1)!
, (4.50)

é a expressão para a função geradora de momentos de uma variável aleatória esta dis-
tribuição. Segundo o Teorema Weierstrass M-test (Spivak, 1994, Teorema 4, Parte IV,
Seção 24, pg.499) a série em (4.50) é uniformemente convergente qualquer seja o número
real t e |s| < t.
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Observemos que, tanto a função geradora de probabilidade GX(s) quanto a função gera-
dora de momentos MX(s) são séries de funções, por isso a necessidade de Cálculo avançado
a entendermos estes conceitos assim como àqueles que serão considerados no Caṕıtulo 7.

Teorema 4.34

Seja X uma variável aleatória com função geradora de momentos MX(s), finita para cada
s ∈ (−t, t) e algum t > 0. Então MX(s) tem derivadas de qualquer ordem em s ∈ (−t, t)
e

dn

dsn
MX(s)

∣∣∣∣
s=0

= E(Xn)·

Demonstração : Dado que MX(s) pode ser expressa como série de potências de s, diferenci-
ando e avaliando em zero são obtidos os coeficientes de E(Xn).

Exemplo 4.49 (Função geradora de momentos da densidade Beta)

Seja X ∼ Beta(α, β), para α, β > 0, segundo a Definição 3.26. Significa que a função de
densidade de X é

f(x) =
Γ(α + β)

Γ(α)Γ(β)
xα−1(1− x)β−1 =

1

Beta(α, β)
xα−1(1− x)β−1, 0 < x < 1·

Encontremos a função geradora de momentos MX(s).

MX(s) = E(esX) =
1

Beta(α, β)

∫ 1

0

esxxα−1(1− x)β−1 dx

=
1

Beta(α, β)

∫ 1

0

(
∞∑
n=0

(sx)n

n!

)
xα−1(1− x)β−1 dx

Utilizamos a expansão em série de potências para a função exponencial

=
1

Beta(α, β)

∞∑
n=0

(s)n

n!

∫ 1

0

xn+α−1(1− x)β−1 dx

A série de potências é integrável termo a termo no raio de convergência

=
∞∑
n=0

(s)n

n!

(
B(n+ α, β)

B(α, β)

)

Por definição da função Beta

=
B(α, β)

B(α, β)

(s)0

0!

∞∑
n=1

(s)n

n!

(
B(n+ α, β)

B(α, β)

)
·

Agora faremos um trabalho de uma álgebra complicada e aplicaremos uma identidade
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de recorrência da função gama com um salto de comprimento n:

Γ(α+ n) = Γ(α)
n∏

r=0

(alpha+ r)· (4.51)

MX(s) = 1 +
∞∑
n=1

(
Γ(n+ α)Γ(β)

Γ(α + β + n)
× Γ(α + β)

Γ(α)Γ(β)

)
sn

n!

Pela definição de função Beta

= 1 +
∞∑
n=1

(
Γ(n+ α)

Γ(α)
× Γ(α + β)

Γ(n+ α + β)

)
sn

n!

1 +
∞∑
n=1

(
Γ(α)

∏n
r=0(α + r)

Γ(α)
× Γ(α + β)

Γ(α+ β)
∏n

r=0(α + β + r)

)
sn

n!

Aplicando identidade de recorrência (4.51)) da função gama

= 1 +
∞∑
n=1

(
n−1∏
r=0

α + r

α + β + r

)
sn

n!
· Produto de produtos

0 1 2 3 4 5 6

0.
0

0.
2

0.
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0.
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0.
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1.
0

1.
2

x

f(x)=
e−1

2
log(x)2

x 2π

g(x)=f(x)(1 − 0.99sen(2πlog(x)))

g(x)=f(x)(1 + 0.99sen(2πlog(x)))

Figura 4.4: Funções de densidade mostradas no Exemplo 4.50, situação exemplificando que
diferentes funções de densidade podem ter a mesma função geradora de momentos. Mostra-
mos a função de densidade f da variável aleatória X e duas da famı́lia de densidade de Y ,
quando a = −0.99 e a = 0.99, estas avaliadas em x.
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Uma outra situação interessante acontece no seguinte exemplo apresentado por Heyde
(1963), neste caso prova-se que os momentos não definem univocamente a função de densi-
dade.

Exemplo 4.50

Seja X uma variável aleatória positiva com função de densidade

f(x) =
e−

1
2
log2(x)

√
2πx

, x > 0,

e seja uma outra variável aleatória Y com função de densidade

g(y) = f(y)
(
1 + a sin(2π log(y))

)
para − 1 ≤ a ≤ 1, y > 0·

Observemos que a densidade de X é a log-Normal (Definição 3.35). Os momentos destas
distribuições coincidem, isto foi demonstrado em Heyde (1963). Mas, como mostrado na
Figura 4.4 as funções de densidade de X e Y são diferentes.

Como mencionamos antes, nem todas as distribuições de probabilidade permitem calcular
a função geradora de momentos num intervalo não trivial ao redor do zero e nem todos os
cálculos são tão simples. Por exemplo, a função geradora de momentos da distribuição Cauchy
não existe para valores de s distintos de zero. Por outro lado, quando duas variáveis X e Y
tem a mesma distribuição, suas funções geradoras de momentos coincidem. Pelo contrário,
se MX(s) = MY (s) numa vizinhança não trivial ao redor do zero, pode demonstrar-se que
suas distribuições não necessariamente coincidem, como visto no Exemplo 4.50.

Mais ainda, seja X ∼ F sendo F uma função de distribuição cont́ınua não simétrica, ou
seja F (x) ̸= 1− F (−x) para ao menos um x ∈ (−∞,∞), para a qual todos os momentos de
ordem ı́mpar são zero. Podemos verificar que

G(x) =
1

2
F (x) +

1

2

(
1− F (−x)

)
,

é uma função de distribuição de uma variável aleatória possuindo os mesmos momentos do
que X. Também verifica-se que G é uma função simétrica, ou seja, G(x) = 1−G(−x), para
todo x ∈ (−∞,∞).

Devemos prestar atenção a um detalhe importante no Exemplo 4.50. Nele consideramos
a situação de duas funções de densidade f e g diferentes mas com os mesmos momentos. O
detalhe é que dizemos que os momentos das variáveis aleatórias correspondentes coincidem
e não as funções geradoras de momentos. Acontece que, no caso da densidade log-Normal,
a função geradora de momentos não existe (Heyde, 1963), mas os momentos sim. Todos os
momentos da distribuição log −Normal(µ, σ2) existem e são

E
(
Xn
)
= enµ+n2σ2/2·
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4.4 Exerćıcios

Exerćıcios das Seções 4.1

1. Verifique se a desigualdade em (4.6), no Exemplo 4.3 é verdadeira.

2. Um jogador vai lançando uma moeda honesta. Ele para depois de lançar ou duas caras ou duas coroas
sucessivas. Qual a esperança do número de lançamentos?

3. Suponha que X ∼ U [0, 1]. Determine os valores de t (t ∈ R) tais que E(Xt) é finita. Qual o valor da
esperança nesse caso?

4. Seja X(ω) = 111A(ω), para algum A ∈ F . Prove que E(X) = P (A).

5. Suponha que a variável aleatória X têm densidade triangular, da forma

f(x) =

 1 + x se −1 ≤ x ≤ 0
1− x se 0 < x ≤ 1
0 se x < −1 ou x > 1

·

Calcule E(X) e Var(X).

6. Suponha que a variável aleatória X têm densidade da forma

f(x) =


1

2
x se 0 ≤ x < 1

1/2 se 1 < x ≤ 2
1

2
(3− x) se 2 < x ≤ 3

0 se x < 0 ou x > 3

·

Calcule E(X) e Var(X).

7. Demonstre o Teorema 4.5.

8. Demonstre o Teorema 4.6.

9. Prove que se E(X) = 0 e P (X ≥ 0) = 1, então P (X = 0) = 1.

10. Seja X ∼ U(0, 1), isto é, X é uniforme cont́ınua no intervalo [0, 1]. Calcule E(Xn), sendo n um número
natural qualquer.

11. Para variáveis aleatórias positivas X definimos os momentos negativos de ordem n como E(X−n),
onde n > 0 é um inteiro. Encontre E(1/(X + 1)) se a distribuição da variável aleatória é:

a) Binomial(θ), isto é, P (X = x) =
(
m
x

)
θx(1− θ)m−x, x = 0, 1, 2, · · · ,m e 0 < θ < 1.

b) Poisson(λ), isto é, P (X = x) = e−λλ
x

x!
, x = 0, 1, 2, · · · e λ > 0.

12. Prove que Var(X) = E[X(X − 1)]− E(X)[ E(X)− 1].

13. Suponha que a variável aleatóriaX assume valores somente no intervalo [a, b]. Prove que a ≤ E(X) ≤ b
e

Var(X) ≤ (b− a)2

4
·

14. Prove que Var(X) = 0 se, e somente se, P [X = E(X)] = 1.

15. Suponhamos que X seja uma variável aleatória com função de distribuição FX e inversa, ou função
quantil, F−1

X . Prove que

E(X) =

∫ 1

0

F−1
X (x) dx,

se E(X) estiver bem definida.
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16. Seja X ≥ 0 com esperança finita e suponha que, para algum p ∈ (0, 1), se cumpre a desigualdade
P (X ≥ k) ≤ pk, para cada k = 0, 1, · · · . Prove que E(X) ≤ 1/(1− p).

17. Uma caixa contém N cartões idênticos numerados entre 1 e N . Dessa caixa são selecionados n cartões
com reposição. Seja X o maior dos números selecionados. Encontre E(X).

18. Prove que se a variável aleatória X é limitada, isto é, uma variável aleatória é dita limitada se X é tal
que P (a ≤ X ≤ b) = 1, a < b reais qualquer, então X tem momentos finitos de toda ordem.

19. Seja A um evento aleatório. Calcule todos os momentos absolutos da variável aleatória X = IA.

20. Sejam X e Y duas variáveis aleatórias ambas com esperança finita. Prove que

a) E(min{X,Y }) ≤ min{E(X), E(Y )} ≤ E(X),

b) E(max{X,Y }) ≥ max{E(X), E(Y )} ≥ E(X).

21. Seja X uma variável aleatória não negativa com função de distribuição cont́ınua FX e com esperança
finita µ. Demonstre que a seguinte função é de distribuição.

G(y) =

 1− 1

µ

∫ ∞

y

[1− FX(x)] dx se y > 0

0 se y ≤ 0
·

Demonstre que a esperança desta distribuição é 2 E(X2)/µ, supondo que o segundo momento de X é
finito.

22. Seja X uma variável aleatória tal que E(eaX) existe para algum a > 0. Prove que P (X ≥ ϵ) ≤
E(eaX)/eaϵ.

23. Seja X uma variável aleatória com variança finita e seja c uma constante. Prove que

E[(X − c)2] = Var(X) + [ E(X)− c]2·

24. Duas bolas são escolhidas aleatoriamente de uma urna contendo 4 bolas azuis, 3 vermelhas e 2 laranjas.
Suponha que ganhamos 10 reais para cada bola azul selecionada, ganhamos 1 real para cada bola
laranja, porém perdemos 8 reais para cada bola vermelha. Seja X o nosso lucro.

a) Determine a função de probabilidade de X,

b) Obtenha o valor esperado e a variância de X.

25. Seja X uma variável aleatória com distribuição loǵıstica da forma

f(x) =
e−x

(1 + e−x)2
, x ∈ R·

i) Prove que a distribuição de X é simétrica em torno de zero, isto é, prove que f(x) = f(−x).
ii) Determine se X tem esperança finita. Se tiver, ache o valor. Encontre o valor de Var{X}.
iii) Obtenha a densidade de Y = eX e ache E{Y }.

26. De uma caixa contendo N bilhetes idênticos, numerados de 1 a N , n bilhetes são sorteados com
reposição. Seja X o maior número sorteado. Encontrar E(X).

27. Seja X ∼ Geométrica(p). Mostre que

E
( 1

X

)
=
−p log(p)
1− p

·

Dica: Você vai precisar avaliar expressões do tipo
∑∞

n=1 a
n/n. Para isso, escreva an/n =∫ a

0
un−1 du e troque a soma e a integral.
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Exerćıcios da Seção 4.2

1. Suponha que a variável aleatória X tenha esperança µ, variância σ2 e que Y = aX + b. Determinar
os valores de a e b para os quais E(Y ) = 0 e Var(Y ) = 1.

2. Considere que X seja uma variável aleatória com esperança E(X) = 1 e variância Var(X) = 4.
Encontre:

(a) E(2X − 4),

(b) E2(X),

(c) E
(
(2X − 4)2

)
.

3. A variável aleatória X tem por função de densidade

f(x) =

{
α+ βx2, para 0 ≤ x ≤ 1

0, caso contrário
·

Sabemos que E(X) = 3/5. Encontre:

(a) P (X < 1
2 ).

(b) Var(X).

4. Mostre que todos os momentos, qualquer seja a ordem, existem caso a função de densidade da variável
aleatória X seja

f(x) =


1
2x, para 0 ≤ x < 1
1
2 , para 1 < x ≤ 2

1
2 (3− x), para 2 < x ≤ 3

·

Encontre a esperança e variância de X.

5. Considere que a variável aleatória X tem por função de densidade triangular, dada por

f(x) =


1 + x, para −1 ≤ x ≤ 0

1− x, para 0 < x ≤ 1

0, para x < −1 ou 1 < x

·

Encontrar E(X) e Var(X).

6. Considere que a variável aleatória assume valores somente no intervalo [α, β], α < β. Prove que

α < E(X) < β e Var(X) ≤ (β − α)2

2
·

7. Seja X uma variável aleatória com distribuição Pareto(α, β), isto é, a função de densidade de X é da
forma

f(x) =


0, caso x < α

βαβ

xβ+1
, caso x ≥ α

·

(a) Mostre que todos os momentos de ordem n existem se, e somente se, n < β.

(b) Para β > 2 encontre a esperança e variância desta distribuição.

8. Suponha que a variável aleatória X tenha esperança µ e variância σ2. Mostre que o terceiro momento
central de X pode ser expresso como E(X3)− 3µσ2 − µ3.

9. Seja X ∼ N(µ, σ2). Prove que o desvio médio é dado por

E
(
|X − µ|

)
= σ

√
2

π
= 0.7978846σ·
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10. Diz-se que X tem por distribuição log −Normal(µ, σ2) se a função de densidade tiver a expressão

f(x) =
1

x
√
2πσ2

exp

(
− (ln(x)− µ)2

2σ2

)
(4.52)

para x > 0 e zero em caso contrário. Prove que E(X) = exp
(
µ+ σ2/2

)
e Var(X) = exp

(
2µ+2σ2

)
−

exp
(
2µ+ σ2

)
.

11. Seja X uma variável aleatória e c uma constante real qualquer. Prove que

E(X − c)2 = Var(X) +
(
E(X)− c

)2
·

12. Seja X ∼ U(α, β). Demonstre que E(Xn) =
βn+1 − αn+1

(n+ 1)(β − α)
.

13. Considere (Ω,F , P ) um espaço de probabilidade e X = 111A, ou seja, X é a função indicado do evento

A ∈ F . Prove que Var(X) = P (A)
[
1− P (A)

]
≤ 1/4.

14. Demonstre que se X é uma variável aleatória limitada quase certamente, isto é, que se existe k > 0 de
maneira que P (|X| ≤ k) = 1, então todos os momentos centrais de X existem.

15. Seja X uma variável aleatória com segundo momento finito e seja m uma mediana. Prove que

|m− E(X)| ≤
√
2Var(X)·

16. Seja X ∼ N(µ, σ2). Prove que para cada n = 0, 1, 2, · · · se cumpre a relação

E
(
|X − µ|n

)
=

{
1× 3× 5× · · · × (n− 1)σn, caso n par

0, caso n ı́mpar
·

17. Seja X ∼ N(0, 1). Prove que para cada n = 0, 1, 2, · · · se cumpre a relação

E(Xn) =


n!

2n/2(n/2)!
, caso n par

0, caso n ı́mpar
·

Exerćıcios da Seção 4.3

1. Encontre a função geradora de probabilidades GX para cada uma das seguintes funções de probabili-
dade:

(a) P (X = x) =

(
n

x

)
px(1− p)n−x, para x = 0, 1, 2, · · · , n e 0 < p < 1.

(b) P (X = x) =
λx

x!

e−λ

1− e−λ
, para x = 1, 2, · · · e λ > 0.

(c) P (X = x) =
pqx

1− qN+1
, para x = 0, 1, 2, · · · , N , 0 < p < 1 e q = 1− p.

2. Prove que MX(s) = GX(es) caso existirem estas duas funções para a variável aleatória X.

3. Seja X uma variável aleatória discreta com valores em {0, 1, 2, 3, · · · }. Mostre que

∞∑
n=0

snP (X ≤ n) =
GX(s)

1− s
·
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4. Seja X uma variável aleatória com função geradora de momentos MX e a e b constantes quaisquer.
Prove que

MaX+b(s) = ebtMX(as)

5. Seja X uma variável aleatória discreta com função geradora de probabilidades GX . Sejam α e β dois
números inteiros não negativos e Y = αX + β. Encontre a função geradora de probabilidades GY de
Y .

6. Seja X um avariável aleatória com função de densidade fX e função geradora de momentos MX

definida numa vizinhança (−δ, δ) do zero, para algum δ > 0. Prove que

P (X > a) ≤ eatMX(s), 0 < s < δ·

7. Considere X uma variável aleatória com distribuição Exponencial Dupla ou Laplace com função de
densidade

f(x) =
1

2λ
e−

1
λ |x−µ|, −∞ < x <∞, λ > 0 −∞ < µ <∞·

Prove que a função geradora de momentos MX existe e é igual a

MX(s) =
eµs

1− λ2s2
, s <

1

λ
·

8. Para uma variável aleatória X, com função geradora de momentos MX , define-se a função geradora
de cumulantes KX como

KX(s) = ln
(
MX(s)

)
·

Prove que:

(a) K ′
X(0) = E(X).

(b) K ′′
X(0) = Var(X)

9. Suponha que a variável aleatória Y tenha função geradora de momentos MY e que a variável aleatória
X tenha função geradora de momentos MX dada por

MX(s) =
1

3

(
2e3s + 1

)
MY (s)·

Dado que E(Y ) = 10 e que Var(Y ) = 12 determine E(X) e Var(X).

10. Seja X uma variável aleatória discreta com função de probabilidade P (X = x) = px, x = 0, 1, 2, · · · e
seja P (X > x) = qx, x = 0, 1, 2, · · · . Logicamente qx = px+1 + px+2 + · · · , para x ≥ 0. Consideremos

a série Q(s) =
∞∑
x=0

qxs
x. Esta série é convergente quando |s| < 1. Mostre que

Q(s) =
1−GX(s)

1− s
,

onde GX é a função geradora de probabilidades de X. Encontre E(X) e Var(X), se existirem, em
termos de Q e suas derivadas.

11. Seja X uma variável com função geradora de momentos MX , a qual existe numa vizinhança (−δ, δ)
do zero, para δ > 0. Prove que

E
(
|X|
)
<

n!

sn

(
MX(s) +MX(−s)

)
,

para qualquer s ∈ (−δ, δ), fixo e qualquer inteiro n ≥ 1.


